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Resumen

Los sistemas fuzzy han sido utilizados para resolver diversos tipos de
problemas, entre ellos los problemas de clasificaciéon, dado que pueden
obtener alta precision e interpretabilidad. Los algoritmos genéticos,
métodos adaptativos definidos asi porque se inspiran en la evolucion
bioldgica y tiene base genético-molecular, son uno de los tipos de al-
goritmos evolutivos mas utilizados para generar u optimizar alguno(s)
o todos los componentes de los sistemas fuzzy de forma automadtica a
partir de datos o informacién previa. Dentro de esa drea de investiga-
cién, definida como sistemas fuzzy genéticos, existen diferentes ten-
dencias de investigacion, entre ellas tenemos dos de interés para este
trabajo: (i) el uso de algoritmos genéticos multiobjetivo para generar
sistemas fuzzy con equilibrio entre precision e intepretabilidad. Los
algoritmos genéticos multiobjetivo son una extension de los algorit-
mos genéticos y se caracterizan porque la busqueda de soluciones que
balancean objetivos contradictorios estd embebida en el mismo algo-
ritmo; y (i1) utilizar los sistemas fuzzy para resolver el problema de
clasificacion en bases de datos no balanceadas. Estas bases de datos
se caracterizan porque las clases no son representadas por la misma o
similar cantidad de ejemplos, y son de particular interés porque mu-
chos problemas de clasificacion del mundo se caracterizan por tener
una gran cantidad de ejemplos tipicos o normales (clase negativa) y un
pequeifio porcentaje de ejemplos atipicos o relevantes (clase positiva);
esa diferencia entre las clases hace que el aprendizaje de modelos de
clasificacion sea una tarea dificil y sea un tema en abierto en la comu-
nidad de investigacion de aprendizaje de maquina. Conforme a las dos

tendencias mencionada anteriormente, este trabajo propone un método



de generacion genética multiobjetivo de la base de conocimiento fuzzy,
de sistemas fuzzy basados en reglas (un tipo de sistemas fuzzy), para la
clasificacion en bases de datos no balanceadas usando el enfoque itera-
tivo. El enfoque iterativo es utilizado especificamente en la generacion
de reglas fuzzy, dado que una regla fuzzy es obtenida en cada ejecuciéon
del algoritmo genético multiobjetivo. El método propuesto se basa en
tres fases: (i) el pre procesamiento, en este caso balanceamiento, de los
datos no balanceados utilizando técnica de sobremuestro, submuestreo
e hibridos; (ii) la generacién genética multiobjetivo iterativa de reglas
fuzzy considerando dos objetivos, la precision o tasa de clasificacion y
la interpretabilidad o cantidad de condiciones de cada regla fuzzy; (iii)
y la optimizacion genética multiobjetivo de los conjuntos fuzzy consi-
derando dos objetivos, la precision o tasa de clasificacion y un indice
de interpretabilidad semdntica basada en el desplazamiento y la dife-
rencia de las areas de los conjuntos fuzzy originales e optimizados. Los
resultados obtenidos muestran que el método propuesto tiene un buen
desempefio, superando en precision a otros métodos que realizan la
misma tarea encontrados en la literatura. La principal contribucion del
método propuesto, incluso mayor que la precision, es la menor canti-
dad total de condiciones obtenidas en comparacion a los otros métodos,
y por lo tanto una menor complejidad de los sistemas de clasificacion

fuzzy obtenidos para bases de datos no balanceadas.



Abstract

The fuzzy systems have been used to solve different types of prob-
lems, for example, classification problems, with high accuracy and in-
terpretability. Genetic algorithms, adaptive methods inspired by bio-
logical evolution, are a type of evolutionary algorithms used to auto-
matically learn or tune one, some or all components of the fuzzy sys-
tems from previous data or information. Within that research area,
defined as genetic fuzzy systems, there are different research trends,
for example, (i) the use of multi-objective genetic algorithms to learn
or tune fuzzy systems with trade-off between accuracy and interpretab-
ility. Multi-objective genetic algorithms are an extension of genetic al-
gorithms where the search for solutions that balance conflicting object-
ives is embedded in the algorithm itself; and (ii) the use of fuzzy sys-
tems to solve the classification problem on imbalanced datasets. These
datasets are characterized by classification categories not equally rep-
resented and are particularly interesting since lots of real world classi-
fication problems are often associated with data samples which consist
of a large percentage of normal examples (negative classes) and a small
percentage of atypical or relevant examples (positive classes). To learn
classification models from imbalanced datasets is still an open issue
in the machine learning research community. Based on the two re-
search trends mentioned above, this work proposes a method to learn
fuzzy knowledge base, of fuzzy rule-based systems (a type of fuzzy
systems), using multi-objective genetic algorithms for classification in
imbalanced datasets by means of the iterative approach. The iterative
approach is used specifically to learn fuzzy rules, since a fuzzy rule

is obtained after a execution of the multi-objective genetic algorithm.



The proposed method follows three phases: (i) the pre-processing, in
this case, to balance the imbalanced dataset using oversampling, under-
sampling and hybrid methods; (ii) iterative fuzzy rule learning using
multi-objective genetic algorithms considering two objectives, accur-
acy or classification rate and interpretability or number of conditions
of each rule fuzzy; (iii) tuning of the fuzzy sets using multiobjective
genetic algorithms considering two objectives, accuracy or classifica-
tion rate and a semantic-based interpretability index based on displace-
ments and difference area between original and optimized fuzzy sets.
The results show that the proposed method has good performance, the
obtained accuracy is better than other state-of-the-art methods. The
main contribution of the proposed method, even on the accuracy, is the
smaller number of conditions than the other state-of-the-art methods,
therefore less complexity of fuzzy classification systems obtained for

imbalanced datasets.
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Introduccion

El aprendizaje de mdquina es el drea de estudio basada en el desarrollo de méto-
dos para la extraccion de patrones a partir de datos, con el objetivo de tomar deci-
siones inteligentes en base a esos patrones. Clasificacion es uno de los principales
problemas relevantes y actuales que se intenta solucionar mediante el aprendizaje
de maquina. Inteligencia computacional es el drea de estudio que se enfoca en pro-
blemas que solo pueden ser resueltos por humanos y animales, o problemas que
requieran inteligencia; los principales temas de interés tratados en el drea de in-
teligencia computacional son las redes neuronales, sistemas fuzzy y computacion
evolutiva. Segin esas definiciones, este trabajo se desarrolla en el dmbito de dos
areas, aprendizaje de mdquina e inteligencia computacional, al utilizar sistemas
fuzzy y algoritmos evolutivos para resolver problemas de clasificacion.

Este trabajo se enfoca en la generacion automética de sistemas fuzzy mediante
el uso de algoritmos evolutivos, especificamente la generacion automatica de Sis-
temas Fuzzy Basados en Reglas (SFBR) mediante el uso de Algoritmos Genéticos
Multiobjetivo (AGMO) en bases de datos no balanceadas.

Los SFBR son una extension de los Sistemas Basados en Reglas (SBR) que
utilizan la inferencia l6gica para llegar a una solucién. Dentro de las principales di-

ferencias entre los SFBR y los SBR, podemos considerar que en los SFBR utilizan



1. INTRODUCCION

conjuntos fuzzy en vez de conjuntos clésicos utilizados por los SBR, teniendo co-
mo consecuencia que el mecanismo de inferencia entre ambos sea diferente. Uno de
los principales usos de los SFBR es aproximar un sistema real mediante un modelo
fuzzy, el cual puede ser usado para explicar, simular o predecir el comportamiento

del sistema original, con alta precision e interpretabilidad.

Los AGMO, extension de los Algoritmos Genéticos (AG), fueron propuestos
por Fonseca y Fleming en 1993 [Fonseca and Fleming, [1993], y se basan en los
conceptos de dominacion y diversidad de las soluciones. El resultado de un AGMO
es un conjunto de soluciones no dominadas en todos los objetivos considerados
(intenta encontrar la frontera de Pareto [Pareto, |1896a]). Dentro de ese conjunto
de soluciones es posible escoger una solucion adecuada para una tarea especifi-
ca [Nuovo and Catania, |2009]]. Existen diferentes técnicas de optimizacion genéti-
ca multiobjetivo, por ejemplo, NSGA [Srinivas and Deb), [1994] y NSGA-II [Deb
et al., 2002al].

Las bases de datos no balanceadas son comunes y un problema de clasificacién
en el mundo real, por ejemplo, el reconocimiento de rostros, sensores remotos,
prevision de niveles de ozono, diagnostico médico, entre otros. La caracteristica
principal de estas bases de datos no balanceadas es que la cantidad de ejemplos
de cada clase es diferente a la cantidad de ejemplos de otra u otras clases, y esa
diferencia es considerada como significativa. Podemos considerar una diferencia
significativa cuando esa diferencia es mayor a 9:1, es decir, la cantidad de ejemplos
de una clase es por lo menos nueve veces mayor que la cantidad de ejemplos de

otra clase.

Con el fin de enriquecer la investigacion en todos los puntos mencionados, no-
sotros proponemos y desarrollamos un nuevo método que se enfoca en la utilizacién
del enfoque iterativo [Abadeh and Habibi, 2007] [Gonzalez and Perez,|1999] en la
generacion de sistemas fuzzy de clasificacion en bases de datos no balanceadas
basado en el pre procesamiento de datos, la generacion de reglas fuzzy, y la opti-
mizacion de conjuntos fuzzy, enfocados en buscar un equilibrio entre la precision

e interpretabilidad mediante el uso de un AGMO.
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1.1 Justificativa y Relevancia

Los SFBR utilizados para clasificacion son definidos como Sistemas de Clasifica-
cion Fuzzy Basados en Reglas (SCFBR). Cuando los AG, dada su habilidad para
manejar grandes espacios de biisqueda y encontrar soluciones cercanas a las Opit-
mas, son utilizados para generar y/o optimizar alguno o algunos de los componen-
tes de los SFBR nos encontramos en la linea de investigacion llamada Sistemas
Fuzzy Genéticos Basados en Reglas (SFGBR). Los SFGBR se considera un area
madura en el estado del arte [Fazzolari et al., 2013b].

La flexibilidad de los SFBR hace que sean aplicables en diferentes tipos de
problemas. Dentro de otros, los problemas con miultiples objetivos contradictorios
son de particular interés para los investigadores, dado que son problemas comunes
y de los cuales una solucién 6ptima en todos los objetivos es buscada. En ese tipo de
problemas, mejorar un objetivo conlleva a que uno u otros objetivos empeoren, por
lo tanto, generalmente no existe una solucion que mejore simultineamente todos
los objetivos.

Este problema puede ser abordado mediante el uso de Algoritmos Evolutivos
Multiobjetivo (AEMO) para el disefio del SF. La optimizacién multiobjetivo lleva
a obtener un conjunto de modelos fuzzy con diferentes valores de precision e in-
terpretabilidad (si son considerados esos dos objetivos) en vez de un solo modelo.
Después, uno de los modelo mas adecuado es seleccionado, de forma manual o
automadtica, dependiendo de los requirimientos. Ese enfoque hibrido es conocido
como Sistemas Fuzzy Evolutivos Multiobjetivo (SFEM).

Dentro de las categorias por el tipo de objetivo en los SFEM, tenemos el disefio
de SFBR que buscan un equilibrio entre precision e interpretabilidad los cuales
son considerados objetivos contradictorios [Casillas and Carsel [2009]], es decir,
entre mayor precision la interpretabilidad disminuye, e viceversa. La precision ge-
neralmente es determinada por la tasa de clasificacion del SFBR, mientras que la
interpretabilidad ain no tiene una medida definida y de consenso universal. Hoy
en dia, los investigadores continuan analizando diferentes medidas de interpretabi-
lidad, pero ellos concuerdan que se necesitan considerar dos medidas, una medida

basada en la complejidad (por ejemplo, nimero de reglas, nimero de anteceades,
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etc.), y una medida basada en la semantica (por ejemplo, distinguibilidad de los
conjuntos fuzzy).

En la literatura, podemos encontrar diferentes trabajos que encajan en la ca-
tegoria de los SFEM, algunos de los cuales son mencionadados en el Capitulo [3]
Dentro de esta categoria se considera como tendencia actual su aplicacién en la
clasificacion de bases de datos no balanceadas, por ello, ain no se han investigado
y analizado todos los métodos posibles en dicha categoria. Por ello, este trabajo
tiene la justificativa de proponer un nuevo método para la generacion automadtica
de SCFBR para bases de datos no balanceadas mediante el modelo iterativo y un
AEMO, especificamente un AGMO, para generar modelos fuzzy con diferentes
valores de equilibrio entre precision e interpretrabilidad.

La relevancia de este proyecto es dar a conocer el nuevo método propuesto. Di-
cho método podra ser usado en diferentes problemas del mundo real, tendra aporte

académico y ayudard a investigaciones futuras en la misma area.

1.2 Objetivos

El objetivo principal de este trabajo es proponer un nuevo método para la gene-
racion de clasificadores basados en reglas fuzzy en bases de datos no balanceadas
mediante el uso del enfoque iterativo y un AGMO que considere los objetivos con-

tradictorios de precision e interpretabilidad.
Los objetivos especificos de este trabajo son:

e Contribuir para la creacion de métodos robustos para la construccion y opti-

mizacion de clasificadores fuzzy en bases de datos no balanceadas.

e Analizar el comportamiento de técnicas de pre procesamiento de ejemplos
en bases de datos no balanceadas dentro del método propuesto para la gene-

racion de clasificadores fuzzy basados en reglas.

e Realizar un andlisis experimental del método propuesto y validar la calidad
de los clasificadores fuzzy basados en reglas para bases de no balanceadas

obtenidos en base a los objetivos de precision e interpretabilidad.
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1.3 Organizacion del trabajo

Este trabajo estd organizado segun la siguiente lista:

e El Capitulo [2| trata el problema principal a resolver en este trabajo, es decir,
las bases de datos no balanceadas. Dentro de este capitulo serdn detallados

los principales métodos de pre procesamiento o balanceamiento de datos.

e El Capitulo [3|trata de los principales conceptos de la computacion evolutiva
y los AEMO, especificamente, los AGMO.

e El Capitulo [] aborda los principales conceptos de los SF, los SFBR y los
Sistemas Fuzzy Genéticos (SFG).

e En el Capitulo [5] nosotros realizaremos una descripcion de los principales
métodos propuestos encontrados en la literatura para la generacién genéti-
ca de sistemas fuzzy (también usando AEMO) enfocados para resolver el

problema de clasificacion en bases de datos no balanceadas.

e En el Capitulo[6] explicaremos a detalle el método propuesto para la genera-
cién genética multiobjetivo de reglas fuzzy en bases de datos no balanceadas
utilizando el enfoque iterativo, que se basa en tres fases: (i) el pre procesa-
miento o balanceamiento de datos; (ii) la generacion genética multiobjetivo
de reglas fuzzy basada en el enfoque iterativo; (iii) y la optimizacion genética

multiobjetivo de bases de los conjuntos fuzzy.

e En el Capitulo [/| presentaremos los experimentos y resultados obtenidos del
método propuesto, asi como su comparacion con tres métodos encontrados

en la literatura.

e Por tultimo, en el Capitulo [8| presentaremos las conclusiones de nuestro tra-

bajo y los posibles trabajos futuros.



Bases de Datos No
Balanceadas

Bases de datos no balanceadas pueden ser encontradas en el mundo real, por
ejemplo, reconocimiento de rostros [Liu and Chen, 2007]], sensores remotos [Wi-
lliams et al.,[2009], prevision de los niveles de ozono [Tsai et al.,|2009], diagndstico
médico [Ganji et al., [2010], entre otros. En este trabajo nos centraremos en tratar el
problema de clasificacion en bases de datos no balanceadas binaria o de dos clases,
que considera la clase positiva o minoritaria y la clase negativa o mayoritaria. La
principal caracteristica de este tipo de bases de datos es que la cantidad de ejem-
plos o muestras de cada clase son diferentes, y dicha diferencia es significativa.
Podemos considerar una diferencia significativa cuando esa diferencia es igual o
mayor a 9:1, es decir, la cantidad de ejemplos de la clase mayoritaria es por lo
menos nueve veces mayor que la cantidad de ejemplos de la clases minoritaria. La
razon entre el cantidad de ejemplos de la mayoritaria y la cantidad de ejemplos de
la clase minoritaria es definida como razén de desbalanceamiento (o imbalanced
ratio (IR)).

La diferencia significativa es un problema en la generacion automatica de cla-
sificadores, porque generalmente los algoritmos tienen la dificultad de detectar los

ejemplos de la clase positiva o minoritaria (clase con menor cantidad de ejemplos)



durante el proceso de entrenamiento [Lopez et al., 2012]]. Por lo general, la clase
minoritaria es de mayor interés, por ejemplo, en el diagndstico médico de un tipo de
céncer, si consideramos la presencia de cdncer en un paciente como clase positiva,
y la ausencia de céancer en el paciente (paciente sano) como clase negativa, cuando
se diagnostica ausencia de cidncer en un paciente con cancer, es decir, el paciente
es actualmente positivo pero es clasificado como negativo (“falso negativo™) ello es
un problema mas serio, peligroso y caro, porque el paciente podria perder su vida
por el retardo en que el paciente tenga un diagndstico correcto y tratamiento, que
diagndsticar cancer en un paciente sano o sin cancer (”falso positivo”) [Ganganwar,
2012]].

Ademas de la diferencia significativa, los métodos de generacion automatica
de clasificadores en bases de datos no balanceadas se enfrentan a otros problema,
dentro de ellos los dos siguientes: los pequefios grupos disjuntos y la superposicién
de ejemplos. Los pequefios grupos disjuntos, los cuales son grupos que no tienen
una gran cantidad de caracteristicas comunes con el grupo mayor de ejemplos de
la misma clase. La superposicion de ejemplos es la similitud de caracteristicas de
ejemplos de una clase con ejemplos de la otra. Estas dos caracteristicas son ilustra-
das en la Figura[2.1|[Fernandez et al.| 2008].
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Figura 2.1: a) Pequefio grupo disjunto b) Superposicion de ejemplos.

Para resolver los problemas mencionados anteriormente existen diferentes técni-
cas que pueden ser clasificadas en cinco niveles: Data Level, Algorithmic Level,
Cost Sensitive Level, Feature Selection Level y Ensemble Level [Ramyachitra and

Manikandan| 2014]]. La Figura[2.2) muestra esta clasificacion:
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Figura 2.2: Clasificacion de técnicas para resolver el problema de no balanceamiento en bases de datos - Adaptado [[Ramyachitra
and Manikandan|[2014]
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2.1 Métodos a Nivel de Datos: Oversampling

Ultimos estudios, entre ellos [Ramyachitra and Manikandan, 2014, [Longadge
et al.l 2013] y [Ganganwar, 2012], consideran que el pre-procesamiento a nivel
de datos provee una mejor solucién que otros métodos para el problema de bases
de datos no balanceados mencionados anteriormente, pero también sugieren que
aplicar dos o tres técnicas, es decir, un hibrido entre dos o tres niveles, podrian dar
mejores resultados. Por ello, en este trabajo utilizamos los métodos mas conocidos
de oversampling, undersampling e hibridos, en el nivel de datos, los cuales son
detallados en las proximas secciones y subseccion en este Capitulo; y el algoritmo
de clasificacion basado en reglas fuzzy en el nivel de seleccion de caracteristicas,
explicado en el Capitulo[6] especificamente en el objetivo de interpretabilidad de la
generacion de reglas fuzzy.

En caso se desee conocer mds sobre las otras categorias, métodos y/o algorit-
mos, mostradas en la Figura[2.2] un resumen puede ser encontrado en [Ramyachitra
and Manikandan, 2014].

2.1 Métodos a Nivel de Datos: Oversampling

Para ayudar en el proceso de aprendizaje de un clasificador en bases de datos no
balanceadas, uno de los métodos mads utilizados en el pre-procesamiento de datos
es el sobremuestreo o oversampling, el cual consiste en equilibrar la distribucion
de clases a través de adicionar o aumentar ejemplos de la clase positiva (o clase
minoritaira). Una técnica nativa de sobremuestreo es repetir los ejemplos positivos
existentes tantas veces como sea necesario para equilibrar las clases, como muestra
la Figura 2.3][Longadge et al., 2013]:
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Figura 2.3: Replicacién de ejemplos de la clase minoritaria - [[Longadge et al., 2013]].
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Esta técnica no adiciona informacién adicional en el proceso de generacion o
aprendizaje del clasificador por lo cual generalmente no es utilizada. Las solucio-
nes de sobremuestreo mds utilizadas a menudo introducen nuevos ejemplos de la
clase minoritaria, llamados de ejemplos sintéticos, para generar variacion en la in-
formacion que apoyen al proceso de aprendizaje del clasificador [Cao et al., [2013].
A continuacion son listadas y explicadas brevemente algunas de las técnicas més
conocidas de sobremuestreo que son utilizadas en método propuesto en este traba-

jo.

2.1.1 Synthetic Minority Oversampling TEchnique

La técnica SMOTE (Synthetic Minority Oversampling Technique) fue propues-
ta en [Chawla et al., 2002] y se enfoca en sobremuestrear la clase minoritaria o
creacion de ejemplos sintéticos, los cuales son creados mediante la realizacion de

ciertas operaciones basadas en los valores de los datos reales.

La clase minoritaria se sobremuestrea introduciendo ejemplos sintéticos a lo
largo de los segmentos de recta que unen uno o todos los k& vecinos mas proxi-
mos pertenecientes también a la clase minoritaria. Dependiendo de la cantidad de
ejemplos sintéticos requeridos, los k vecinos mds cercanos son elegidos al azar, por
ejemplo, si la cantidad de sobremuestreo necesaria es 200 %, solo dos vecinos de
los k vecinos mds cercanos son elegidos y un ejemplo se genera en la direccién de

los mismos.

Resumidamente, los ejemplos sintéticos se generan de la siguiente manera: se-
leccionar un ejemplo real, calcular la diferencia entre ese ejemplo y los demds
ejemplos, seleccionar los £ vecinos reales mas cercanos, para cada k vecino cer-
cano encontrar el segmento de recta que los une al ejemplo real, y por ultimo, un
punto al azar del segmento encontrado es el nuevo ejemplo sintético. La seleccion
de un punto al azar a lo largo del segmento de recta entre dos caracteristicas es-

pecificas obliga a que la region de decision de la clase minoritaria sea mas general.
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2.1 Métodos a Nivel de Datos: Oversampling

El Algoritmo [I|muestra el pseudocédigo del algoritmo de la técnica SMOTE.

o X N N R W N =

o
>

11
12
13

14
15
16
17

18
19
20
21
22
23
24
25
26

Data: Number of minority class samples 7'; Amount of SMOTE N %;
Number of nearestneighbors k
Result: (N/100) * T" synthetic minority class samples
if N < 100 then
then Randomize the T minority class samples
T = (N/100) « T
N =100
end
N = (int)(N/100)
k = Number of nearest neighbors
numattrs = Number of attributes
Samplel][] : array for original minority class samples
newindex : keeps a count of number of synthetic samples generated,
initialized to O
Syntheticl][] : array for synthetic samples
for: < 1to T do
Compute £ nearest neighbors for i, and save the indices in the nnarray
Populate(V, ¢, nnarray)
end
Populate(V, ¢, nnarray)
while N # 0 do
Choose a random number between 1 and k, call it nn. This step chooses
one of the k nearest neighbors of ¢
for attr < 1 to numattrs do
Compute: di f = Sample[nnarraynn]]attr] — Sample[i][attr]
Compute: gap = randomnumberbetweenOandl
Syntheticnewindex|[attr] = Sampleli][attr] + gap * di f

end
newindex + +
N=N-1
end
return

Algoritmo 1: Pseudocddigo del algoritmo de la técnica SMOTE - [[Chawla et al.,
2002].
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La Tabla[2.T| muestra como generar un ejemplo sintético utilizando SMOTE.

Tabla 2.1: Generacién de ejemplos sintéticos utilizando la técnica SMOTE - Adapta-

do [Chawla et al.l, 2002].

Considerar (6,4) como un ejemplo real y (4,3) uno de los vecinos mas cercanos,

también un ejemplo real.

(6,4) es un ejemplo real del cual k£ vecinos mas cercanos son identificados.
(3,4) es un ejemplo real y es uno de los £ vecinos més cercanos de (6,4).
Considerar:

f1_1=6 2_1=4 2_1-f1_1=-2

f1 2=4 {2 2=3 {2 2-f1 2=-1

El nuevo ejemplo, o ejemplo sintético, es generado como:

(f1',£2")=(6,4)+ rand(0-1)*(-2,-1)

rand(0-1) genera un numero aleatorio entre O y 1

La Figura 2.4 muestra graficamente la generacién de un ejemplo sintético uti-
lizando la técnica SMOTE considerando los valores mostrados en la Tabla 2.1] es
decir, rand(0 — 1) = 0,5y (f1', f2') = (5, 3,5).

_(6,4)

@ (5 35)

*a3)

Figura 2.4: Generacién de un ejemplo sintético utilizando la técnica SMOTE.
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2.1.2 Borderline-Synthetic Minority Oversampling TEchnique

La técnica Borderline-Synthetic Minority Oversampling TEchnique (Borderline-
SMOTE) [Han et al., 2005]], como su nombre lo indica estid basada en la técnica
SMOTE, pero a diferencia de SMOTE, esta técnica solo genera ejemplos sintéticos
a partir de ejemplos considerados como ejemplos de borde de la clase minoritaria.

Para encontrar ejemplos de borde de la clase minoritaria, primero es definido
T como el conjunto de entrenamiento, P como la clase minoritaria y N la clase
mayoritaria. Siendo, P = p1, D2, ..., Ppnum: N = 11, N2, ..., Npnum, donde pnum y
nnum son el nimero de ejemplos de la clase minoritaria y el nimero de ejemplos
de la clase mayoritaria, respectivamente. Considerando esos valores, la Figura

muestra los pasos de la técnica Borderline-SMOTE.

Step 1. For every p;(i =1,2,..., pnum) in the minority class P, we calculate its m near-

est neighbors from the whole training set T. The number of majority examples among
the m nearest neighbors is denoted bym' (0 <m'S m).

Step 2. Ifm'=m, ie. all the m nearest neighbors of p,are majority examples, p, is

considered to be noise and is not operated in the following steps. Ifm/2<m'<m,
namely the number of p, s majority nearest neighbors is larger than the number of its

minority ones, p;is considered to be easily misclassified and put into a set DANGER.
IfO<m'<ml/2, p,is safe and needs not to participate in the follows steps.

Step 3. The examples in DANGER are the borderline data of the minority class P, and
we can see that DANGER c P. We set

DANGER={p"\.P'2+ s P'ipum }» O < dnum< pnum
For each example in DANGER, we calculate its k nearest neighbors from P .

Step 4. In this step, we generate sXdnum synthetic positive examples from the data
in DANGER, where s is an integer between 1 and k . For each p'; , we randomly select

s nearest neighbors from its k nearest neighbors in P. Firstly, we calculate the differ-
ences, difj (j=12.....,5) between p'; and its s nearest neighbors from P , then mulfi-

plydif by a random numberr; (j=12,..,s) between 0 and I, finally, s new syn-

thetic minority examples are generated between p'; and its nearest neighbors:

synthetic; = p'i+r; Xdif ;. j=12,..5

Figura 2.5: Procedimiento de la técnica Borderline-SMOTE - [Batista et al., 2004]].
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La Figura 2.6 muestra de forma grafica como definir los ejemplos DANGER,
SAFE y NOISE de la clase minoritaria, segtn la técnica Borderline-SMOTE con-
siderando un valor £ igual a 6. Los ejemplos sintéticos son generados a partir de
los ejemplos DANGER.

A
f2
o o O% OO O Considerar 6 vecinos mas cercanos: k=6
O O O Para A: cantidad de ejemplos minoritarios: 2 Ejemplo
O O O cantidad de ejemplos mayoritarios: 4 "DANGER"
C
O 8 O O Para B: cantidad de ejemplos minoritarios: 5 —_— Ejemplo
O O O A B cantidad de ejemplos mayoritarios: 1 "SAFE"
O O(p O Para C: cantidad de ejemplos minoritarios: 6 __, Ejemplo
/ H H toed Ao " "
O Od)o Y cantidad de ejemplos mayoritarios: 0 NOISE
/ O
L
\ fi

=~ ejemplo sintético creado para A

Figura 2.6: Tipos de ejemplos de la clase minoritaria segiin el método Borderline-
SMOTE - Adaptado [He and Garcial 2009].

Por ultimo, para entender de forma grafica la técnica Borderline-SMOTE, la Fi-
gura[2.7)en la parte (a) muestra la distribuci6n original de la base de datos no balan-
ceada, los puntos circulares representan la clase mayoritaria y los puntos en forma
de cruz representan las clase minoritaria. La parte (b) representan los ejemplos de
la clases minoritaria que son seleccionados para generar los ejemplos sintéticos, es
decir, los ejemplos DANGER. La parte (c) muestra los ejemplos sintéticos gene-
rados segtn el método SMOTE, a partir de los ejemplos DANGER, representados

por puntos cuadrados.

2.1.3 ADAptive SYNthetic sampling

La técnica ADAptive SYNthetic sampling (ADASYN) [He et al., 2008]], se basa en
la idea de generar ejemplos sintéticos, de forma adaptativa, de la clase minoritaria
segln la distribucion de los mismos, es decir, mas ejemplos sintéticos se generan

para los ejemplos de la clase minoritaria que sean mas dificiles de aprender, en
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Figura 2.7: (a) Distribucion original de la base de datos. (b) Borde de la clase minori-

taria. (c¢) Ejemplos sintéticos generados - [[Han et al., 2005].

comparacion con las ejemplos de la clase minoritaria que son menos dificiles de
aprender.

La técnica ADASYN no solo puede reducir el sesgo de aprendizaje dado por el
desequilibrio de la distribucién de ejemplos original, sino también puede cambiar
de forma adaptativa la frontera de decision para centrarse en los ejemplos dificiles

de aprender. La Figura [2.8] muestra un ejemplo del uso de método ADASYN.

Syn Pos
Neg
Pos

ADASYN

Figura 2.8: Ejemplo de sobremuestro del método ADASYN - [Cao et al., 2013].

La Figura 2.9 muestra el procedimiento del método ADASYN para un proble-
ma de clasificacion de dos clases. La idea principal del algoritmo de ADASYN
es utilizar la distribucién de densidad 7;, como criterio automatico para decidir el
nimero de ejemplos sintéticos a ser generados para cada ejemplo de la clase mi-
noritaria, 7; indica la relacién entre la cantidad de ejemplos de la clase mayoritaria
que se encuentran dentro los k£ vecinos mds cercanos de un ejemplo de la clase

minoritaria.
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2. BASES DE DATOS NO BALANCEADAS

Input

(1) Training data set Dy, with m samples {xi,y;}, ¢ =
1,...,m, where x; is an instance in the n dimensional feature
space X and y; € Y = {1, —1} is the class identity label asso-
ciated with z;. Define m, and m,; as the number of minority
class examples and the number of majority class examples,
respectively. Therefore, m, < my; and m, + m; = m.

Procedure
(1) Calculate the degree of class imbalance:

d=ms/my 1

where d € (0, 1].
(2) If d < d;n then (dyy, is a preset threshold for the maximum
tolerated degree of class imbalance ratio):

(a) Calculate the number of synthetic data examples that
need to be generated for the minority class:

G=(m—my) x5 @)

Where 3¢ [0, 1] is a parameter used to specify the desired
balance level after generation of the synthetic data. 3 = 1
means a fully balanced data set is created after the general-
ization process.

(b) For each example x; € minorityclass, find K nearest
neighbors based on the Euclidean distance in n dimensional
space, and calculate the ratio r; defined as:

ri=Ai/K, i=1,..,ms 3)

where A, is the number of examples in the K nearest
neighbors of x; that belong to the majority class, therefore
Ti € [0, 1],

ms
(c) Normalize r; according to 7; = ri/T r;, so that 7; is
a density distribution (Z 7 =1)

(d) Calculate the nur;lber of synthetic data examples that
need to be generated for each minority example x;:

gi=7xG 4)

where G is the total number of synthetic data examples that
need to be generated for the minority class as defined in
Equation (2).
(e) For each minority class data example x;, generate g;
synthetic data examples according to the following steps:
Do the Loop from 1 to g;:

(i) Randomly choose one minority data example, x.;,
from the K nearest neighbors for data x;.

(ii) Generate the synthetic data example:

8; =x; + (:Cz,' - CC.') X A )

where (z,; — ;) is the difference vector in n dimensional
spaces, and A is a random number: A € [0, 1].
End Loop

Figura 2.9: Procedimiento del método ADASYN - [He et al., 2008]].

16



2.1 Métodos a Nivel de Datos: Oversampling

2.1.4 Safe Level Synthetic Minority Oversampling TEchnique

La técnica Safe-Level-Synthetic Minority Oversampling TEchnique (Safe-Level-
SMOTE), propuesta en [Bunkhumpornpat et al., |2009], estd basada en SMOTE y
define si un ejemplo positivo es seguro antes de generar ejemplos sintéticos a partir
del mismo. Cada ejemplo sintético es generado con mayor cercania a ejemplos
positivos seguros y todos son generados en zonas seguras.

El nivel de seguridad o safe level (sl) es definido mediante la cantidad de ejem-
plos positivos dentro de los K vecinos mds cercanos. Si el sl de un ejemplo po-
sitivo es cercano a 0, puede ser considerado como ruido y si es cercano a K es
considerado seguro. La proporcién de nivel de seguridad o safe level ratio, usado
para seleccionar la posicién segura de un ejemplo sintético, es definido mediante
la divisién del s/ de un ejemplo positivo entre el s/ de un vecino més cercano. El

Algoritmo 2l muestra el pseudocédigo de la técnica Safe-Level-SMOTE.

Donde:

P : Es un ejemplo del conjunto original de ejemplos positivos
D.

n : Es un vecino mads cercano de p.

5 : Es un ejemplo sintético que se encuentra en el conjunto de
ejemplos sintéticos D’

sl : Esel sl dep.

sly, : Esel sl de n.

sl_ratio : Es el safe level ratio.

numattrs  : Es el nimero de atributos.

dif : Es la diferencia entre los valores de n y p en el mismo
atributo d.

gap : Es una fraccion aleatoria de di f.

pli], n[i] y s[i]: Son los valores numéricos de los ejemplos en el atributo i'".

p,nys : Son vectores.

17



2. BASES DE DATOS NO BALANCEADAS

Data: a set of all original positive instances [J
Result: a set of all synthetic positive instances D’

1 D=0
2 for each positive instance p in D {

3

A= TV B N

33

4 }

compute k nearest neighbours for p in D and randomly select one from

the k& nearest neighbours, call it n

slp = the number of positive stances in k£ nearest neighbours for p in D
sln = the number of positive stances in £ nearest neighbours for n in D
if (sin # 0) { ; sl is safe level.
sl_ratio = slp/sln ; sl_ratio is safe level ratio.
{
else {
sl_ratio = oo
}
if (sl_ratio = oo AND slp = 0) { ; the 1st case
does not generate positive synthetic instance
}
else {
for (atti = 1 to numattrs) { ; numattrs is the number of attributes.
if (sl_ratio = oo AND slp # 0) { ; the 2nd case

gap =0

else if (sl_ratio = 1) { ; the 3rd case
random a number between 0 and 1, call it gap
}

else if (sl_ratio > 1) { ; the 4th case
random a number between 0 and 1/sl_ratio, call it gap
}

else if (sl_ratio < 1) { ; the 5th case
random a number between 1 — sl_ratio and 1, call it gap
}

dif = nlatti] — platti]
slatti] = platti] + gapAdif
}
D'=DUs
}

35 return D’
Algoritmo 2: Algoritmo de la técnica Safe-Level-SMOTE - Adaptado [Bunk-

humpornpat et al., 2009].
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2.1 Métodos a Nivel de Datos: Oversampling

Después de asignar el valor de sl a p y a n, el algoritmo calcula el sl_ratio. A
partir de ese valor, cinco acciones pueden ser realizadas, las cuales son mostradas
entre las lineas 12 y 28 del Algoritmo [2| que detallaremos brevemente a continua-
cion.

El primer caso es mostrado entre las lineas 12 y 14. El sl_ratio es igual a oo
y el sl de p es igual al 0. Ello significa que p y n son rudio, por lo tanto, no se
generara ningun ejemplo sintético porque el algoritmo considera como inseguras
las regiones con ruido.

El segundo caso es mostrado entre las lineas 17 y 19. El sl_ratio es igual a oo
y el sl de p no es igual al 0. Ello significa que n es rudio, por lo tanto, un ejem-
plo sintético serd generado lejos del ejemplo n duplicando p, porque el algoritmo
intenta evitar el ejemplo n considerado como ruido.

El tercer caso es mostrado entre las lineas 20 y 22. El sl_ratio es igual a 1.
Ello significa que el sl de p y n son iguales, por lo tanto, un ejemplo sintético sera
generado en un punto aleatorio de la linea que une p y n, porque p es tan seguro
como n.

El cuarto caso es mostrado entre las lineas 23 y 25. El si_ratio es mayor que
1. Ello significa que el sl de p es mayor que el sl de n, por lo tanto, un ejemplo
sintético serd generado cerca a p, porque p es mas seguro que 7. El ejemplo sintético
serd generado en el rango de [0, 1/sl_ratio).

El quinto caso es mostrado entre las lineas 26 y 28. El sl_ratio es menor que 1.
Ello significa que el sl de p es menor que el s/ de n, por lo tanto, un ejemplo sintéti-
co serd generado cerca a n, porque n es mds seguro que p. El ejemplo sintético sera
generado en el rango de [1 — sl_ratio, 1].

Después de cada iteracion de la cladsula for (linea 2), si el primer caso no
ocurre, un ejemplos sintético s serd generado segun un rango especifico en la linea
que une p y n, e insertado a D’. Cuando el algoritmo termina, el resultado es el
conjunto de ejemplos sintéticos D'. El algoritmo genera | D| — t ejemplos sintéticos
donde | D] es el nimero de ejemplos positivos en D, y t es el nimero de ejemplos

que satisfacen el primer caso.
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2. BASES DE DATOS NO BALANCEADAS

2.2 Métodos a Nivel de Datos: Undersampling

Para realizar el proceso de aprendizaje automético en bases de datos no balan-
ceadas, otro de los métodos mads utilizados en el pre-procesamiento de datos es
el Undersampling o submuestreo, el cual consiste en equilibrar la distribucién de
clases a través de disminuir o eleminar ejemplos de la clase mayoritaria (o clase
negativa). Una técnica nativa es eliminar de forma aleatoria los ejemplos negativos

existentes tantas veces como sea necesario para equilibrar las clases, como muestra

la Figura[2.10

o 90 O 0 o ©

X0 o0 0g4 o X 00

°x o o 0 x© o
Xy © © X x ©
0"5x0 o o N IS

X XXg Q0 C o X X Xgp 0
XXOXOOOOO Xxx 0 o
X Xy 00 O X Xy 00 O

Figura 2.10: Eliminacion aleatoria de ejemplos de la clase mayoritaria - [Longadge

et al.,2013].

El problema con esta técnica es que se puede perder informacién importante.
Las soluciones de submuestreo mas utilizadas eliminan ejemplos negativos que son
considerados reduntates o ruido [Ganganwar, 2012]. A continuacion son listadas y
explicadas brevemente algunas de las técnicas mas conocidas de submuestro que

son utilizadas en el método propuesto en este trabajo.

2.2.1 Tomek Link
La técnica Tomek Link fue propuesta por Ivan Tomek en 1976 [Tomek, |1976]. Es

una técnica de seleccion que elimina ejemplos de la regiones de frontera y ejemplos

que probablemente son ruido. Esta técnica puede ser definida por los siguientes

pasos:

1. Seleccionar dos ejemplos ¢; y e; de diferentes clases.
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2.2 Métodos a Nivel de Datos: Undersampling

2. La distancia entre los dos ejemplos es definida como dist(e;, €;).

3. El par (e;, e;) es llamado de Tomek Link si no existe un ejemplo e, que sea
mas cercano a e; o e;, es decir, dist(e;,e;) < dist(e;, e;) y dist(e;,e;) <
dist(ej, ex).

La Figura [2.11| muestra el procedimiento para seleccionar ejemplos Tomek
Link.

Require: L: a list

Require: T': training data set
1. forall ¢;in T do
2. Ejzl—NN of e, in T

3. if1-NN ofe; in T for ¢; then
4 if Class (e;) # Class (e;) then
5. insert (e;, e;) into L

6 end if

7. endif

8. end for

9. return L, Tomek Links

Figura 2.11: Procedimiento para seleccionar ejemplos Tomek Link - Adapta-
do [|de Oliveira, [2009]).

Donde:
1-NN : Es un vecino mds cercano o Nearest-Neighbor (NN).

Los Tokem Links representan ejemplos de la regiones de indecision o probable
ruido. La técnica Tomek Link puede ser utilizada de dos formas. La primera cuando
es utilizado como método de limpieza, en la cual los ejemplos ¢; y ¢; son elimina-
dos. La segunda cuando es utilizado como método de submuestreo, en la cual los

ejemplos de la clase mayoritaria son eliminados, como muestra la Figura

2.2.2 One Sided Selection
La técnica One Sided Selection (OSS), propuesta en [Kubat and Matwin, [1997], es

una técnica de submuestreo que conserva solo los ejemplos més representativos de

la clase mayoritaria.
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Figura 2.12: Ejemplo de la técnica Tomek Link para submuestreo - Adaptado [de Oli-
veira, 2009].

Para seleccionar los ejemplos mads significativos, el método OSS primero es-
coge de forma aleatoria un ejemplo x de la clase mayoritaria. Después de ello,
usa la técnica k-Nearest Neighbors (k-NN) [Silverman and Jones, |1989], que deta-
llaremos posteriormente, con un valor de k=1 para clasificar el resto de ejemplos
de la clase positiva. Por dltimo, los ejemplos de la clase mayoritaria que sean co-
rrectamente clasificados son removidos porque son considerados redundantes. Asi,
después del proceso de submuestreo, la clase mayoritaria solo contiene los ejem-
plos que fueron clasificados de forma incorrecta. Finalmente, la técnica OSS usa
Tomek Link para remover los ejemplos de la clase mayoritoria que se encuentran
en el borde o considerados como ruido. La Figura muestra el procedimiento
de la técnica OSS.

1 Considerar S como el conjunto de entrenamiento original.

2 Inicialmente, C' contiene todos los ejemplos positivos en .S y un ejemplo
negativo es seleccionado aleatoriamente.

3 Clasificar S con 1-NN usando los ejemplos en C, y comparar las etiquetas
asignadas con las originales. Después, mover todos los ejemplos
clasificados de forma incorrecta a C' que ahora es consistente con S.

4 Remover de C todos los ejemplos negativos usando Tomek Link. Ello
remueve los ejemplos negativos que son considerados ejemplos borde y/o
ruido. Todos los ejemplos positivos se conservan. El resultado es el
conjunto 7.

Figura 2.13: Procedimiento de la técnica OSS - Adaptado [Kubat and Matwin, |1997]].

Como mencionamos anteriormente, a continuacion detallaremos de forma resu-
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2.2 Métodos a Nivel de Datos: Undersampling

mida la técnica k-NN. Dicha técnica, usada como clasificador, asigna a un ejemplo
la clase mds comin entre sus k£ vecinos mds cercanos, por ejemplo, en la Figu-
ra[2.14]el ejemplo A, usando el algoritmo k-NN con k£ = 3, es asignado a la clase
negativa (circulos blancos), porque de los 3 vecinos mds cercanos 2 (B 'y (') son de

la clase negativa y solo 1 (D) de la clase positiva (circulos negros).

Figura 2.14: Asignacion de un clase a un ejemplo usando la técnica k-NN con k£ = 3.

La técnica OSS utiliza la técnica k-NN con &£ = 1, la Figura muestra un
ejemplo de la asignacion de una clase con ese valor de k. En ese caso, si el ejemplo
x, seleccionado aleatoriamente, fuera el ejemplo A en la técnica OSS, el ejemplo
B seria considerado como redundante y seria eliminado del conjunto de datos de

entrenamiento.

2.2.3 Neighborhood CLeaning rule

La técnica Neighborhood CLeaning rule (NCL) fue propuesto en [Laurikkalal[2001]]
y utiliza el principio de la técnica OSS, pero se enfoca mds en la limpieza de los
datos que en la reduccién de los datos.

El autor de la técnica NCL consider6 dos puntos importantes para definir dicha
técnica. En primer lugar, la calidad de los resultados de la clasificacién no depende
necesariamente de la cantidad de ejemplos de la clase, por lo tanto, se debe tener

en cuenta, ademas de la distribucion de las clases, otras caracteristicas de los datos,
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Figura 2.15: Asignacién de un clase a un ejemplo usando la técnica k-NN con k& = 1.

como el ruido, que puede obstaculizar la clasificacion. En segundo lugar, los es-
tudios realizados sobre las técnicas de submuestreo, han demostrado que es dificil
mantener la precision en la clasificacién original, mientras que los datos se reduce,
por ello, mientras se mejora de la identificacion de la clase minoritaria, el método
debe ser capaz de clasificar las otras clases con una precision aceptable.

La Figura[2.16/muestra el procedimiento de la técnica NCL para el submuestreo

de la clase mayoritaria considerando dos clases.

Donde:
€; : Es un ejemplo, de la clase mayoritaria o minoritaria, que
pertenece a 7.
3— NN : Son los tres vecinos mas cercanos o Nearest-Neighbor (NN).
VNN : Es un vector que contiene los 3 ejemplos e; mas cercanos al

ejemplo e;.

2.2.4 underSampling Based on Clustering

La técnica underSampling Based on Clustering (SBC) fue propuesta en [Laurik-
kala, 2001]. Esta técnica agrupa todos los ejemplos de entrenamiento en algunos

grupos, para luego seleccionar un adecuado nimero de ejemplos negativos a ser
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Require: L: a list of examples
Require: T': training data set

1. forall ¢ in T do
2. VNN=3NN of e;,inT
3. if e; € majorityclass then
4. if all e; in VNN € minorityclass then
3. insert e; into L
6. end if
7.  endif
8. if e; € minorityclass then
9. if all ¢; in VNN € majorityclass then
10. insert all e; in VNN into L
11. end if
12.  endif
13. end for
14 T=T-L

15, return T

Figura 2.16: Procedimiento de la técnica NCL para el submuestreo de clase mayori-
taria - Adaptado [Laurikkalal 2001].

eliminados. La seleccion se basa en la proporcion entre la cantidad de ejemplos ne-
gativos y la cantidad de ejemplos positivos, es decir, ejemplos negativos que se en-
cuentran en grupos que tengan una proporcion mayor entre las cantidades ejemplos
negativos con los positivos, tendran preferencia en ser seleccionados que ejemplos
negativos que se encuentran en grupos que tengan una proporcién menor entre la
cantidades de ejemplos negativos contra los positivos.

La técnica SBC sigue los pasos mostrados en la Figura asumiendo que
la base de datos no balanceada contiene ejemplos de la clase mayoritaria (MA) y
ejemplos de la clase minoritaria (MI).

Donde:

SSizel, : El nimero de ejemplos de la clase mayoritaria en el grupo ¢
a ser seleccionados.

m x SizeM 1 : Es la cantidad de ejemplos de la clase mayoritaria que se
supone tendra el conjunto de entrenamiento final.

Sizeh, 4 : El nimero de ejemplos de la clase mayoritaria en el grupo .

Sizel; : El nimero de ejemplos de la clase minoritaria en el grupo <.
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Stepl. Determine the ratio of Sizeys to Sizeyy in the training dataset.
Step2. Cluster all the samples in the dataset into some clusters.
Step3. Determine the number of selected majority class samples in

each cluster by using expression:

§Sizejm '
i=l Sizeyr

and then randomly select the majority class samples in each
cluster.

Step4. Combine the selected majority class samples and all the mi-
nority class samples to obtain the training dataset.

SSizeyq = (mx SizeMI)x

Figura 2.17: Procedimiento de la técnica SBC para el submuestreo de clase mayori-
taira - Adaptado [Laurikkalal 2001].

2.3 Métodos Hibridos
2.3.1 Synthetic Minority Oversampling TEchnique + Tomek Links

La técnica Synthetic Minority Oversampling TEchnique + Tomek Links (SMO-
TE+TL) fue propuesta en [Batista et al., 2004]. Los autores sostienen que aunque
el sobremuestreo de la clase minoritaria puede balancear la distribucion de las cla-
ses, otros problemas atin pueden persistir el conjunto de datos, por ejemplo, algunos
ejemplos de la clase mayoritaria podrian invadir el espacio de la clase minoritaria;
el caso opuesto también puede suceder, cuando se introducen ejemplos artificia-
les de la clase minoritaria en el espacio del clase mayoritaria. Ello puede llevar a
un clasificador al problema de sobre entrenamiento. Para resolver esos problemas,
los autores proponen utilizar el método TL como método de limpieza de los da-
tos (eliminar ejemplos de ambas clases) después de utilizar el método SMOTE. La

aplicacion de esta técnica es mostrada en la Figura[2.18

26



2.3 Métodos Hibridos

- - - '+\.t_ -
SRR R I
S A R -
+ "4 T o Tt
ot - 7 F +-- -
+4+- 7 - . + +t -
- - - _+ - -
+ T T TR T .
+ - - + + -
+ + - + + + -
(@ (©)
A 1 - -
+— i Lty o7
- R oo
- - + - -
ﬁ*’-- S DER AR
+ @& - + - .
- + -
8 ] + 5T
-_' + + - 7
+ - + + + -
© (@

Figura 2.18: Técnica SMOTE+TL: (a) Base de datos no balanceada original; (b) So-
bre muestro usando SMOTE; (c) Identificacién de ejemplos TL; (d) Eliminacién de

ejemplos del borde y ejemplos considerados como ruido -

2004]].

Adaptado [Batista et al.,

2.3.2 Synthetic Minority Oversampling TEchnique + Edited Nea-

rest Neighbor

Esta técnica también fue propuesta en [Batista et al.,|2004] y es similar a la técnica

SMOTE+TL. La diferencia es que en vez de usar TL para limpiar ejemplos, es uti-
lizada la técnica de Wilson llamada Edited Nearest Neighbor Rule (ENN) [Wilson,

1972].

La técnica ENN tiene el mismo principio que la técnica NCL vista en la sub-

seccion pero elimina ejemplos de ambas clases. Asi, cualquier ejemplo que

no sea clasificado correctamente por sus tres vecinos mas cercanos (3-NN) es eli-

minado del conjunto de datos.
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2.4 Medidas de Evaluacion

Las medidas de evaluacion tienen un papel importante en la evaluacion del desem-
pefio del clasificador. Usualmente, la tasa de clasificacion frecuentemente es usada
para determinar la precision de un clasificador, pero en problemas de bases de da-
tos no balanceadas esta tasa puede estar influenciada por la cantidad de ejemplos
negativos, como vimos anteriormente, por ello otras medidas son utilizadas.
Nosotros utilizamos una de las medidas mas conocidas y utilizadas para com-
parar clasificadores en bases de datos no balanceadas, basada en la caracteristica
operativa del receptor o Receiver Operating Characteristic (ROC), llamada érea ba-
jo la curva ROC o Area Under the ROC Curve (AUC), la cual es detallada en la

siguiente subseccion.

2.4.1 Area Bajo la Curva ROC o Area Under the ROC Curve

En el andlisis de los experimentos (Capitulo [7) utilizamos el drea Bajo la Curva
ROC o Area Under the ROC Curve (AUC) [Huang and Ling, 2005] para definir
la precision del clasificador propuesto y compararlo con otros clasificadores fuzzy
encontrados en la literatura.

El AUC es un método estandar que resume el rendimiento de un clasificador

basado en los siguientes valores:

1. Falso positivo o False Positive (FP): Un ejemplo negativo es clasificado como

positivo.

2. Falso negativo o False Negative (FN): Un ejemplo positivo es clasificado

como negativo.

3. Verdadero positivo o True Positive (TP): Un ejemplo positivo es clasificado

como positivo.

4. Verdadero negativo o True Negative (TN): Un ejemplo negativo es clasificado

como negativo.

El valor del AUC puede ser definido usando la siguiente férmula:

28



2.4 Medidas de Evaluacion

1 + Tprate - FPrate

A =
uc 5

(2.1)
Donde:

TP, : Eslarazén de verdaderos positivos, representa el valor del eje Y
en el grafico del AUC, y puede es calcula de la siguiente forma:
TP,uye =TP/(TP+ FN).

FP..,;e : Eslarazén de falsos positivos, representa el valor en el eje X en
el grifico del AUC, y puede es calcula de la siguiente forma:
FP,ye=FP/(TN + FP).

Entre mayor sea el valor del AUC de un clasificador mejor serd su precision.
Como ejemplo, vamos a calcular el AUC del un clasificador para problema simple
de clientes de un entidad bancaria donde tenemos 1000 clientes que solicitaron un
crédito bancario, de los cuales 300 clientes son fiables y 700 clientes no son fiables.

Para calcular el AUC definimos los valores de TN = 100, FN = 100, F'P =
200y T'P = 600 que deben ser el resultado del clasificador. Después definimos los
valores de 7' P4t = 600/(600+4100) = 0,86y F' P, 4. = 200/(100+200) = 0,67.
Por tltimo, el valor de AUC' = (1 + T Prgte — F'Prate)/2 = (140,86 — 0,67) /2 =
0,60. La Figura[2.19 muestra el ejemplo de forma grafica.

1
0.8 1
Razén de 06 1
Verdaderos
Positivos 04
AUC=0.60
0.2 4
O T T L} T
0 0.2 0.4 0.6 0.8 1
Razén de
Falsos
Positivos

Figura 2.19: Ejemplo de la medida de evaluacion AUC.
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2. BASES DE DATOS NO BALANCEADAS

2.5 Consideraciones Finales

En este capitulo fueron mostrados conceptos basicos del problema de clasifica-
cién automética en bases de datos no balanceadas. Fueron detalladas algunas de las
técnica mas utilizadas para el balanceamiento de la cantidad de ejemplos en bases
de datos no balanceadas, tanto técnicas de sobremuestreo, submuestreo e hibri-
dos. También analizamos la medida de evaluaciéon AUC. En el siguiente capitulo
destacamos los principales conceptos de la computacion evolutiva y optimizacién

multiobjetivo, temas de interés en este trabajo.
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Computacion Evolutiva

Computacién Evolutiva (CE) es el estudio de sistemas computacionales que
utilizan las ideas y estdn inspirados en la evolucidn natural y su adaptacion [[Yao,
1999]]. CE es un drea de investigacion dentro de las ciencias de la computacion
y su principal metafora se basa en el poder de la evolucidn natural para resolver
problemas, basada en el estilo estocéstico de solucion de problemas llamado prueba
y error.

Podemos considerar una evolucion natural como: un determinado ambiente el
cual es ocupado por una poblacién de individuos que se esfuerzan en sobrevivir y
reproducirse. La aptitud o fitness es determinada por el ambiente y define cuanto
éxito tienen los individuos para lograr sus objetivos, es decir, representa sus posibi-
lidades de supervivencia y reproduccion. En el contexto del estilo estocéstico prue-
ba y error para resolver problemas, los individuos son una coleccion de soluciones
candidatas; y la aptitud (como las soluciones resuelven el problema) determina la
posibilidad que los individuos se mantengan en la poblacién y sean base para cons-
truir futuras soluciones candidatas [Eiben and Smith, 2003]]. La Tabla [3.1] muestra
la metéfora bésica de la computacion evolutiva que relaciona la evolucion natural
y la solucién de problemas.

Para resolver un problema de forma automatica debemos definir un algoritmo,

en este trabajo utilizamos un algoritmo evolutivo cuyo concepto es definido en la
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3. COMPUTACION EVOLUTIVA

Tabla 3.1: Metafora basica de la computacién evolutiva que relaciona la evolucién
natural y la solucién de problemas - Adaptado [Eiben and Smith} 2003].

Evolucién Natural Solucién de Problemas
Ambiente — Problema
Individuo — Solucién candidata
Aptitud — | Aptitud o Respuesta de la solucion candidata

siguiente seccion. Después de ello, analizaremos una de las técnicas mds conocidas
dentro de la CE, los algoritmos genéticos y una extension de los mismos definida

como algoritmos genéticos multiobjetivo.

3.1 Algoritmos Evolutivos

Existen diferentes variantes de los Algoritmos Evolutivos (AEs) [Eiben and Smith,
2003]. La idea fundamental de todas esas técnicas es la misma: dada una probla-
cién de individuos, el ambiente influye en la seleccion natural (supervivencia del
mads apto), la cual causa un aumento de la aptitud de la poblacién. Incialmente, un
conjunto de soluciones candidatas es generada aleatoriamente y se aplica la fun-
cion de aptitud como una medida, donde el individuo con la aptitud mas alta es
el mejor. Basada en la aptitud, algunos de los mejores candidatos son escogidos
para que sean la base de la siguiente generacion aplicando cruzamiento y/o mu-
tacion entre ellos. Cruzamiento o recombinacion es un operador aplicado a dos o
mas soluciones candidatas seleccionadas (Ilamadas de padres) y el resultado es una
0 mads nuevas soluciones candidatas (Ilamadas de hijos). Mutacién es un operador
aplicado a una solucion candidata y el resultado es una nueva solucién candidata.
Aplicar cruzamiento y mutacion lleva al conjunto de nuevas soluciones candidatas
(descendencia) a competir, basada en la aptitud, con las soluciones candidatas an-
tiguas por un lugar en la nueva generacion. Ese proceso puede ser repetidado hasta
que una solucién candidata con una aptitud aceptable o suficiente (solucién) sea
encontrada o un conjunto de limites computacionales sean alcanzados.

En ese proceso tenemos dos tipos de operadores fundamentales que forman la
base de un AE:
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3.1 Algoritmos Evolutivos

e Operadores de variacion: Cruzamiento y mutacidn, crean la diversidad nece-

saria y facilita la creacién de nuevas soluciones candidatas.

e Operadores de seleccion: Actdan como una fuerza para impulsar la aptitud

de las soluciones candidatas.

La combinacién de los operadores de variacion y seleccion llevan a mejorar
los valores de la aptitud en poblaciones consecutivas. Podemos definir este proceso
evolutivo como un proceso de optimizacién, o al menos como un proceso de apro-
ximacién, porque los valores de aptitud de las soluciones candidatas se acercan
poco a poco a valores 6ptimos durante el proceso.

Notamos que muchos componentes de un proceso evolutivo son estocasticos,
por lo que durante la seleccion, los individuos mds aptos tienen una posibilidad
mayor de ser seleccionadas que los individuos menos aptos, pero incluso los indi-
viduos con baja aptitud tienen una oportunidad de ser cruzados, mutados e incluso
de sobrevivir. Durante el cruzamiento las piezas o partes de los individuos a ser
combinadas son escogidas de forma aleatoria. Similarmente para la mutacion, las
partes que serdn mutudas y las nuevas partes, son escogidas de forma aleatoria. El
esquema general de un AE es mostrado en la Figura[3.1]

INICIALIZAR generando una poblacién con soluciones candidatas de forma
aleatoria;
EVALUAR cada solucién candidata;
MIENTRAS (una condicién de parada no es satisfecha)
SELECCIONAR padres;
CRUZAR pares de padres:
MUTAR la descendencia resultante;

EVALUAR las nuevas soluciones candidatas;
SELECCIONAR los individudos para la siguiente generacién;

Figura 3.1: Esquema general de un AE - Adaptado [Eiben and Smith, [2003]].

La Figura [3.2) muestra el esquema general de un AE en forma de diagrama de

flujo.
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3. COMPUTACION EVOLUTIVA

Seleccionar padres
Padres

\ 4

Inicializar

Cruzar

Poblacién

.
=

1

Finalizar \ 4

escendencia

Seleccionar
Sobrevivientes

Figura 3.2: Esquema general de un AE en forma de diagrama de flujo - [Eiben and
Smith| 2003]).

La funcién de evaluacion (aptitud o fitness) representan una estimacion heuristi-
ca de la calidad de la solucidn, y el proceso de busqueda es dirigido por los opera-
dores de variacion y seleccion. Los AEs poseen un nimero de caracteristicas que
pueden ayudar a posicionarlos dentro de la familia de métodos de resolucion de

problemas prueba y error:

e Los AEs estdn basados en una poblacion, es decir, poseen un coleccién de

soluciones candidatas.

e Los AEs generalmente usan el cruzamiento para mezclar informacion de dos

0 mas soluciones candidatas dentro de una nueva solucién candidata.

e [.os AEs son estocasticos.

Los paradigmas de la CE definen diferentes formas y nombres para cada ele-
mento o parte de un AE, por ejemplo, la representacion de un solucién candidata.
Tipicamente, en un Algoritmo Genético (AG), una solucion candidata es represen-
tada por una cadena de caracteres basada en un alfabeto finito; en las Estrategias
Evolutivas (EE) una solucion candidata es representada por un vector de valores

reales que contiene variables objeto y variables estratégicas; en la Programacion
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3.2 Algoritmos Genéticos

Evolutiva (PE) una solucién candidata es representada por una méaquina de esta-
dos finita. En las siguientes secciones analizamos con mads detalle los AGs y los

AGMO, por ser de interés para este trabajo.

3.2 Algoritmos Genéticos

Los Algoritmos Genéticos (AGs) fueron propuestos por John Holland en la Univer-
sidad de Michigan en la década de 1970s [Holland, |1975]. Al igual que los AEs, los
AGs iteran en base a la funcion de aptitud (u objetivo a minimizar 0 maximizar), se
repite un proceso de seleccion y reproduccion para redefinir la poblacion. Los AGs
seleccionan una pequeiia cantidad de padres, de acuerdo a su aptitud, para generar
una pequeia cantidad de hijos, ese proceso es repetido hasta que todos los hijos
sean generados, en otras palabras, en la reproduccion, los AGs comienzan con un
poblacién de hijos vacia, después dos padres son seleccionados desde la poblacién
original de acuerdo a su aptitud, ellos son cruzados (segiin una probabilidad), y
los resultados o hijos son mutados (segtiin una probabilidad), ello forma dos hijos,
los cuales son adicionados a la poblacidn de hijos, ese proceso es repetido hasta
que la poblacién de hijos esté completa [Luke, 2013]]. El Algoritmo [3] muestra el
pseudocddigo de un AG.

Cada individuo o cromosoma puede ser representado por cualquier cadena de
caracteres, los AGs generalmente operan sobre cadenas de tamafio fijo. Cada ele-
mento, gen o caracter de un individuo puede tener diferentes valores, dentro de los
mas comunes son valores binarios (0 o 1), nimeros enteros o nimeros decimales.
El Algoritmo 4| muestra como podemos generar un cadena de caracteres binaria
representada por un vector.

En las siguientes subsecciones explicaremos los operadores de variacién y de

seleccion en los AGs.

35



3. COMPUTACION EVOLUTIVA

tampop <— tamafio de la poblacién deseada

P+ o

for i «+ 0 hasta tampop do

| P <+ U {nuevo individuo aleatorio}

end

Mejor <+ ©

while Mejor es la solucion ideal o se cumple una condicion de parada do

foreach P, en P do

EvaluarAptitud(F;)

if Mejor = © o Aptitud(P;) > Aptitud(Mejor) then

‘ Mejor < P,

end

Q<+ 0

for i <— 0 hasta tampop/2 do
Padre P, < SeleccionarConSustitucion(P)
Padre P, < SeleccionarConSustitucién(P)
Hijo C, C}, < Cruzar(Copiar(F,), Copiar(F,))
Q + QU {Mutar(C,), Mutar(C})}

end

end

Q<+ P

end

return Mejor
Algoritmo 3: Pseudocddigo de un AG - Adaptado [Luke, 2013]].

o X T AN N R W N -

e~ e T - T < O
o X N N R WN =S

NN
]

NN
w N

1 ¥ <= un nuevo vector { vy, vy, ..., v; }

2 for i < 0 hasta | do

3 if 0,5 > a un niimero aleatorio seleccionado entre 0.0 y 1.0 then

4 ‘ v; < verdadero

5 else

6 | v; < falso

7 end

s end

9 return v

Algoritmo 4: Generacién de una cadena de caracteres con valores binarios -

Adaptado [Luke, [2013]].
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3.2 Algoritmos Genéticos

3.2.1 Cruzamiento y Mutacion

Comenzando por el cruzamiento, el cual consiste en la mezcla o combinacion de
partes de dos padres (caracteres, cromosomas o vectores) para formar hijos. Como
son mezclados los genes o partes dependen de la representacion de los individuos.
Existen diferentes formas de realizar el cruzamiento, a continuacién detallamos
resumidamente cuatro de las mds utilizadas: cruzamiento de un punto, cruzamiento
de dos puntos, cruzamiento uniforme y cruzamiento binario simulado, siendo el
ultimo aplicado en el método propuesto en este trabajo.

El cruzamiento de un punto, considerando un vector de tamaiio [/, define un

nimero c entre 0 y [, e intercambia todos los indices menores a ¢, como muestra la

Figura[3.3]

tj1jo0o(o0|(1p0]|0]1
4

Cambiar Cambiar Cambiar Cambiar Cambiar

ojoj|tjoj1y1(0]0

c

Figura 3.3: Cruzamiento de un punto - Adaptado [Lukel 2013]].

El Algoritmo [5|muestra el pseudocédigo del cruzamiento de un punto.

1 ¥ < primer vector { vy, v, ..., v; } a ser cruzado

2 W « segundo vector { wy, ws, ..., w; } a ser cruzado
3 ¢ < escoger un nimero entero entre 0 y [ aleatoriamente
4 if ¢ # 0 then

5 for i < I hasta c do
6 | Cambiar los valores de v; y w;

7 end

8 end

9 return vy w

Algoritmo 5: Pseudocédigo del cruzamiento de un punto - Adaptado [Luke,

2013].

Si ¢ = 0 el cruzamiento no se realiza (ello debe tener un probabilidad). Una de

la formas de reducir esa posiblidad a 0 es definir el valor de centre 1 y [.
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3. COMPUTACION EVOLUTIVA

El cruzamiento de dos puntos consiste en definir dos puntos c y d, e intercam-

biar los indices entre ellos. La Figura muestra la idea general del cruzamiento

de dos puntos.

11110

0

1

ICambiar

Cambiar

Cambiar

0|01

0

c

Figura 3.4: Cruzamiento de dos puntos - Adaptado [Luke, [2013]].

El Algoritmo [6| muestra el pseudocédigo del cruzamiento de dos punto.

1 ¥ < primer vector { vy, vs, ..., v; } a ser cruzado

2 W « segundo vector { wy, ws, ..., w; } a ser cruzado

3 ¢ < escoger un nimero entero entre 1 y [ aleatoriamente
4 d < escoger un numero entero entre 1 y [ aleatoriamente
5 if ¢ > d then

6 ‘ Cambiar cy d

7 end

8 if ¢ # d then

9 for i < c hasta d do

10 | Cambiar los valores de v; y w;

1 end

12 end

13 return vy W

Algoritmo 6: Pseudocddigo del cruzamiento de dos puntos - Adaptado [Luke,

2013].

Como en el caso del cruzamiento de un punto, cuando ¢ = d el cruzamiento

no se realiza (ello debe tener un probabilidad). Una de la formas de reducir esa

d

posiblidad a 0 es forzar que d sea diferente a c.

El cruzamiento uniforme consiste en recorrer los cromosomas y cambiar los

genes de acuerdo a una probalidad p. La Figura muestra un ejemplo de cruza-

miento uniforme.
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3.2 Algoritmos Genéticos

1 1

0

0

1

Cambiar

Cambiar

Cambiar

Cambiar

010

0

0

0

Figura 3.5: Cruzamiento uniforme - Adaptado [Luke, |2013]].

El Algoritmo [/|muestra el pseudocodigo del cruzamiento uniforme.

1 p < probabilidad de cambio por indice

2 ¥ < primer vector { vy, vs, ..., v; } a ser cruzado

3 W « segundo vector { wy, wo, ..., w; } a ser cruzado
4 for i< [ hastal do

5 if p > un niimero aleatorio entre 0.0 y 1.0 then
6 | Cambiar los valores de v; y w;

7 end

8 end

9 return vy w

Algoritmo 7: Pseudoc6digo del cruzamiento uniforme - Adaptado [Luke, 2013].

Por ultimo, el cruzamiento binario simulado o Simulated Binary Crossover

(SBX) fue propuesto en [Deb et al., |1995]] con el objetivo de simular el compor-

tamiento del cruzamiento de un punto para cromosomas o vectores binarios, visto

anteriormente, pero para cromosomas o vectores que contienen numeros reales. A

continuacion mostramos las caracteristicas del SBX:

e El valor de cada gen hijo tiene la misma distancia media al valor de los genes

padre.

e (Cada punto del cromosoma tiene la misma probabilidad de ser seleccionado

como un punto de cruzamiento.

e Entre menor sea el factor de propagacion () menor serd la diferencia entre

los genes hijos con los genes padres.

e Es mas probable que los cromosomas hijos sean parecidos a los cromosomas

padre.

El cruzamiento SBX sigue los siguientes pasos:
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3. COMPUTACION EVOLUTIVA

1. Seleccionar dos cromosomas padres x; y x».
2. Generar un nimero aleatorio u € [0, 1].
3. Calcular 3, donde n es el indice de distribucién, mediante las siguiente ecua-

cion:

u)71,  if u<05
p= sy (3.1
<ﬁ> i , iof u>0/5

4. Calcular los cromosomas hijos mediante las siguientes ecuaciones:

219 = 0,51+ B)xy + (1 — B)as] (3.2)

b9 = 05[(1 — B)xy + (14 B)xy] (3.3)

La Figura [3.6) muestra un ejemplo de un cruzamiento binario simulado.

Xy [0.760.48 | 0.09 | 0.86 |0.52 | 0.07 | 0.34

X2 | 0.38]0.60|0.86|0.83|0.44|0.81|0.89

x.hie | 0.6910.50|0.230.85|0.51|0.21|0.44

xzho 10.45|0.58|0.72|0.83]0.46 | 0.68 | 0.79

Figura 3.6: Cruzamiento binario simulado u = 0,2 ;n =1,0; 8 = 0,63.

La mutacion es un operador que consiste en cambiar alguno o algunos de los
genes o elementos de una cadena de caracteres, cromosoma o vector que representa

un individuo. Existen diferentes formas de mutacion, a continuacion detallaremos
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3.2 Algoritmos Genéticos

dos de las més conocidas: la mutacion simple y la mutacién polinomial, siendo la
ultima utilizada en el método propuesto.

La mutacién simple consiste en modificar los valores de los elementos del vec-
tor que representa el individuo de acuerdo a un probabilidad. El Algoritmo [§] mues-
tra el pseudocddigo de la mutacion simple en un vector binario.

1 p < probabilidad de mutacion de un indice

2 ¥ < vector binario { vy, v9, ..., v; } a ser mutado

3 for i < I hastal do

4 if p > un niimero aleatorio entre 0.0 y 1.0 then
5 ‘ Vi _‘(Ui>

6 end

7 end

8 return vy w

Algoritmo 8: Pseudocddigo de la mutacién simple en un vector binario - Adap-
tado [Luke, 2013]].

La mutacion polinomial fue propuesta también en [Deb et al.,|1995] y mejorada
en [Deb and Tiwari, 2008|]. Esta basada en una funcién de distribucion de proba-
bilidad la cual realiza una perturbacion de los genes o elementos del vector para
obtener un cromosoma o vector mutado. El Algoritmo [9 muestra el pseudocodigo

de la mutacién polinomial.

11+0
2 repeat
3 r <« U|0,1]
4 if r < P, then

XifXALower
’ 01 = ~Tpper_xTower

ZX.Uppe’"_lXi
’ O3 = Tpmer —xLower
7 r <« UJ[0,1]
8 if » < 0,5 then

1
9 ‘ 0y  [(2r) + (1 —2r) % (1 — 51)nm+1]nm+1 1
10 else
1

11 ‘ 0 1= [2(1 = 7) + 2.(r — 0,5) % (1 — &) 1]
12 end
13 Xz — Xz + (Sq_(XiUpper — X’L'Lower)
14 end

s untili ++=n
Algoritmo 9: Pseudocddigo de la mutacién polinomial - [Hamdan, [2012]].
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3. COMPUTACION EVOLUTIVA

Donde:
1 . Indice del gen.
r : Ndmero aleatorio entre O y 1.
n : Tamafio del cromosoma.
P, : Probabilidad de mutacién de cada gen.
X; : Valor del gen en la posicion <.
X Fower : Valor minimo que puede contener X;.
xUpper : Valor maximo que puede contener X.
N, - Indice de distribucién.

01,02y 0, : Valores intermedios.

La Figura muestra un ejemplo de un cruzamiento binario simulado con

limite inferior y superior para todos los genes igual a 0 y 1 respectivamente.

X 10.45]0.58|0.72|0.83|0.46 | 0.68

Xmutado | 0,55 | 0.58 | 0.72 | 0.19 | 0.46 | 0.35

Figura 3.7: Mutacion polinomial » = 0,7 ; P,, = 0,5 ; n,, = 1,0.

3.2.2 Seleccion

Uno de los métodos de seleccion mas utilizados en los AGs es la seleccion por
ruleta, en el cual la seleccion se basa en la proporcion de aptitud de cada solucion
o individuo, es decir, si un individuo tiene una aptitud alta, serd seleccionado con
mayor frecuencia. Una de la formas de realizar ello es definir un vector de acuerdo
a la aptitud de cada individuo como muestra la Figura donde s es la suma de

todas las aptitudes.
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3.2 Algoritmos Genéticos

Rango de Aptitud Total 0 s

L 1
I 1

Rango de Aptitud 1 2 3 4 5 6|7/ 8

Individual

Figura 3.8: Vector de acuerdo a la aptitud de cada individuo - Adaptado [Lukel, [2013]].

Seguidamente, se define un nimero entre 0 y s que se encuentra dentro del

rango de un individuo, el cual es seleccionado.

N -

w

A=THEN- -HEE N I LY B N

10
11
12
13
14
15
16
17
18

El Algoritmo |10, muestra el pseudocddigo del método de seleccién por ruleta.

# Para cada generacion
p < poblacion copiada dentro de un vector de individuos (py, p2, ..., ;)
JF < aptitud de los individuos en p'y con el mismo orden que p’
if rodos en j‘f tienen el valor de 0.0 then
‘ Asignar a todos los valores en f el valor de 1.0

end
for i < 2 hasta [ do

# fl =S

Jis Ji+ fiaa
end
# Para cada seleccion
n <— numero aleatorio entre 0y f;
for i < 2 hasta | do

if f;_1 <n < f; then

| return p;

end
end
return p;

Algoritmo 10: Pseudocddigo del método de seleccion por ruleta - Adaptado [[Lu-
kel 2013].

Otro de los métodos de seleccidon mas utilizados en los AGs es la seleccion

por torneo, el cual retorna el individuo con la aptitud mds alta de un conjunto de ¢

individuos seleccionados de forma aleatoria de la poblacién. Dentro de principales

ventajas de este método, es que no necesita un pre-procesamiento y el tamafo de

t es facil de modificar. El Algoritmo (I 1| muestra el pseudocddigo del método de

seleccion por torneo. Este método de seleccion es utilizado en el método propuesto
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3. COMPUTACION EVOLUTIVA

en este trabajo.

1 P < poblacién
2 t < tamano del torneo, ¢ > 1
3 Mejor < individuo seleccionado de forma aleatorio de P
4 for i< 2 hastat do
5 Siguiente < individuo seleccionado de forma aleatorio de P
6 if Aptitud(Siguiente) > Aptitud(Mejor) then
7 ‘ Mejor < Siguiente
8 end
9 end
10 return Mejor
Algoritmo 11: Pseudocédigo del método de seleccion por torneo - Adaptado [Lu-

ke, [2013].

3.3 Algoritmos Genéticos Multiobjetivo (AGMO)

En el mundo real, muchos problemas de optimizacidén envuelven mas de un objeti-
vo a minimizar o maximizar. Esos objetivos en muchos casos son contradictorios,
es decir, si consideramos dos objetivos, mientras uno aumenta el otro disminuye,
y viceversa. En ese caso, una solucion no podria satisfacer ambos objetivos, y la
solucién 6ptima para un objetivo, no necesariamente seria la solucién 6ptima para
el otro objetivo. Un ejemplo de objetivos contradictorios es mostrado en la Figu-
ra donde se desea minimizar el tiempo de viaje en un carro (en términos de
la velocidad) y minimizar la inseguridad de los pasajeros dentro del carro, esos
objetivos son contradictorios, porque cuando reducimos el tiempo (aumentamos la

velocidad) la inseguridad aumenta (la seguridad baja), y viceversa.

Otro ejemplo se puede encontrar en la fabricacion de un producto, donde se
quiere minimizar el costo y maximizar la calidad. La solucion para ese tipo de pro-
blemas, generalmente es un conjunto de soluciones que tengan el mejor equilibrio
entre los objetivos. Ese conjunto de soluciones es denominada frontera de Pareto,

la cual es detallada en la siguiente subseccion.
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Tiempo

Inseguridad

Figura 3.9: Ejemplo de objetivos contradictorios: Tiempo e Inseguridad

3.3.1 Frontera de Pareto

La frontera de Pareto fue definida por Vilfredo Pareto en el siglo XIX [Pareto,
1896b] y significa el origen del estudio en la optimizacién multiobjetivo. Dicha
frontera estd basada en que soluciones dominan otras soluciones. Si consideramos
n funciones objetivos f1, fa, ..., fn, una solucién x domina a una solucién 2/, en el

caso de minimizacion, si las siguientes ecuaciones son satisfechas:

fil) < fi(2 Y Vi=1,2,...,n (3.4)

En otras palabras, una solucién x domina a una solucién x’, en el caso de mi-
nizacion, si las funciones objetivo de la solucién z son menores o iguales (por
lo menos menor en una funcién objetivo) al valor de las funciones objetivo de la
solucion z'.

En un conjunto de soluciones X, una solucion z pertenece a la frontera de Pa-
reto si no es dominada por ninguna otra solucién en X, es decir, no existe una
solucion x’' que pertenece a X que sea mejor que x en todas las funcidnes ob-

jetivo. Las soluciones en la frontera de Pareto también se denominan soluciones
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superiores, eficientes o no dominadas, y forman el conjunto de soluciones para un
problema multiobjetivo.

Para encontrar las soluciones en la frontera de Pareto en un problema multiob-
jetivo se pueden utilizar varios métodos y técnicas, dentro de ellos los Algoritmos
Evolutivos Multiobjetivo (AEMO) [Coello Coello et al.,[2007]. Existen varios AEs
que pueden ser utilizados para esa tarea, como los AGs, ellos son definidos co-
mo Algoritmos Genéticos Multiobjetivo (AGMO), que son una extension de los
AGs que por lo general utilizan una sola funcién objetivo. Dentro de las técnicas
mads utilizadas y bien sucedidas en los AGMO, tenemos el Algoritmo Genético
con Ordenamiento no Dominado II o Nondominated Sorting Genetic Algorithm II
(NSGA-II). Esta técnica es detallada en la siguiente subseccion por ser de interés

en este trabajo.

3.3.2 Algoritmo Genético con Ordenamiento No Dominado II o
Non-dominated Sorting Genetic Algorithm II (NSGA-II)

La técnica de optimizacién genética multiobjetivo conocida como NSGA-II fue
propuesta en [Deb et al., 2002b] y estd basada en el ordenamiento elitista por la no
dominancia de las soluciones y la distancias entre las mismas. El procedimiento de
la técnica NSGA-II se muestra en la Figura|3.10

Este procedimiento es detallado a continuacién. Primero se define una pobla-
cién RR; (de tamano de 2V, siendo NN el tamafio de la poblacion en la técnica NSGA-
IT) combinando la poblacién padre P; y la poblacién descendiente (); (cada una de
tamafio V). La poblacién (); es generada en base a la poblacién P; utilizando los
operadores de seleccion, cruzamiento y mutacion de un AG. Después, la poblaciéon
R; se ordena en base a las fronteras generadas por la dominancia de las soluciones.
La primera frontera F agrupa las soluciones no dominadas o mejores soluciones,
la segunda frontera F, agrupa las soluciones dominadas por soluciones de la fron-
tera Fi, y asi sucesivamente. Seguidamente, si el tamafio de /3 es menor que /V,
todos los miembros de F} son inseridos en la nueva poblacion F;; y la poblacién
restante de F;,; se selecciona de las siguientes fronteras segin el orden de cada
una. Sin embargo, como se muestra en la Figura [3.10] no todas las soluciones de

F3 se pueden insertar en la poblacion de P, i, es decir, el niimero de vacantes o
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& L V4

Ordenar por Dominancia Ordenar por la Distancia de Multitud ( P

9

] ————— P Rechazadas

)

R

t

Figura 3.10: Procedimiento de la técnica NSGA-II - [Deb et al., 2002b]].

espacio vacio en F;; es menor que el nimero de soluciones en F3, en ese caso, las
soluciones en F3 son ordenadas (en orden descendente) segtin su distancia de mul-
titud (o crowding distance que explicaremos en breve) y las primeras soluciones
que se necesitaba para completar F;; son insertadas. Por ultimo, en la poblacién
P, .1 nuevamente se aplican los procesos de seleccion, cruzamiento y mutacion pa-
ra generar una nueva poblacion ();, 1, y el procedimiento es repetido hasta alcanzar

un limite definido, por ejemplo, cantidad de repeticiones o generaciones.

La distancia de multitud para una solucién j en una frontera F;, definida por
d;, representa una estimativa del perimetro formado por el cuboide que tiene sus
vértices en las soluciones vecinas mas préximas a j que se encuentran en la misma
frontera. Cuanto mayor sea la distancia de multitud, esa solucidn estd més alejada
sus soluciones vecinas, ello beneficia a las soluciones que estdn mejor diseminadas
o dispersas en cada frontera. Las soluciones extremas para cada objetivo tienen una
distancia de multitud infinita. La Figura [3.11] muestra como puede ser calculada la

distancia de multitud para un problema de dos objetivos.
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Figura 3.11: Distancia de multitud en la técnica NSGA-II - [Deb et al., 2002b].

3.4 Consideraciones Finales

En este capitulo presentamos el concepto bédsico de la computacién evolutiva y
su relacion con la evolucidn natural. Después detallamos los AEs, dentro de ellos
los AGs que son uno de los AEs mas conocidos y utilizados. También explicamos
los AGMO, que son una extension de los AGs, utilizados para resolver problemas
multiobjetivo, y por ultimo la técnica NSGA-II que es una de las técnicas de op-
timizacién multiobjetivo mds utilizadas, bien sucedidas y utilizada en este trabajo.
En el préximo capitulo detallamos las principales caracteristicas y taxonomia de

los Sistemas Fuzzy Genéticos.
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Sistemas Fuzzy Genéticos

Los sistemas fuzzy son sistemas basados en la teoria de conjuntos fuzzy y en la
l16gica fuzzy. Los sistemas fuzzy fueron propuestos por el profesor Lofti A. Zadeh
en 1965 [Zadeh, 1965]] para resolver problemas con informacién vaga, imprecisa
e incompleta, abundantes en el mundo real. Para entender mejor estos tipos de
informacion, a continuacion mostramos algunos ejemplos acerca de la hora de una

reunion:
e Informacion vaga: La reunion comienza mas o menos a las 8 de la manana.

e Informacion imprecisa: La reunion comienza entre las 8 y las 9 de la mafiana.

e Informacién incompleta: No sé a que hora comienza la reunion, pero usual-

mente comienza a las 8 de la mafiana.

Para tratar con ese tipo de informacién, Zadeh desarrollé una extension de la
teoria de conjuntos clasicos, definida como teoria de conjuntos fuzzy, donde la
principal caracteristica de los elementos del grupo es su grado de pertenencia, el
cual es definido por un valor entre 0 y 1. Por ejemplo, en la teoria de conjuntos
clésica, al tratar el estado de una puerta, generalmente tendremos dos estado: puerta

abierta (representada por el valor 1) y puerta cerrada (representada por el valor
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0). En cambio, en la teoria de conjuntos fuzzy, podriamos manejar una cantidad
infinita de estados representados con todos los valores entre O y 1, por ejemplo:
puerta abierta (representada por el valor 1), puerta bastante abierta (representada
por el valor 0.8), puerta media abierta (representada por el valor 0.5), puerta casi
cerrada (representada por el valor 0.1), puerta cerrada (representada por el valor 0),
entre otros.

Uno de los principales sistemas que utilizan la teoria de conjuntos fuzzy y la
l6gica fuzzy para inferir conclusiones, a partir informacion vaga, impreciosa o in-
completa, son los Sistemas Fuzzy Basados en Reglas (SFBR) y dentro de ellos los
Sistemas de Clasificacion Fuzzy Basados en Reglas (SCFBR) que son de interés
principal para este trabajo.

Cuando utilizamos los AGs, vistos en el Capitulo 3| para generar y/o adaptar
partes de los SFBR o SCFBR nos encontramos dentro de la linea de investigacion
Sistemas Fuzzy Genéticos. En las proximas secciones son presentados los concep-
tos de la teoria de conjuntos fuzzy, los SFBR (dentro de ellos los SCFBR) y los sis-
temas fuzzy genéticos. Todos los conceptos presentados en este capitulo pueden ser
encontrados en forma total en [Leon, 2005]], [Nicoletti and Camargol |2004], [Klir
and Yuan, 1995, [Pedrycz and Gomide, [1998|], [Herrera, [2005] y [Herrera, 2008]].

4.1 Teoria de Conjuntos Fuzzy

De una forma resumida, un conjunto fuzzy es la generalizacién de un conjunto
clasico con el objetivo de representar conjuntos cuyas fronteras no estin claramente
definidas [Nicoletti and Camargo, [2004].

Segtn la teoria de conjuntos clésica, un elemento pertenece o no pertenece a un
conjunto, no existe situacion intermedia, es decir, no existen miembros parciales
de un conjunto. Por ejemplo, para determinar la edad de una persona, podemos
considerar una persona como adolescente a partir de 12 afos de edad, siguiendo la
teoria de conjuntos clésica, una persona de 11 afos de edad seria ain un nifio, tal
como muestra la Figura 4.1}

Lo mostrado en la Figura[4.1| puede que no represente en forma correcta la fase
etaria de una persona en determinados contextos, por ello puede traer consecuen-

cias no deseadas cuando queramos obtener un resultado a partir de esa informacion,
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Nifiez  Adoles.

\ 4

Edad 12 18

Figura 4.1: Ejemplo de conjuntos clasicos.

dado que una persona de 11 afios de edad puede ser considerada con diferentes gra-
dos como nifia o adolescente.

Para intentar solucionar ese problema, en la teoria de conjuntos fuzzy un ele-
mento puede pertenecer parcialmente a uno o mds conjuntos. En el contexto del
ejemplo que estamos planteando sobre la edad, una persona de 11 afios de edad
puede pertenecer con mayor grado al conjunto adolescente, por ejemplo 0.8, y con
menor grado al conjunto nifiez, por ejemplo 0.2, como muestra la Figura#.2] y con
ello podemos representar mejor la realidad en este caso.

El grado de pertenencia pr es determinado mediante una funcion de pertenen-
cia. Una funcion de pertenencia define un conjunto fuzzy y puede ser denotada por

la siguiente ecuacion.

pr U —[0,1] 4.1

Donde U representa el universo en discurso el cual contiene todos los posibles
valores de un determinado contexto o aplicacion. Existen diversas formas de fun-
ciones de pertenencia para definir conjuntos fuzzy, detallaremos las mas conocidas

y utilizadas en la siguiente seccidn.
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A
Nifez Adoles.
N .
0,8 %
\"‘
0,2
.-/ .‘\ \ [
>
Edad T 12 I8

Figura 4.2: Ejemplo de conjuntos fuzzy.

4.2 Funciones de Pertenencia para Conjuntos Fuzzy

Las funciones de pertenencia para conjuntos fuzzy mas conocidas y utilizadas son:
triangular, trapezoidal, logistica, gausiana y conjunto unitario. Dichas funciones
son las mads utilizadas porque ellas tienen una simple y facil representacion, asi
como el calculo del grado de pertenencia puede ser realizado directamente, como

veremos a continuacion:

e Funcién triangular: Definida por los pardmetros (a, m, b), tal que a < m < b.
La funcién es mostrada en la Figura[4.3]

1) }';'n'. b )‘U

Figura 4.3: Funcion de pertenencia triangular.
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El grado de pertenencia de un elemento x en ese conjunto puede ser calculado

usando la ecuacién 4.2]

0 s rz<a
= si x € (a,m)
pp(z) =<9 1 st x=m 4.2)
Loz e (m,b)
St x>b

Funcién trapezoidal: Definida por los pardmetros (a,m,n,b), tal que a <

m < n < b. La funcién es mostrada en la Figura4.4

Figura 4.4: Funcién de pertenencia trapezoidal.

El grado de pertenencia de un elemento x en ese conjunto puede ser calculado

usando la ecuacién 4.3]

0 s rz<a
= si x € (a,m)
pr(x) = 1 st x€[m,n] (4.3)
b2 5i € (n,b)
0 s7 x>b

Funcién logistica: También llamada curva logistica o curva en forma de 5,
es definida por los pardmetros (a, m, b) tal que m = (a+b)/2. La funcién es
mostrada en la Figura
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Figura 4.5: Funcién de pertenencia logistica.

El grado de pertenencia de un elemento x en ese conjunto puede ser calculado

usando la ecuacién 4.4l

0 S1 r<a
252 st x € (a,m]
(b—b) st x € (m,b]
1 5t x>b

4.4)

e Funcién gausiana: Definida por los pardmetros (m, k) tal que & > 0. La

funcién es mostrada en la Figura[4.6

Proporcional a k

m U

Figura 4.6: Funcion de pertenencia gausiana.

El grado de pertenencia de un elemento x en ese conjunto puede ser calculado

usando la ecuacién

pr(r) = e~ k@—m)? 4.5)
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e Conjunto Unitario: Definida por los pardmetros (m,h) tal que h < 1. La
funcién es mostrada en la Figura[4.7]

prp()

>
U

m

Figura 4.7: Funcion de pertenencia unitaria.

El grado de pertenencia de un elemento x en ese conjunto puede ser calculado

usando la ecuacién 4.6l

h st ©=m
MF(I)Z{O si x#m (4.6)

4.3 Conceptos Relacionados a los Conjuntos Fuzzy

A continuacién explicamos los conceptos de altura, conjunto normal, soporte, nucleo,
variable lingiiistica, término lingiiistico y las operaciones bdsicas entre conjuntos
fuzzy. Dichos conceptos son importantes para entender el funcionamiento de los
SFBR.

e Altura: La altura, A(F"), de un conjunto fuzzy F' es el mayor grado de perte-

nencia obtenido por cualqueir elemento de F'.

e Conjunto normal: Un conjunto fuzzy F' es llamado de normal cuando h(F') =
L.

e Soporte: El soporte de un conjunto fuzzy F', en el conjunto universo U, es el
conjunto clasico que contiene todos los elementos de U que tienen un grado

de pertenencia mayor a cero en F'. Un ejemplo es mostrado en la Figura
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e Nicleo: El nicleo de un conjunto fuzzy F', en el conjunto universo U, es el
conjunto clédsico que contiene todos los elementos de U que tiene un grado
de pertencia igual a 1 en [ (considerando un conjunto normal). Un ejemplo
es mostrado en la Figura[4.§]

He(x) ] | |
1 - ——
I |
: | Nicleo de F
. I
I |
I |
I |
I
i I
| .

L PU
Soporte de F

Figura 4.8: Soporte y nticleo de un conjunto normal fuzzy F'.

e Variable Lingiifstica: Una variable lingiiistica es una variable cuyos valores
son definidos en forma de lenguaje natural, por ejemplo: temperatura, altura,
velocidad, distancia, etc. Dentro de un SFBR una variable lingiiistica puede
definir una caracteristica de uno o varios ejemplos y debe contenener todos

los valores posibles para un conjunto universo U determinado.

e Término lingiiistico: Un término lingiiistico es una etiqueta o un valor a una
variable lingiiistica, por ejemplo: nifiez, adolescencia, alto, bajo, rapido, etc.
Dentro de un SFBR un término lingiiistico debe estar asociado a un conjunto

fuzzy.

En la siguiente subseccion mostramos las operaciones bdsicas entre conjuntos

fuzzy.
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4.3.1 Operaciones Basicas entre Conjuntos Fuzzy

Las operaciones basicas entre conjuntos fuzzy que sirven para compreender mejor
los conceptos mencionados en las proximas secciones y capitulos son: la intersec-
cion, unidén y complemento, las mismas operaciones que conocemos en la teoria de
conjuntos clasicos.

Cuando aplicamos esas operaciones en los conjuntos clasicos el resultado es
un nuevo conjunto cldsico, mientras que cuando aplicamos esas operaciones en los
conjuntos fuzzy el resultado es un nuevo conjunto fuzzy.

Para mostrar el resultado de las operaciones mencionadas, consideraremos dos
conjuntos fuzzy, el conjunto fuzzy triangular F'y el conjunto fuzzy trapezoidal G,

definidos en el universo U, mostrados en la Figura|4.9

elx) F uelx) 4 6

U U

Figura 4.9: Conjuntos fuzzy F'y G.

En base a esos conjuntos fuzzy, detallamos a continuacién las operaciones basi-

cas entre ellos:
e Interseccion: La interseccién entre dos conjuntos fuzzy F'y G es el conjunto

fuzzy F definido como £ = F' N G, donde para todo x € U se cumple la
ecuacién 4.7l

prnc(x) = min[pp(z), pe ()] 4.7)

En forma grafica la interseccién es mostrada en la Figura
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HFHG(X} 4

Figura 4.10: Interseccion entre conjuntos fuzzy.

e Unién: La unién entre dos conjuntos fuzzy F'y G es el conjunto fuzzy E

definido como £ = F'UG, donde para todo z € U se cumple la ecuacién 4.8

proc () = mazlup(z), pe(w)] (4.8)

En forma gréfica la unién es mostrada en la Figura|4.11

Hrus(x) 4 E

Figura 4.11: Uni6n entre conjuntos fuzzy.

e Complemento: El complemento de un conjunto fuzzy G es definido como

~ (§, donde para todo = € U se cumple la ecuacién 4.9

pina(z) =1 — pa(z) (4.9)
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sub componen

En forma grafica el complemento es mostrado en la Figurad.12]

uedx) 4 ¢

Figura 4.12: Complemento de un conjunto fuzzy.

4.4 Sistemas Fuzzy Basados en Reglas

Las reglas son un popular paradigma para representar conocimiento. Un Sistema
Basado en Reglas (SBR) es un sistema donde la base de conocimiento de un domi-
nio dado estd codificado en forma de reglas [Jang and Sun, |1997]. Ademas de ello,
las reglas tienen la ventaja de pueden ser definidas en forma lingiiistica con lo cual
hacen que sean interpretables. En forma general, una regla puede tener la siguiente

estructura:
SI (antecedente) ENTONCES (consecuente)

Cuando en los antecedentes y consecuentes de una regla son consideradas va-
riables y términos lingiiisticos basados en conjuntos fuzzy para representar conoci-
miento, nos estamos refiriendo a un SFBR; y si los consecuentes son considerados
como clases, nos estamos refiriendo a Sistemas de Clasificacion Fuzzy Basados en
Reglas (SCFBR).

Las reglas fuzzy pueden establecer relaciones entre las variables de su antece-
dente, también llamadas condiciones o premisas, y las variables de sus consecuen-

tes, también llamadas conclusiones o acciones. El antecedente de una regla fuzzy es
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por lo general una proposicién fuzzy formada por una o un conjunto de conyuncio-
nes y/o disyunciones. Esas proposiciones pueden ser atbmicas o compuestas. Por
ejemplo, a continuacién mostramos una regla fuzzy con una proposicién atémica

en el antecedente:
SI el Peso ES Alto ENTONCES el Precio ES Medio
Que puede ser representado de la siguiente forma:
SI V; ES Ty ENTONCES C; ES T'C}

Donde:
Vi : Variable lingiiistica 1 del antecendente (Peso).
Ty  : Término lingiiistico 1 del antecedente (Alto).
C7 : Variable lingiiistica 1 del consecuente (Precio).

T'Cy : Término lingiiistico 1 del consecuente (Medio).

La siguiente regla fuzzy muestra un ejemplo con un antecente compuesto que

contine una conyuncion y una diyuncion:

SI el Peso ES Alto Y el Cantidad ES Baja O el Impuesto ES Medio
ENTONCES el Precio ES Bajo

Que puede ser representada de la siguiente forma:
SIVIEST, YV, EST, OV; EST; ENTONCES C; ES TC}

Donde:
Vi) : Variable lingiiistica 1 del antecendente (Peso).
Ty : Término lingiiistico 1 del antecedente (Alto).
V5 ¢ Variables lingiiistica 2 del antecedente (Cantidad).
T, : Término lingiiistico 2 del antecedente (Baja).
V3 : Variables lingiiistica 3 del antecedente (Impuesto).
T5  : Término lingiiistico 3 del antecedente (Medio).
C7  : Variable lingiiistica 1 del consecuente (Precio).

T'C; : Término lingiiistico 1 del consecuente (Bajo).
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El consecuente de una regla fuzzy también puede ser una proposicion, con una

o un conjunto de conyunciones y/o disyunciones. Esas proposiciones pueden ser

atodmicas (como fue mostrado en los ejemplos anteriores) o compuestas. Por ejem-

plo, a continuacion mostramos una regla fuzzy con una proposicién compuesta en

el consecuente:

SI el Peso ES Alto Y el Cantidad ES Baja O el Impuesto ES Medio
ENTONCES el Precio ES Bajo Y la Ganancia ES Media

Que puede ser representada de la siguiente forma:

SIVIEST: YV, EST, O V3 EST; ENTONCES CL ESTC, Y Cy, ESTCY

Donde:
Vi
T
Va
Ty

: Variable lingiiistica 1 del antecendente (Peso).

: Término lingiiistico 1 del antecedente (Alto).

: Variables lingiiistica 2 del antecedente (Cantidad).
: Término lingiiistico 2 del antecedente (Baja).

: Variables lingiiistica 3 del antecedente (Impuesto).
: Término lingiiistico 3 del antecedente (Medio).

: Variable lingiiistica 1 del consecuente (Precio).

: Término lingiiistico 1 del consecuente (Bajo).

: Variable lingiiistica 2 del consecuente (Ganancia).

: Término lingiiistico 2 del consecuente (Media).

Segun los ejemplos mostrados, podemos definir formalmente una regla fuzzy

mediante la siguiente expresion:

SI P ENTONCES @

Las proposiones P y () pueden ser expresadas de la siguiente forma, siendo

n>lym>1:

SIV,EST, OpV,EST,Op..Op VnEST,

ENTONCES C, ESTC, Op C2 ESTC, Op ... Op C,,, ESTC,,
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Donde:
Vi, Vo,.,.V,yCy, Cy,..., Cp, : Variables lingiiisticas dentro de cada
universo.
T, Ts,..,T,yTCy, TCy ..., T, : Términos lingiiisticos o conjuntos fuzzy
asignados a cada variable lingiiistica.

Op : Operador de conyuncién o disyuncion.

Cada regla fuzzy puede representar una semantica o significado referente a la
interpretacion de las variables y términos lingiiisticos en el antecedente y conse-

cuente de la regla. Dicha seméntica serd analizada en la siguiente subseccion.

4.4.1 Semantica de las Reglas Fuzzy

Si consideramos una regla fuzzy simple como la que vimos anteriormente:
SI V; ES T ENTONCES C; ES T'C}

Esa regla puede ser expresada como una relacion entre las variables lingiiisticas
V1 y C en funcioén a los grados de pertenencia obtenidos en los términos lingiiisti-
cos o conjunto fuzzy normal 77 y T'C;, que pueden ser descritas como una funcién

f con valores entre 0 y 1.
f:10,1]* = [0,1]

La seleccion de la funcion f es esencial para un SFBR dado que determina la
semantica de las reglas en varios aspectos del sistema. Cuando nos referimos a la
relacion entre los antecedentes, en forma general, esa funcién puede ser derivada
de dos tipos de funciones: ¢ — normasy s — normas. A continuacién detallamos
resumidamente esos tipos de funciones, asi como algunas operaciones consideradas

t — normas 0 s — normas.

e ¢ — norma o Norma Triangular (¢): Es una operacion binaria ¢ : [0,1]* —
0, 1] que satisface los siguientes propiedades, para todo valor de a,b,c €
[0,1]:
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Conmutativa :t(a,b) = t(b,a)

Asociativa :t(a, t(b,c)) = t(t(a,b),c)
Condicién frontera t(a,1) =a

Monotonicidad : Si b < centonces t(a,b) < t(a,c)

Entre otras, las tres operaciones mostradas a continuacion son consideras

como t — normas:

Interseccion tatb=minfa,D|
Producto Algebraico :atb=ab

Diferencia Limitada :atb = max[0,a+ b — 1]

e s—norma o Co-Norma Triangular (s): Es una operaci6n binaria s : [0, 1]* —

[0, 1] que satisface los siguientes propiedades, para todo valor de a,b,c €

0, 1]:
Conmutativa :s(a,b) = s(b,a
Asociativa : s(a, s(b,c)) = s(s(a,b),c)
Condicion frontera  : s(a,0) =a
Monotonicidad : Si b < centonces s(a,b) < s(a,c)

Entre otras, las tres operaciones mostradas a continuacion son consideras

como s — normas:

Unién casb=mazxla,b]
Suma Algebraica casb=a+b—ab
Suma Limitada tasb=min|0,a+ b

Por el lado del consecuente, también se pueden considerar t-normas, s-normas
u otros tipos de funciones para expresar su semantica. Esas funciones no las men-
cionaremos por no estar en el &mbito de este trabajo, dado que utilizaremos reglas
fuzzy para clasificaciéon. Como veremos en la préxima seccion el consecuente de

una regla fuzzy para clasificacion es una valor discreto, en este caso, una clase.
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4. SISTEMAS FUZZY GENETICOS

4.5 Sistemas de Clasificacion Fuzzy Basados en Re-

glas

Como fue mencionado anteriormente, clasificacién es una tarea importante en di-
ferentes areas del mundo real. Resumiendo, el proceso de clasificacion se basa en
dado un conjunto de ejemplos £ = {ey, e, ..., €, }, el objetivo es asignar una clase
C; de un conjunto de clases C' = {C4, (s, ..., C,, } a cada ejemplo e, € E, donde
cada e, es descrito por un conjunto de n atributos e, = {a,1, @42, ..., Ggn }-

Dentro de los diferentes métodos utilizados para realizar la tarea de clasifi-
cacion, encontramos los SFBR, que son denominados Sistemas de Clasificacién
Fuzzy Basados en Reglas (SCFBR). La principal diferencia entre un SFBR y un
SCFBR es que en los SCFBR las reglas son proyectadas para resolver problemas
de clasificacion, por lo cual el consecuente de las reglas generalmente determinan

una clase. Una regla tipica de un SCFBR puede ser expresada como sigue:

Ri:SIVIESTy, YVo ESTy, Y..YT,EST,,
ENTONCES Clase = C}

Donde:
R; : Regla fuzzy con indice 1.
Vi, Vo, .., Vi : Variables lingiiisticas o atributos de cada ejemplo.
Tv,, To, ..., Ty, : Términos lingiiisticos o conjuntos fuzzy utilizados
para representar la clase C);.
C; : Bsla clase de la ?;.

Un SFBR o un SCFBR tienen dos componente principales [Herrera, 2005]:
la base de conocimiento y el mecanismo de inferencia, que son mencionados a

continuacion:

1. Base de Conocimiento (BC): Este componente incluye dos subcomponentes:

(a) Base de Reglas (BR): Donde se almacenan el conjunto de reglas fuzzy.

(b) Base de Datos (BD): Donde se almacenan las definiciones de las varia-
bles lingiiisticas o atributos de los ejemplos, asi como los paramétros o

funciones de los términos lingiiisticos o conjuntos fuzzy.
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4.5 Sistemas de Clasificacion Fuzzy Basados en Reglas

2. Mecanismos de Inferencia (MI): Es el conjunto de operaciones de inferen-
cia fuzzy para obtener un resultado dada una determinada entrada. En un
SCFBR el MI se encarga de determinar la clase de un ejemplo. Los métodos
mads conocidos para realizar ese proceso son el método de clasificacion fuzzy
clasico y el método de clasificacion fuzzy general. Ambos serdn detallados

en las siguientes subsecciones.

4.5.1 Método de Clasificacion Fuzzy Clasico

También llamado método de la regla vencedora, en el cual la clase de la regla
con mayor grado de compatibilidad con el ejemplo, es la clase del ejemplo. Para
determinar la clase C; € C = {C, Cy, ..., C,, } de un ejemplo e, representado por

los n atributos e, = {a,1, a2, ..., a4, } se siguen los siguientes pasos:

1. Determinar el grado de compatibilidad entre el ejemplo e, y todas las reglas
en la BR. Por lo general, el grado de compatibilidad puede ser determinado

por una ¢ — norma.

2. Encontrar la regla R; dentro de la BR con mayor grado de compatibilidad

con el ejemplo e,

3. Atribuir al ejemplo ¢, la clase C; que se encuentra en la regla R;.

4.5.2 Método de Clasificacion Fuzzy General

En este método la clase del ejemplo es determinada por una agregacién de todas
las clases con la misma regla. Para determinar la clase C; € C' = {C, (s, ...,Cp, }
de un ejemplo e, representado por los n atributos e, = {a41, ag2; ..., Ggn} S€ siguen

los siguientes pasos:
1. Determinar el grado de compatibilidad entre el ejemplo e, y todas las reglas

en la BR. Por lo general, el grado de compatibilidad puede ser determinado

por una ¢ — norma.
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4. SISTEMAS FUZZY GENETICOS

2. Para cada clase en C, es calculada una agregacion usando los grados de com-
patibilidad obtenidos en el paso anterior y las reglas con la misma clase con-

secuente.

3. Atribuir al ejemplo ¢, la clase C; con mds alta agregacion obtenida en el paso

anterior.

4.6 Sistemas Fuzzy Genéticos

El término de Sistemas Fuzzy Genéticos (SFG) ha sido utilizado para definir un
SF combinado con un proceso de aprendizaje (o generacién) y/u optimizacién (o
adaptacion) basado en AGs. Los tipos de SFG son: redes neuronales fuzzy genéti-
cas, algoritmos de agrupamiento fuzzy genéticos y los Sistemas Fuzzy Genéticos
Basados en Reglas (SFGBR), siendo el dltimo tipo de interés para este trabajo.

En el contexto de los SFGBR, los AGs han sido utilizados para el aprendizaje y
optimizacion de los componentes de la BC, tanto la BR y la BD, y en la adaptacion
del MI. La clasificacién u organizacion de los diferentes métodos de los SFGBR se
basa en que componente de un SFBR es aprendido y/u optimizado. La Figura[4.13|
muestra la taxonomia de los SFGBR.

Una explicacion resumida de cada uno de los métodos puede ser encontrado
en [Herrera, 2008]], [Herrera, 2005] y [Cordon et al., 2004]]. A continuacién expli-
caremos resumidamente dos de ellos, los cuales son de interés para este trabajo:
el aprendizaje genético de reglas fuzzy (Genetic rule learning (a priori DB)) y la
adaptacién genética de los parametro de la BC (Genetic tuning of KB parameters).
Dentro de los SFG, existe una linea de investigacion que utiliza los AGMO en vez
de los AG para todos los métodos de aprendizaje y/u optimizacidon genética que

serd explicada en el proximo capitulo.

4.6.1 Aprendizaje Genético de Reglas Fuzzy

Muchos de los trabajos propuestos para el generacion de la BC desde informacién
numeérica estd enfocada en el aprendizaje de la BR mediante un AG, usando una BD
predefinida. La Figura 4.14] muestra el proceso genético de aprendizaje de reglas

fuzzy.
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Sistemas Fuzzy Genéticos
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Figura 4.13: Taxonomia de los SFGBR - [Herrera, 2008]

BD Predefinida

Proceso de

Ep— - J‘ Aprendizaje
‘ Genético de Reglas I

Médulo de
Evaluacién
(BR)

BR ‘.__f

Figura 4.14: Proceso Genético de Aprendizaje de Reglas fuzzy - [Herrera, 2008
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En el aprendizaje genético de reglas fuzzy, cuatro enfoques son cominmente
utilizados. El primero de ellos es el enfoque Pittsburgh donde cada cromosoma
representa una BR total y la BR final es el mejor cromosoma obtenido después del
proceso genético [[Smith| [1980]. La Figura@.15| muestra el enfoque Pittsburgh para

el proceso genético de aprendizaje de reglas fuzzy.

/Algoritmo Genéticﬁ

0|1|0|1 1|1|1|1
R, Ry _
Base de Datos o BR Final
cCjemplos de I ERE o[ ] — J1[o[ o[
R; Ry R, Ry
0|1|1|1 o|1|o|1

Figura 4.15: Enfoque Pittsburgh.

El segundo enfoque es el enfoque Michigan, donde cada regla fuzzy Si —
Entoces es codificada en un cromosoma y la BR final es la unién de todos los
cromosomas en la mejor poblacién [Holland and Reitman, [1977]). La Figura [4.16|
muestra el enfoque Michigan para el proceso genético de aprendizaje de reglas
fuzzy.

El tercer enfoque es el enfoque iterativo o Iterative Rule Learning (IRL), donde
cada regla fuzzy Sv — Entoces es codificada en un cromosoma. La diferencia con
el enfoque de Michigan es que en el enfoque IRL una nueva regla fuzzy es adaptada
y adicionada a la BR final de forma iterativa en cada ejecucion del AG [Gonzalez
and Perez,|1999]. En este trabajo es utilizada este enfoque porque tiene las siguien-

tes ventajas [Gonzalez and Perez, 2009]:

1. La codificacién de una regla fuzzy por cromosoma no exige un cromosa de

gran tamafio, lo cual podria deteriorar el desempefio del AG.

2. Descompone el problema en subproblemas mas simples que son resueltos en
cada ejecucion del AG, es decir, no itenta resolver todo el problema en una
sola ejecucion del AG.
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Base de Datos o
Ejemplos de
Entrenamiento

/Algoritmo Genético \

o

BR Final
o| 1 | 0| 1

==

Figura 4.16: Enfoque Michigan.

La Figura muestra el enfoque iterativo para el proceso genético de apren-

dizaje de reglas fuzzy.

AG
0|1|0|1

Ry

Base de Datos o
Ejemplos de
Entrenamiento

ajustar |

ajustar = = = =
—_—— |

E—

BR Final
o| 1 | o| 1
Ry

1|1|o|1
Rz

o111

Figura 4.17: Enfoque iterativo o IRL.

El cuarto enfoque es el enfoque cooperativo-competitivo, en el cual cada cro-
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mosoma representa una BR total para iterar segtin el enfoque Pittsburgh que re-
presenta el enfoque competitivo, y cada cromosoma puede iterar segtn el enfoque
Michigan para cooperar entre la reglas fuzzy dentro del cromosoma [Greene and
Smith, 1993]]. Se trata de un enfoque hibrido entre los enfoques Pittsburgh y Mi-
chigan. La Figura[d.18 muestra el enfoque cooperativo-competitivo para el proceso

genético de aprendizaje de reglas fuzzy.

/Algoritmo Genético\

BaEs_ede Datos o 0|]|O|] ]|]|]|]
jemplos de
Entrenamiento Ry Ry BR Final
1[1]o[1] .. T1]oJ o] 1[7o[ ] .. [i]of o]
Ry Ry Ry Ry
AG o[ 1]1]1] .. To[1]o]1
0| 1|0|1 o Ry Ri
R] \ j
0| 1| 1|1
o|0|0|1
Ry
—

Figura 4.18: Enfoque cooperativo-competitivo.

4.6.2 Optimizacion Genética de los Parametro de la BC

Este proceso de optimizacién o adaptacion considera una BC obtenida, es decir, una
BD predefinida y una BR generada, realizando un ajuste posterior de los pardmetros
de las funciones de pertenencia de los conjuntos fuzzy. Sin embargo, el proceso de
optimizacion solo ajusta la forma de las funciones de pertenencia y no el nimero
de terminos lingiiisticos en cada variable lingiiistica, que permanece fijo desde el
inicio. En [Karr, [1991]] podemos encontrar la primera y cldsica propuesta para esta
adaptacion. En este trabajo utilizaremos como base el método propuesto en [Gacto

et al., 2009a] para esta tarea.
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4.7 Consideraciones Finales

En este capitulo fueron abordados los conceptos basicos de los SF, teoria de conjun-
tos fuzzy, SFBR y SCFBR enfocados en los limites y compresion de este trabajo.
Ademas de ello, fue analizada la linea de investacion definida como SFG que utiliza
AG para generar y/o adaptar SF o SFBR. El siguiente capitulo destaca los ultimos
y principales trabajos qe utilizan los AEMO o AGMO para generar y/u optimizar
componentes de los SFBR o SCFBR, es decir, trabajos anteriores relacionados a

este trabajo.
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Como mencionamos anteriormente, la flexibilidad de los sistemas fuzzy hace
que sean aplicables a una gran cantidad de dreas. La generacién o adaptacion de
los componentes de los sistemas fuzzy puede ser considerado como un problema
multiobjetivo, en los cuales cuando se mejora un objetivo lleva al empeoramiento
de los otros, por lo tanto, generalmente no existe una solucion unica que optimize
simultineamente todos los objetivos.

Ese tipo de problemas puede ser tratado por los AEMO, vistos en el Capitulo
para el disefio de sistemas fuzzy. La optimizacién multiobjetivo lleva a obtener
un conjunto de modelos fuzzy con diferentes valores de equilibrio entre todos los
objetivos, en vez de considerar un solo objetivo. Después de ello, un tomador de
decisiones (o un proceso automatico de toma de decisiones), dependiendo de los
requerimientos especificos, puede seleccionar el modelo mas adecuado. Este tipo
de enfoque es conocido como Sistemas Fuzzy Evolutivos Multiobjetivo (SFEM) o
Multiobjective Evolutionary Fuzzy Systems (MOEFES).

Segun [Fazzolari et al., 2013b], los SFEM pueden ser dividos en dos niveles,
como muestra la Figura[5.1] El primer nivel se basa en la naturaleza multiobjetivo

del problema a tratar, es decir, los tipos de objetivos analizados; y el segundo nivel
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5.1 SFEM para generar SFBR con Equilibrio entre Precision e
Interpretabilidad

estd basado en el componente del SFG que es optimizado durante el proceso evo-
lutivo multiobjetivo. Ambos niveles determinan el tipo de espacio de biisqueda y la

complejidad a ser analizada por el SFEM.

Categorias por S
tipo de objetivo o FEM
naturaleza
Generacién de SFBR con Disefio Multiobjetivo Extraccién de Reglas
Equilibrio entre Precision de Problemas de Fuzzy de Asociacion
e Interpretabilidad Control
Adaptacion del SFBR L Identificacién de || Aprendizaje de la
(|nc|uye_\§ Aprendizaje los parametros en || Estructura de
?ggﬁ:&oé‘edrzglas) dela BC Controladores Controladores
Fuzzy (Adaptacion)|| Fuzzy

N\ e

— Categorias por
i6 P Aprendizaje
gda;ptacmn Adaptacién Aprendizaje A dinai Si?nulténejo tipO de
e 1as del por prendizaje
Funciones Mecanismo Seleccién de la BR g?)rlT?;onentes cortnpr_)neéne
de || de Inferencia || de Reglas el optimizado en un
Pertenencia SFBR

Figura 5.1: Taxonomia de dos niveles de los SFEM.- [Fazzolari et al., 2013b].

En este capitulo analizaremos el estado del arte de los SFEM que se encajan
dentro del disefio de SFG, principalmente SFBR, para equilibrar los objetivos de
precision e interpretabilidad, es decir, la primera clase dentro del primer nivel; y
todas las clases provenientes de ella que se encuentran en el segundo nivel, algunos
de los cuales tratan el problema de bases de datos no balanceadas. Un resumen de-
tallado de las otras clases en ambos niveles (que no serdn tratadas en este trabajo)
pueden ser encontrados en [Fazzolari et al., [2013b]]. Seguidamente, también men-
cionamos algunos de los tltimos y principales trabajos que utilizan SFG para tratar

el problema de bases de datos no balanceadas.

5.1 SFEM para generar SFBR con Equilibrio entre

Precision e Interpretabilidad

Uno de los principales usos de los SFBR es la aproximacion de sistemas reales en

un modelo fuzzy, el cual puede ser utilizado para explicar, simular, o predecir el
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comportamiento del sistema original, considerando que entre mayor sea la preci-
sién, mas fiable sera el modelo.

Inicialmente, la interpretabilidad de un modelo fuzzy no fue considerada, por-
que los AEs mono objetivos permiten la optimizaciéon de solo una caracteristica
de los modelos fuzzy. El problema de mejorar la precision mientras se mantiene o
se mejora la interpretabilidad de un sistemas fuzzy fue tratada a mediados de los
afios 90 por Ishibuchi y su grupo [Ishibuchi et al.l [1997], y la interpretabilidad o
comprension de los modelos fuzzy comienzan a ser integrados en el proceso de
optimizacién gracias a la aplicaciéon de los AEMO en los modelos fuzzy.

Desde ese momento, la interpretabilidad ha adquirido e incrementado su impor-
tancia en el drea de investagacion de SFMO, principalmente por su subjetividad. El
principal problema de ello es encontrar un concenso comun en la definicién de in-
terpretabilidad y medirla en los modelos fuzzy obtenidos, dado que diversos puntos
deben ser tomados en cuenta para obtener un modelo fuzzy interpretable para una
persona.

Sobre ese problema, varios trabajos han analizado la interpretabilidad en SFBR
buscando una medida de interpretabilidad que sea aceptada por la comunidad de
investigadores. Aun ese problema continua en abierto. Sin embargo, hoy en dia los
investigadores coinciden que dos medidas de interpretabilidad deben ser conside-
radas [Cordon, [2011]:

1. Medida basada en la complejidad: La cual es utilizada para disminuir la com-
plejidad del modelo fuzzy, por ejemplo, disminuir el nimero de reglas o dis-
miniur el nimero de antecedentes de las reglas. Siendo esta medida la mas

utilizada en las investigaciones y/o trabajos.

2. Medida basada en la semdntica: La cual es utilizada para preservar la semanti-
ca asociada a las funciones de pertenencia de los conjuntos fuzzy, por ejem-
plo, la distinguibilidad y la cobertura; y de las reglas, por ejemplo, la consis-

tencia de la reglas. Esta medida también es un problema en abierto.

En el disefio de modelos fuzzy, se sabe que existe un punto en el cual no es po-
sible mejorar la precision a la vez que se aumenta la interpretabilidad de un modelo
fuzzy. La Figura[5.2| muestra la curva de equilibrio entre precision e interpretabili-
dad en SFBR.
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Figura 5.2: Curva de equilibrio entre precisiéon y complejidad en SFBR - [Ishibuchil
2007]]

A continuacion, describimos un grupo de las contribuciones mas relevantes y
actuales en el area de SFMO que generan u optimizan SFBR encontrando valores
equilibrados entre precision e interpretabilidad, los agrupamos siguiendo el segun-
do nivel de la taxonomia presentada en la Figura y son detallados resumida-

mente en las siguientes secciones.

5.2 Optimizaciéon en SFBR

Los AEMO pueden ser utilizados para realizar optimizacion evolutiva de los com-
ponentes de los SFBR. La optimizacion evolutiva es aplicada como un método de
post-procesamiento, después de obtener la BR, para optimizar los pardmeteros de
la BD u optimizar los pardmetros del mecanismos de inferencia.

Los trabajos en este categoria pueden ser divididos en dos subcategorias: op-
timizacién de las funciones de pertenencia y optimizaciéon de los pardmetros de
inferencia. Ademads, en algunos casos el proceso de optimizacién puede ser com-
binado con un proceso de seleccion de reglas, para mejorar la interpretabilidad del
modelo con el fin de remover reglas fuzzy innecesarias. En las siguientes subsec-

ciones mostramos algunos de los dltimos trabajos realizados en esta categoria.
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5.2.1 Optimizacion de las Funciones de Pertenencia en la BD

Developing a bioaerosol detector using hybrid genetic fuzzy systems (2008)

El principal objetivo de este trabajo [Pulkkinen et al., 2008] es desarrollar un
modelo fuzzy, el cual trabaja como un mecanismo de raciocinio en un detector de
bioaerosol. La habilidad para distinguir entre aerosoles seguros y perjudiciales es
uno de sus principales requisitos.

En este trabajo en vez de usar el error de clasificacion como métrica de preci-
sion son utilizadas las medidas de TP y FP, porque existe un costo de clasificacion
equivocada y un alto desbalanceamiento en la distribucién de clases. La interpre-
tabilidad constituye la confianza en el modelo fuzzy desarrollado y permite que el
modelo fuzzy sea ajustado con facilidad. Por lo tanto, es otro requisito crucial para
el modelo.

Como se ha mencionado anteriormenete, los objetivos se contradicen y por ello
son aplicados los AEMO para encontrar modelos equilibrados en los dos objetivos.
Clasificadores fuzzy son utilizados en este trabajo porque es un tipo de clasificador
que posee reglas lingiiisticas que son intuitivas para los seres humanos.

En el proceso de optimizacion multiobjetivo, el AEMO utiliza la transparencia
de los conjuntos fuzzy como métrica de interpretabilidad; y las tasas de TP y FP
como métricas de precision. En el mismo proceso de optimizacidn, se considera la
reduccion de la cantidad de las reglas y la cantidad de condiciones en las reglas,
manteniendo la precision del modelo. Los clasificadores fuzzy obtenidos son alta-
mente comprensibles y precisos; y las reglas lingiiisticas proporcionan informacién

significativa para futuras modificaciones del detector de bioaerosol.

Adaptation and application of multi-objective evolutionary algorithms for rule
reduction and parameter tuning of fuzzy rule-based systems (2009)

Este trabajo [Gacto et al., 2009b]] analiza diferentes alternativas con la tarea
de alcanzar un buen equilibrio entre precision e interpretabilidad. La precision se
mejora optimizando o adaptando las funciones de pertenencia y la interpretabilidad
reduciendo la complejidad del modelo. Para ello, se propone el uso de AEMO

como herramienta para obtener al menos una mejor solucién con respecto a un
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enfoque mono objetivo cldsico (es decir, una soluciéon que domine la obtenida por
ese enfoque en términos de tasa de clasificacion y nimero de reglas).

También en este trabajo se presenta y analiza la aplicacion de seis diferentes
técnicas de AEMO para obtener modelos fuzzy lingiiisticos precisos simples me-
diante la seleccion de reglas y la optimizacion de las funciones de pertenencia. Los
resultados en dos escenarios diferentes muestran que el uso de conocimiento ex-
perto en el proceso de disefio del algoritmo mejora significativamente la capacidad
de busqueda de los AEMO y los mismos son capaces de mejorar ambos objeti-
vos, obteniendo modelos mds preciso y mas sencillos con respecto a los algoritmos

basados en un solo objetivo.

Context adaptation of fuzzy systems through a multi-objective evolutionary
approach based on a novel interpretability index (2009)

Varias aplicaciones de los SFBR han levantado un gran interés entre investiga-
dores y profesionales en el desarrollo de métodos eficaces y eficientes para generar
SFBR con alta precision y/o interpretabilidad. En este marco, la optimizacion o
Adaptacion al Contexto (AC) es una de las técnicas mas prometedoras. La AC en
los SFBR se basa en el siguiente supuesto: la BR modela el conocimiento universal
y los significados asociados con los términos lingiiisticos deben ser adaptados a fin
de mejorar la precisiéon del SFBR. Por lo tanto, la AC es un proceso de optimiza-
cién que explota la informacion especifica del contexto con el fin de optimizar los
parametros contenidos en la BD.

La suposicion anterior implica que la BR, generada por expertos, no debe mo-
dificarse durante el proceso de optimizacion de la BD, dado que existe una relacién
semdntica entre el BR y la BD, esta relacion obliga a algunas restricciones en la
optimizacién de la BD.

Primero, considerando que cada término lingiiistico esta asociado a un conjunto
fuzzy, cada conjunto fuzzy es util y significativo solo si el término lingiiistico al
cual esta asociado se utiliza en la BR. Por lo tanto, el nimero de conjuntos fuzzy
en cada particion se determina directamente por el nimero de etiquetas lingtiisticas
definidas en la BR y por ello no debe variar durante la AC.

Segundo, cuando los expertos definen la BR, utilizan un orden seméntico implici-

to de los términos lingiiisticos que es importante y significativo para los seres hu-
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manos. Por ejemplo, en el caso de que el término lingiiistico bajo esté seguido del
término lingiiistico alto, y el término lingiiistico frio preceda al término lingiiistico
caliente, ese orden no debe cambiar. Por consiguiente, para preservar la semdntica
del modelo fuzzy, el orden de los conjuntos fuzzy después de la AC debe ser el
mismo que el original.

Resumiendo, un proceso de AC deberia cumplir con los siguientes puntos:

1. La AC no deberia modificar el BR;

2. La AC no deberia cambiar la cantidad de términos lingiiisticos definidos en

la BR y, por consiguiente, el niimero de conjuntos fuzzy correspondientes;

3. La AC no deberia afectar el orden semantico de los términos lingiiisticos.

En este trabajo [Gacto et al., 2009¢]|| se propone un método de AC para un SFBR
que mejore la precision mientras se sigan los puntos mencionados anteriormente y
se mantenga la interpretabilidad de las particiones. Ese método utiliza un nuevo
indice de interpretabilidad basada en relacion de orden de los conjuntos fuzzy. El
indice propuesto y el Error Cuadritico Medio (ECM) son utilizados como objeti-
vos del AEMO para generar un conjunto de SFBR Pareto 6ptimos con diferentes

valores de equilibrio entre precision e interpretabilidad.

Integration of an index to preserve the semantic interpretability in the mul-
tiobjective evolutionary rule selection and tuning of linguistic fuzzy systems
(2010)

En este trabajo [Gacto et al., 2010] se propone un indice que ayuda a preservar
la interpretabilidad seméntica de modelos lingiiisticos fuzzy mientras se realiza la
optimizacion de las funciones de pertenencia. El indice propuesto es la agregacion
de tres métricas que preservan el significado semantico original de las funciones de
pertenencia tanto como sea posible mientras se realiza la optimizacion.

Este Indice de Interpretabilidad Semantica (IIS) estd basado en la diferencia
entre los conjuntos adaptados y el conjunto original. Para calcularlo primero son
definidos los intervalos de variacion para cada punto de cada conjunto fuzzy j.

En el caso de los conjuntos fuzzy triangulares, esos intervalos son ilustrados en la
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Figura 5.3: Intervalos de variacion para conjuntos fuzzy triangulares - [Gacto et al.,
2010]]

Figura y pueden ser calculados segun las ecuaciones que se muestran a conti-

nuacion.

[l 2] = o= (=), a+ (=) (5.1)
1) = - 500+ (50 5.2
11 =le~ (55D + (S5 5.3

Como fue mostrado en la figura anterior, cada punto puede variar entre la mitad
de distancia del punto y el punto mds proximo a la derecha y/o a la izquierda. A

continuacion detallamos las tres métricas utilizadas en el IIS:

1. Desplazamiento de los conjunto fuzzy (¢): Mide la proximidad de los puntos
centrales de los conjuntos fuzzy adaptados j' y los conjuntos fuzzy originales
j. El desplazamiento para un conjunto puede ser calculado por las siguientes

ecuaciones:

5 _ 1 bl

; - (5.4)
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(5, — 1))
2

I = (5.5)

El méximo valor para el desplazamiento de todos los conjuntos es definido

como 0*. El cual puede ser calculado como:

& = max §; (5.6)

El desplazamiento es un objetivo a maximizar, definido por la siguiente ecua-

cion:

Mazimizar § =1 — 0" (5.7)

2. Amplitud Lateral (vy): Mide la diferencia entre los parametros, derecho e iz-
quierdo, de los conjuntos fuzzy adaptados j’ y los conjuntos fuzzy originales
j. La amplitud para cada conjunto puede ser calculada por las siguientes

ecuaciones:

. izqS; 1245
min derSj’derS;.

7 = (5.8)

12qS; iqu;.
mazx {deTSj ? derS; }
i2qS; = |a; — b, (5.9)
d@’f’Sj = |bj - Cj| (510)
iqu]{ = |a;- — b;| (5.11)
derS; = |b}; — ¢} (5.12)

El minimo valor para la amplitud de todos los conjuntos es definido como -,

la cual puede ser calculada como:
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v =minv; (5.13)

La amplitud es un objetivo a maximizar, definido por la siguiente ecuacion:

Mazimaizar (5.14)

3. Similaridad de é4reas (p): Mide la diferencia entre las 4reas de los conjuntos
fuzzy adaptados j' y los conjuntos fuzzy originales j. La similaridad para

cada conjunto puede ser calculada por la siguiente ecuacion:

min {Aj,Ag}

max {Aj,A;-} (5-15)

P =

Donde A; representa el drea del conjunto fuzzy original y A’ representa el
area del conjunto fuzzy adaptado. El minimo valor para la similaridad de
todos los conjuntos es definido como p, la cual puede ser calculada como:

p = min p; (5.16)

La similaridad es un objetivo a maximizar, definido por la siguiente ecuacion:

Mazimizar p (5.17)

Las tres métricas tienen un valor entre 0 (menor interpretabilidad) y 1 (mayor
interpretabilidad), las cuales son unidadas en la funcion Geometric Mean of Three

Metrics (GM3M) definida en la siguiente ecuacion:

GM3M = /5 x 7 x p (5.18)

El IIS es un objetivo a maximizar, y es definido como:

Mazimizar GM3M (5.19)

Ademads, un mecanismo de seleccion de reglas es utilizado para reducir la com-

plejidad del modelo, lo que implica otro aspecto importante de la interpretabilidad.
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Para ello, se propone un AEMO aplicado a un SFBR ya definido para realizar
la seleccién de las reglas fuzzy y la optimizacion de las funciones de pertenencia
considerando tres objetivos: maximizar la precision, maximizar la interpretabilidad
semantica y minimizar la complejidad. Los resultados, comparados con enfoques
mono objetivos para cada objetivo, confirman la eficacia del método propuesto,

ademads de obtener un conjunto de soluciones mas precisas e interpretables.

Multiobjective genetic fuzzy rule selection of single granularity-based fuzzy
classification rules and its interaction with the lateral tuning of membership
functions (2011)

La seleccion de reglas fuzzy genética multiobjetivo se basa en la generacion
de un conjunto de reglas fuzzy para clasificacién que consideran una granulari-
dad simple o una granularidad multiple en las particiones fuzzy para cada variable
lingiiisticas, luego, se aplica un AEMO para llevar a cabo la seleccion de reglas
fuzzy. El uso de granularidad multiple ha sido considerada como un punto que
puede llevar a un deterioro de la interpretabilidad. En este trabajo [Alcala et al.,
2011]] se propone un método para definir una granularidad simple apropiada. Se
realiza un estudio estadistico sobre el método propuesto y es extendido o unido
a un ajuste lateral de las funciones de pertenencia. Por ultimo, es comparado el
método basado en granularidad simple con el uso de multiple granularidad con y
sin ajuste de las funciones de pertenencia. Los resultados muestran que el rendi-
miento de los SCFBR obtenidos mejoran mediante la definicion de la granularidad

y los parametros de las funciones de pertenencia adecuados.

5.2.2 Optimizacion o Adaptacion del Mecanismo de Inferencia

Rule base and inference system cooperative learning of Mamdani fuzzy sys-
tems with multiobjective genetic algorithms (2009)

Este trabajo [Marquez et al., 2009] presenta una modelo de aprendizaje evolu-
tivo multiobjetivo para lograr una sinergia positiva entre el MI y la BR con el fin
de obtener modelos lingiiisticos fuzzy simples, compactos y precisos aprendien-
do operadores de inferencia fuzzy junto a la BR. El AEMO propuesto genera un

conjunto de SFBR no dominados entre interpretabilidad y precision (cada uno de
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los cuales con un alto grado de cooperacién entre la BR y el MI) permitiendo que
especialistas puedan seleccionar el mas adecuado para la aplicacion deseada.

La interpretabilidad estd basada en el nimero de reglas y la precisién en la
ECM, para ello el cromosoma utilizado en el AEMO (mostrado en la Figura

considera los métodos de conjuncion, la defusificacién y la BR.

Operadores Fuzzy Adaptativos BR
Conjuncién Defuzzificacién
e N e N
~ TN TN
R R .. An|Ri Re ... Ry R, R Ry
wle] ... ow|BlE A ] (-1 X0 (- xa o ] X)
Cc CD CR

Figura 5.4: Codificacion utilizada en el AEMO con N reglas - [[Ishibuchil, 2007]

A multi-objective evolutionary algorithm with an interpretability improve-
ment mechanism for linguistic fuzzy systems with adaptive defuzzification
(2010)

En este trabajo [Marquez et al., 2010] se propone un AEMO con un mecanis-
mo para mejorar la interpretabilidad, especificamente la complejidad, de los SFBR
con la optimizacion del mecanismo de defusificacion. El uso de parametros en el
operador de defusificacion introduce una serie de valores o pesos asociados a cada
regla, lo que mejora la precision, pero aumenta la complejidad del SFBR y asi un
efecto negativo en la interpretabilidad del SFBR. Por ello, ademés de considerar
como objetivo maximizar la precision, en el proceso evolutivo multiobjetivo, tam-
bién considera tres medidas: minimizar el nimero de reglas, minimizar el nimero
de reglas con pesos asociados y el nimero promedio de reglas lanzadas por cada
ejemplo; siendo las tres medidas unificadas para representar el objetivo de maxi-
mizar la interpretabilidad. El método propuesto se comparé con un estudio expe-

rimental que considera solo un objetivo basado en la precisioén en dos problemas
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reales, mostrando que muchas soluciones no dominadas en la frontera de Pareto
dominan la solucién encontrada con el método de un solo objetivo.
Multiobjective Genetic Optimization of Fuzzy Partitions and T-Norm Para-
meters in Fuzzy Classifiers (2012)

Este trabajo [Cardenas and Carmagol, [2012] propone el uso de un AEMO para
optimizar conjuntos fuzzy y definir la t-norma utilizada en el MI de un SCFBR.
Los autores consideran un SCFBR definido, es decir, una BR y una BD definidas,
donde se aplica un AEMO para optimizar las funciones de pertenencia en la BD
y en forma simultdnea buscar la t-norma dentro del MI que mejore la precién del
SFBR. El proceso de optimizacion estd disefiado para manejar el equilibrio entre
interpretabilidad y precision. Los resultados muestran una mejora significativa en
la precision, manteniendo las misma interpretabilidad, de los SCFBR en la frontera
de Pareto en comparacion de las SCFBR donde solo se adapté las funciones de
pertenencia, sin considerar la optimizacion de la t-norma en el MI. La técnica de
optimizacién multiobjetivo utilizada fue el Algoritmo Evolutivo Fuerte de Pareto 2

o Strength Pareto Evolutionary Algorithm 2 (SPEA2).

An efficient multi-objective evolutionary adaptive conjunction for high dimen-
sional problems in linguistic fuzzy modelling (2012)

La optimizacién de los operadores de conjuncién en el MI es una de las for-
mas utilizadas para mejorar la precision de los SFBR mediante la optimizacion del
proceso de inferencia para cada regla fuzzy de la BR. Ese proceso generalmente se
lleva a cabo a través de t-normas adaptativas, pero cuando se trata un problema de
alta dimension (varias variables y/o ejemplos) la optimizacién de los parametros
comienza a ser problematico. En este trabajo[Marquez et al., 2012]] se propone un
nuevo conector adaptativo de conjunciéon y un AEMO para realizar el proceso de
aprendizaje en los problemas de alta dimension. El método propuesto se compar6
con un método de optimizacion de la t-norma eficiente y conocido. Los resultados
obtenidos en los cinco problemas de regresion seleccionados confirman el buen
desempefio del método propuesto en términos de eficiencia, simplicidad y compac-

tacion de los modelos fuzzy obtenidos.
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5.3 Aprendizaje de la BC

Ademas de la optimizacion de los componentes de los SFBR, otra posibilidad es
aprender toda o parte de la BC mediante los AEMO. Los trabajos en este categoria
pueden ser divididos en tres subcategorias: aprendizaje por seleccion de reglas,
aprendizaje de la BR y aprendizaje simultaneo de los componentes de la BC.

En las siguientes subsecciones mostraremos algunos de los ultimos trabajos

realizados en esta categoria.

5.3.1 Aprendizaje por Seleccion de Reglas

Evolutionary multiobjective optimization for the design of fuzzy rule-based
ensemble classifiers (2006)

En este trabajo [Ishibuchi and Nojima, 2006] se analiza la aplicacién de los
AEMO para buscar una gran cantidad de SCFBR no dominados a lo largo de la
superficie de equilibrio entre presicion e interpretabilidad. La precision de cada
clasificador se basa en la tasa de clasificacion de los conjuntos de entrenamiento
y la complejidad se mide mediante el nimero de reglas fuzzy y el nimero total
de condiciones antecedentes. Finalmente un unificador de clasificadores (también
llamado como multiclasificador) es disefiado para combinar los SCFBR no domi-
nados. El desempeiio es analizado por experimentos en seis conjuntos de datos de
referencia del repositorio de aprendizaje automatico de la Universidad de Califor-
nia en Irvine (UCI). Los autores observan que el efecto de combinar varios SCFBR
depende del problema y que unificar clasificadores con alta diversidad usualmente

tiene mejor desempeiio.

Analysis of interpretability-accuracy tradeoff of fuzzy systems by multiobjec-
tive fuzzy genetics-based machine learning (2007)

Este trabajo [Ishibuchi and Nojima, 2007|] examina el equilibrio entre preci-
sion e interpretabilidad en SCFBR utilizando un algoritmo de aprendizaje genético
multiobjetivo fuzzy. Este algoritmo es un hibrido de los enfoques Michigan y Pit-
tsburgh basado en un AEMO. Cada regla fuzzy estd representada por una cadena
de enteros de tamaio fijo que representan los conjuntos fuzzy en el antecedente de

la regla fuzzy. Cada SCFBR es un conjunto de reglas fuzzy, el cual se representa
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como una cadena de nimeros enteros de longitud variable. Este algoritmo maximi-
za simultineamente la precision del conjunto de reglas y minimiza su complejidad.
La precision se mide mediante la tasa de clasificacion mientras que la complejidad
se mide por el numero de reglas fuzzy y/o el numero total de antecedentes en las

reglas fuzzy.

Multiobjective genetic fuzzy rule selection with fuzzy relational rules (2013)
La seleccion genética de reglas fuzzy ha sido utilizada con frecuencia para el
disefio de SCFBR, y una cantidad de variantes han sido propuestas para esta tarea.
En muchos trabajos referentes a la seleccion genética de reglas fuzzy, cada condi-
cién antecedente en una reglas fuzzy estd definida por una variable, por ejemplo,
”x1 es pequeno” o “xy es grande”. En este trabajo [Nojima and Ishibuchi, 2013]
se analiza el uso de condiciones relacionales fuzzy con respecto a la relacion en-
tre dos variables de entrada, por ejemplo, ”x; es aproximadamente igual a x5” 0
”x3 es aproximadamente mayor que x4”. El algoritmo de seleccion de reglas fuzzy

relacionales estda basado en un AEMO.

Selection of rules by orthogonal transformations and genetic algorithms to
improve the interpretability in fuzzy rule based systems (2013)

Una de las técnicas més conocidas para modelar sistemas y procesos son los
modelos fuzzy. En la mayoria de los casos estos modelos fuzzy logran una alta pre-
cisién, pero muestran una baja complejidad o interpretabilidad, que es un aspecto
clave de la 16gica fuzzy. Existen varias técnicas y trabajos en la literatura para tratar
el desafio de lograr una baja complejidad y alta interpretabilidad en los SFBR. En
este trabajo [Rey et al., 2013]] se propone un enfoque post-procesamiento a través
de la seleccion genética de reglas fuzzy basada en la relevancia de cada regla fuzzy
(utilizando transformaciones ortogonales) y lograr en buen equilibrio entre preci-
sion e interpretabilidad. El objetivo principal es comprobar el significado verdade-
ro, inconvenientes y ventajas de la seleccion de reglas basado en transformaciones
ortogonales. SPEA2 es la técnica de optimizacién multiobjetivo para la seleccién

de reglas fuzzy.
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Improving a fuzzy association rule-based classification model by granularity
learning based on heuristic measures over multiple granularities (2013)

Un proceso evolutivo multiobjetivo de seleccion de reglas fuzzy extrae un sub-
conjunto de reglas fuzzy a partir de un conjunto inicial, mediante la aplicacién de
un AEMO. Dos enfoques pueden ser usados para determinar el nimero de térmi-
nos lingiiisticos (es decir, la granularidad) asociada a cada variable lingiiistica que
aparecen en las reglas fuzzy: el primero es un enfoque de granularidad simple para
todas las variables lingiiisticas; y el segundo es un enfoque que considera dife-
rentes granularidades para cada variable lingiiistica. El ultimo enfoque favorece a
la reduccién del nimero de reglas fuzzy seleccionadas, pero también lleva a una
posible pérdida de interpretabilidad. Para evitar ese problema, granulaciones ade-
cuadas para cada variable lingiiistica pueden ser definidas mediante la aplicacion de
técnicas automadticas antes del proceso de generacion de reglas fuzzy. En este tra-
bajo [Fazzolari et al.,|2013a] se investiga la aplicacion del enfoque de granularidad
simple. El objetivo es reducir la complejidad de los modelos obtenidos, tratando de

mantener un buen desempefio del clasificador.

5.3.2 Aprendizaje de la Base de Reglas

A Pareto-based multi-objective evolutionary approach to the identification of
Mamdani fuzzy systems (2007)

En este trabajo [Cococcioni et al.,[2007] se propone un enfoque evolutivo mul-
tiobjetivo para generar un SFBR tipo Mandani (problemas de regresion) a partir
de datos numericos. Los autores adaptan y definen una variante de la conocida
técnica de optmizacién multiobjetivo (2+2)Pareto Archived Evolutionary Strategy
((242)PAES). (2+2)PAES determina una aproximacion a la frontera de Pareto mini-
mizando el ECM y la complejidad del SFBR. La complejidad es medida mediante
la suma de las condiciones en los antecedentes de las reglas fuzzy en el SFBR. Por
lo tanto, valores bajos de complejidad corresponden a SFBR tipo Mandani con-
formados por una baja cantidad de reglas fuzzy y una baja cantidad de variables
de entrada utilizadas en cada regla fuzzy. Esta version de (2+2)PAES es analizada
en tres problemas de regresion conocidos: horno de gas Box y Jenkins , las se-

ries de tiempo cadticas de Mackey-Glass y conjuntos de datos de series de tiempo
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de Lorenz. Para mostrar el buen desempefio de este método los autores comparan
las fronteras de Pareto producidos con los obtenidos mediante la aplicaciéon de un
enfoque heuristico basado en la descomposicion SVD-QR (Singular Value Decom-

position and QR algorithm) y cuatro AEMO diferentes.

Multi-objective genetic fuzzy classifiers for imbalanced and cost-sensitive da-
tasets (2010)

Los autores utilizan un AEMO con tres objetivos para producir una aproxima-
cion a la frontera de Pareto compuesta de SCFBR para bases de datos no balancea-
das con diferentes valores de equibilibrio entre precision (expresado en términos de
sensibilidad y especificidad) y complejidad (definida por el nimero total de con-
diciones en los antecedentes de las reglas del clasificador). Después, se utiliza la
curva ROC para seleccionar los clasificadores potencialmente optimos dentro de
la frontera de Pareto. Este método [Ducange et al., 2010a] fue probado en trece
conjuntos de datos altamente no balanceados y es comparado con dos métodos
evolutivos de dos objetivos, un enfoque heuristico para la generacién de SCFBR y
tres clasificadores conocidos. Los autores muestran por la técnica no paramétrico
test del signo de rangos de Wilcoxon [Wilcoxon, 1945]] [Mann and Whitney, |1947]]
que este método de optimizacidn con tres objetivos tiene mejor desempeiio que las
otras técnicas, a excepcion de un clasificador, en términos del 4rea bajo la curva
ROC. Ademas, todos los SCFBR generados se caracterizan por un bajo valor de
complejidad. Finalmente, los autores discuten como se pueden determinar los cos-
tos de clasificacion errénea y las distribuciones de las clases, utilizando ello para

seleccionar el SCFBR mas adecuado para un problema especifico.

Multi-objective iterative genetic approach for learning fuzzy classification ru-
les with semantic-based selection of the best rule (2013)

Este trabajo [Hinojosa Cardenas and Camargo, [2013]] propone un AEMO basa-
do en el enfoque IRL para la generacién de reglas fuzzy de clasificacion. EIl AEMO
considera dos objetivos, la precision medida por la compatibilidad de cada regla
con los ejemplos de entrenamiento y la interpretabilidad medida por la cantidad
de condiciones de la regla. En cada ejecucion del AEMO se genera una conjunto
de reglas no dominadas en ambos objetivos definidos, del cual solo una regla sera

seleccionada e insertada en la BR final. El critério de seleccidn esta basado en la
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interpretabilidad seméntica de las reglas, es decir, una vez inserida en la BR final se
determina cuantas reglas son lanzadas para clasificar la clase de la regla fuzzy. Los
resultados muestran una mejora significativa en el nivel semantico de los SCFBR

en comparacion a una version anterior del método.

5.3.3 Aprendizaje Simultaneo de los Componentes de la Base de

Conocimiento

Learning concurrently data and rule bases of Mamdani fuzzy rule-based sys-
tems by exploiting a novel interpretability index (2011)

En este trabajo [Antonelli et al., 2011a] un AEMO se aplica para aprender un
conjunto de SFBR tipo Mandani con diferentes valores de equilibrio entre preci-
sién e interpretabilidad. La interpretabilidad en los SFBR tipo Mandani considera
la integridad de las particiones fuzzy o conjuntos fuzzy para cada variable lingiiisti-
ca, para ello los autores presentan un nuevo indice para evaluar la interpretabilidad
de los SFBR, que considera la complejidad de la BR y la integridad de la BD.
También se presenta una discucion del indice en SFBR tipo Mandani mediante el
aprendizaje simultdneo de la BR, la granularidad en las variables lingiiisticas y los
parametros de las funciones de pertenencia en el proceso evolutivo. El método pro-
puesto fue aplicado en seis problemas de regresion del mundo real y los resultados
se han comparado con los obtenidos mediante la aplicacion del mismo AEMO que
considera la precision y solo la complejidad de 1a BR como objetivos. Se demuestra
que el método propuesto logra mejores valores de equilibrio entre interpretabilidad

y precision.

Learning knowledge bases of multi-objective evolutionary fuzzy systems by
simultaneously optimizing accuracy, complexity and partition integrity (2011)

Este trabajo [Antonelli et al., 2011b] propone considerar la integridad de la
particiones como un objetivo en el proceso evolutivo. Para ello, primero es discu-
tido como la integridad de las particiones puede ser medida mediante el uso de un
indice basado en la similaridad entre las particiones aprendidas durante el proceso
evolutivo y las particiones iniciales interpretables definidas por un experto. Segui-

damente, se presenta un AEMO de tres objetivos que aprende un conjunto de SFBR
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tipo Mandani con diferentes valores de equilibrio entre complejidad, precision e in-
tegridad de las particiones. Este proceso genera la BR y define los pardmetros de
los conjuntos fuzzy en la BD de forma simultianea. La precision es medida me-
diante el ECM entre los valores reales y los valores previstos, la complejidad se
calcula segtin el nimero total de condiciones en los antecedentes de las reglas y la
integridad se mide utilizando el indice definido. Por dltimo, se compara el método

propuesto con métodos encontrados en la literatura que utilizan AEMO.

A fast and scalable multiobjective genetic fuzzy system for linguistic fuzzy
modeling in high dimensional regression problems (2011)

Modelos fuzzy lingiiistico en problemas de regresion de alta dimensionalidad
plantea el reto de aprendizaje exponencial de reglas fuzzy cuando la cantidad de
variables y/o ejemplos de entrenamiento es alta. Una forma de tratar este proble-
ma es mediante la determinacion de las variables utilizadas, dividir la informacion
lingiiistica y definir un conjunto reducido de reglas fuzzy, con el fin de obtener un
modelo simple, pero preciso. Sin embargo, determinar estos componentes es una
tarea dificil, porque ademads de tener un espacio de bisqueda grande, es un espacio
de busqueda complejo.

En este trabajo [Alcala et al., 2011]] los autores proponen un AEMO efectivo
basado en un aprendizaje genético embutido de la BC (que considera las variables
utilizadas, granularidad y niveles de desplazamientos de las particiones fuzzy) que
realiza un aprendizaje rapido de modelos fuzzy lingiiisticos sencillos y precisos.
Ademads, se realiza una etapa rapida de post-procesamiento para optimizar atin mas
las soluciones aprendidas. Este método es utilizado en diecisiete conjuntos de datos
del mundo real con diferentes cantidades de variables y ejemplos. Los resultados
confirman la eficacia del método propuesto no solo en términos de escalabilidad,
sino en términos de sencillez y generalizacion de los modelos fuzzy obtenidos en

comparacion a tres modelos embutidos genéticos encontrados en la literatura.

Multi-objective design of highly interpretable fuzzy rule-based classifiers with
semantic cointension (2011)

La evaluacion de la interpretabilidad estd generalmente dirigida a la evaluacion
de la complejidad y/o la legibilidad de los SFBR. Sin embargo, la comprensibilidad

no suele ser considerada, ya que implica aspectos mas cognitivos que son dificiles
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de formalizar y de tratar. En este trabajo[Cannone et al., 201 1]] se muestra la impor-
tancia de considerar no solo la legibilidad sino también la comprensibilidad durante
el proceso de disefio de SCFBR. Los autores proponen un nuevo indice para eva-
luar la comprensibilidad en el contexto de un marco evolutivo de tres objetivos para
el disefio de SCFBR altamente interpretables, llamado de Indice de Vista Légico
(IVL) basado en la semadntica. El algoritmo evolutivo propuesto realiza un aprendi-
zaje simultdneo de la BR y BD utilizando la técnica de optimizacién multiobjetivo
NSGA-II con los objetivos de maximizar la precision, legibilidad y comprensibili-
dad de los SCFBR. El método propuesto es utilizado en un problema conocido de
diagnéstico médico donde la interpretabilidad es un requisito importante, mostran-

do buenos resultados.

Studying the behavior of a multiobjective genetic algorithm to design fuzzy
rule-based classification systems for imbalanced data-sets (2011)

En este trabajo [Villar et al., 2011]] se estudia el comportamiento de un AGMO
para realizar la seleccion de caracteristicas y la granularidad en el aprendizaje de
SCFBR seguida de un proceso de aprendizaje de reglas fuzzy rapido en el escenario
de bases de datos no balanceadas. Los autores consideran dos medidas diferentes:
una es la precision y la otra es la complejidad del modelo, ambas medidas conside-
radas como objetivos a optimizar. El resultado de este método, basado en un AG-
MO, es un conjunto de soluciones con varios valores de equilibrio entre precision
e interpretabilidad. El andlisis experimental, llevado a cabo en una amplia gama de
bases de datos no balanceadas, muestra que este método es capaz de obtener un
conjunto de modelos fuzzy con buen equilibrio entre precision e interpretabilidad.
Los autores también discuten del problema, ain en abierto, de como seleccionar la

mejor solucién dentro del conjunto de soluciones no dominadas obtenidas.

Obtaining accurate TSK Fuzzy Rule-Based Systems by Multi-Objective Evo-
lutionary Learning in high-dimensional regression problems (2013)

Este trabajo [Gacto et al., 2013]] aborda los problemas de alta dimensionalidad
y regresion de gran escala en bases de datos. Para ello, se propone un método
escalable de dos etapas para la obtencion de modelos fuzzy precisos en problemas
de regresion de alta dimensionalidad utilizando SFBR para problema de regresion
tipo Takagi Sugeno Kang (TSK).
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En la primera etapa, se propone un AEMO, en un proceso de aprendizaje si-
multidneo de los componentes de la BC. En la BD se definen variables involucra-
das, granularidad y un ligero desplazamiento lateral de particiones fuzzy; y la BR
es definida mediante un proceso de aprendizaje inductivo. La segunda etapa es un
proceso de post-procesamiento basado en un segundo AEMO para realizar selec-
cién de reglas fuzzy y optimizacién basada en la dispersion de las funciones de
pertenencia. En ambas etapas, se incluyen un mecanismos para mejorar significati-
vamente la precision del modelo fuzzy y para asegurar una convergencia rapida en
problemas de regresion de alta dimension.

El método propuesto se compara con el método cldsico ANFIS (Adaptive Network-
based Fuzzy Inference System) y a un conocido AEMO para la obtencion de sis-
temas de SFBR tipo TSK, en ocho conjuntos de datos con diferentes tamafios y

dimensiones, obteniendo mejores resultados.

A two-stage multi-objective genetic-fuzzy mining algorithm (2013)

En este trabajo [Chen et al., |2013]] se propone un método multiobjetivo de dos
etapas para descubrir conocimiento lingiiistico. En la primera etapa, un AGMO se
utiliza para derivar un conjunto de funciones de pertenencia fuzzy no dominadas
(soluciones de Pareto) con dos funciones objetivo (idoneidad y el ndmero de va-
riables) con un conjunto de reglas fuzzy asociadas a las funciones de pertenencia
fuzzy. En la segunda etapa, una técnica de agrupacion se utiliza para encontrar so-
luciones representativas de las soluciones de Pareto. Las soluciones representativas
podrian ser empleadas para generar un conjunto de reglas fuzzy de acuerdo a los
requisitos del sistema. Los experimentos en un conjunto de datos de simulacién

muestran la eficacia del método propuesto.

Evolutionary Fuzzy Classifiers for Imbalanced Datasets: An Experimental
Comparison (2013)

En este trabajo [Antonelli et al., 2013|] se realiza una comparacién de tres cla-
sificadores fuzzy evolutivos para bases de datos no balanceadas. Los dos primeros
son mencionados en la siguiente subseccion, un método realiza el aprendizaje de la
BD con un aprendizaje de la BR embutida [VILLAR et al.,[2012]]; y el otro método
genera una SCFBR jerarquico, donde un algoritmo basado en programacion genéti-

ca es utilizado para aprender la BR, después es realizado un post-procesamiento
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que consiste en la seleccidn genética de reglas fuzzy y optimizacion de los parame-
tros de los conjuntos fuzzy [Lopez et al., 2013]].

El tercer método es propuesto por los autores y es una extension de un método
evolutivo multiobjetivo para la generacion de SCFBR propuesto en [Ducange et al.,
2010bf]. E1 AEMO genera concurrentemente la BR y los pardmetros de los conjun-
tos fuzzy en la BD. El resultado es un conjunto de clasificadores con diferentes
valores de equilibrio entre precision e interpretabilidad.

En este método un cromosoma C' que representa una BC completa es com-
puesto por dos partes: Cgr y Cpp que representan la BR y los pardmetros de los
conjuntos fuzzy o BD respectivamente. La Figura[5.5| muestra el vector de nime-
ros enteros que codifica la parte C'gr del cromosoma, cada regla fuzzy R, contiene
los indices j,,, ; del antecedente, cada variable de entrada X y la clase consecuente

Cj

m*
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Figura 5.5: Parte C'gg del cromosama - [[Antonelli et al.,[2013]]

La Figura [5.6] muestra la representacién de la parte Cpp la cual contiene F
vectores de nimeros reales, el f* vector contiene los [bss, ..., bs.r,—1] 0 puntos

medios de cada conjunto fuzzy triangular para cada variable lingiiistica X ;.

X Xr

F2 F.T -1

(b

Figura 5.6: Parte C'zp del cromosoma - |Antonelli et al., [2013|]
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La técnica de optimizacién multiobjetivo que utilizan los autores es el (2+2)
Memetic Pareto Archived Evolution Strategy ((2+2)M-PAES) intentando maximi-
zar la precision en base a la proporcion de TP y la proporciéon de FP; y maximizar
la interpretabilidad mediante la reduccion de condiciones en las reglas fuzzy de la
BR. Este método es llamado PAES-30bj y es uno de los métodos que utilizamos

para comparar el método propuesto en este trabajo en el Capitulo [0

A fast and efficient multi-objective evolutionary learning scheme for fuzzy
rule-based classifiers (2014)

Durante los dltimos afios, los AEMO han sido utilizados para generar SFBR ca-
racterizados por diferentes valores de equilibrio entre precision y complejidad. En
este trabajo [Antonelli et al., 2014b] se propone un enfoque basado en un AEMO
para aprender de forma simultinea la BR y la BD en un SCFBR. Especificamen-
te, la BR se genera mediante una estrategia de seleccion de reglas y condiciones,
la cual selecciona un nimero reducido de reglas de un conjunto de reglas candi-
datas generadas heuristicamente y un nimero reducido de condiciones para cada
regla seleccionada durante el proceso evolutivo multiobjetivo. En cuanto al apren-
dizaje de la BD, los pardmetros de las funciones de pertenencia de cada término
lingiiistico utilizado en las reglas fuzzy se aprenden simultineamente al proceso de
seleccion. Los autores analizaron este método en veinticuatro problemas de clasi-
ficacién y compararon sus resultados con los obtenidos con dos métodos basados
en AEMO encontrados en la literatura. Mediante el uso de una técnica de com-
paracion estadistica no paramétrica, se demuestra que este método genera SCFBR
con precision y complejidad estadisticamente comparables, y a veces mejor que los

SCFBR generados por los dos métodos mencionados anteriormente.

5.4 Trabajos que utilizan SFG para tratar el proble-

ma de Bases de Datos no Balanceadas

A first approach for cost-sensitive classification with linguistic Genetic Fuzzy
Systems in imbalanced data-sets (2010)
Aqui los autores hacen énfasis en que la clasificacién en dominios desequili-

brados es uno de los problemas mas relevantes dentro del drea de aprendizaje de
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maquina. Este problema ha crecido en importancia debido a que se encuentra en
muchas aplicaciones reales y ocurre cuando la distribucién de los ejemplos, dis-
ponibles para llevar a cabo el proceso de aprendizaje, es muy diferente entre las
clases (frecuentemente en conjuntos de datos binarios). Por lo general, la clase mi-
noritaria es de mayor interés para el problema, por lo que el costo derivado de una
clasificacion errénea de la clase minoritaria es mucho mas alto que el costo de la
clasificacion errénea de la clase mayoritaria. En este trabajo [Lopez et al.,|[2010] se
analiza el comportamiento de un método de aprendizaje, sensible al costo, basada
en un SCFBR en el escenario de bases de datos altamente no balanceadas. Los re-
sultados experimentales muestran que este método sensible al costo, en este tipo de
escenarios desbalanceados, ayudan a obtener soluciones precisas en tiempos mas
cortos de entrenamiento y también con una menor complejidad con respecto a otras
posibilidades propuestas para la clasificacion en bases de datos no balanceadas, asi

como el uso de pre-procesamiento para balancear la distribucion de clases.

Preprocessing vague imbalanced datasets and its use in genetic fuzzy classi-
fiers (2010)

Cuando existe una diferencia sustancial entre el niimero de ejemplos de la clase
mayoritaria y minoritaria los sistemas de clasificacién basados en el error minimo
tienden a pasar por alto los ejemplos de la clase minoritaria. Este problema se pue-
de tratar por el pre-procesamiento del conjunto de datos o mediante la alteracion de
la funcion objetivo del clasificador. En este trabajo [Palacios et al., 2010] se analiza
el pre-procesamiento del conjunto de datos, en el contexto de los SFG. Los autores
analizan los diferentes mecanismos de pre-procesamiento de datos desequilibrados
y muestran la necesidad de extender esos mecanismos para resolver el problema de
no balanceamiento e imprecision de la informacion. Ademads, los autores realizan
una descripcién de un nuevo algoritmo capaz de pre-procesar bases de datos im-
precisas no balanceadas. Varios conjuntos de datos del mundo real se utilizan para

evaluar esa propuesta.

On the 2-tuples based genetic tuning performance for fuzzy rule based classi-
fication systems in imbalanced data-sets (2010)
Al realizar una tarea de clasificacion, este trabajo indica que podemos encontrar

algunas bases de datos con una distribucién diferente en la cantidad de ejemplos de
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las clases. Este problema se conoce como clasificacion en bases de datos no bala-
nacedas y aparece en muchas areas de aplicacion del mundo real. Por esta razon,
es un tema relevante en el drea de aprendizaje automatico. El objetivo de este tra-
bajo [Fernandez et al.,|2010] es mejorar el desempeiio de un SCFBR en el contexto
de bases de datos no balanceadas mediante un proceso de optimizacion. Especifi-
camente, los autores realizan un proceso de optimizacion de conjuntos fuzzy en
2 tuplas (desplazamiento de los conjuntos fuzzy con limitaciones). Los resultados
empiricos muestran que la optimizaciéon genética en 2-tuplas aumenta el desem-

pefio del SCFBR en todas las bases de datos no balanceadas utilizadas.

Genetic fuzzy system for intrusion detection: Analysis of improving of multi-
class classification accuracy using KDDCup-99 imbalance dataset (2012)

Los SFG juntan el método de raciocinio aproximado de los sistemas fuzzy con
la capacidad de aprendizaje de los AE (especificamente los AG). El objetivo de este
trabajo [Gaffer et al., 2012] es centrarse en un problema de clasificaciéon dentro de
la deteccion de intrusiones en un red, un problema que tiene una distribucién de
clases no balanceadas. Los autores proponen el uso de una nueva funcién de aptitud
para tratar el problema de bases de datos no balanceadas en el post-procesamiento
genético para la seleccion de reglas fuzzy y optimizacion de los pardmetros de
las funciones de pertenencia de la BD para un SCFBR. La eficiencia del método
propuesto se ha demostrado a través de un estudio comparativo con clasificadores
conocidos encontrados en la literatura. Los experimentos se realizaron con la base
de datos usada en la Competicion Internacional de Datos 99 o Data Mining and
Knowledge Discovery Cup 99 (KDDCup-99), una base de datos no balanceada de

referencia en el problema de deteccion de intrusiones en un red.

A Genetic Algorithm for Feature Selection and Granularity Learning in Fuzzy
Rule-Based Classification Systems for Highly Imbalanced Data-Sets (2012)
En muchos problemas de clasificacion, un gran nimero de caracteristicas o va-
riables lingiiisticas puede originar BR con un gran ndmero de reglas fuzzy, lo que
puede deteriorar la interpretabilidad y posible sobre-entrenamiento (el error sobre
el conjunto de entrenamiento es bajo, pero el SCFBR no presenta buen desempefio

en el conjunto de test o prediccion). Ese problema puede ser tratado mediante dos
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enfoques: la reduccion del conjunto de reglas fuzzy o la reduccién de caracteristi-
cas. Tener en cuenta que en problemas de alta dimensionalidad y problemas donde
un gran conjunto de ejemplos son analizados es dificil reducir el nimero de re-
glas fuzzy, ademds la comprension e interpretabilidad del modelo fuzzy obtenido
podria no ser tan bueno como se esperaba. Para problemas de clasificacion con al-
ta dimensionalidad, el enfoque de seleccidon de caracteristicas, que determina las
caracteristicas o variables lingiiisticas mds relevantes antes o durante el proceso
de generacion del SCFBR, podria ser considerado. Ello incrementa la eficiencia y
eficacia en el proceso de aprendizaje y clasificacion.

El niimero de términos lingiiisticos o conjuntos fuzzy para cada variable lingiiisti-
ca (granularidad) es informacion que no ha sido considerada en la mayoria de méto-
dos propuestos para la generaciéon de SCFBR. Sin embargo, la granularidad puede
tener una influencia significativa en el desempeno del SCFBR. El objetivo de este
trabajo [VILLAR et al., 2012] es proponer un método de generacion genética para
mejorar la habilidad de prediccion de los SCFBR para bases de datos no balancea-
das con una reduccion significativa de la complejidad. Esta propuesta utiliza un AG
para realizar la seleccion de caracteristicas y definir la granularidad, considerando
un método clésico de aprendizaje de reglas fuzzy propuesto en [Chi et al.l [1996].
Con el fin de manejar el problema de desbalanceamiento de los datos, lo autores uti-
lizan la técnica SMOTE para balancear los datos en la etapa de pre-procesamiento
de los datos. Este método es llamado GA-FS-GL (Genetic Algorithm for Feature
Selection and Granularity Learning) y es uno de los métodos que utilizamos para

comparar el método propuesto en este trabajo en el Capitulo [6]

Designing fuzzy imbalanced classifier based on the subtractive clustering and
Genetic Programming (2013)

En este trabajo [Mahdizadeh and Eftekhari, 2013]] se propone una metodologia
para aprender un SFBR para bases de datos no balanceadas. El clasificador esta
basado en el MI de los SFBR tipo TSK. La BR se aprende mediante el uso de
la técnica de agrupamiento por sustraccion y programacion genética multigen. El
agrupamiento por sustraccion se utiliza para producir los antecedentes de las re-
glas fuzzy y la programacion genética multigen se utiliza para la generacion de

las funciones de pertenencia en los consecuentes de las reglas fuzzy. La seleccién
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de caracteristicas que se utiliza es un paso importante de pre-procesamiento pa-
ra reducir la dimension. Los experimentos se realizan en ocho conjuntos de datos
KEEL (Knowledge Extraction based on Evolucionary Learning). Los resultados
de la comparacion revelan que el clasificador propuesto supera a otros métodos

encontrados en la literatura.

Addressing covariate shift for Genetic Fuzzy Systems classifiers: A case of
study with FARC-HD for imbalanced datasets (2013)

La estimacion de la calidad de los modelos aprendidos en mineria de datos se ha
realizado tradicionalmente por medio de una técnica de particiéon de % divisiones.
Sin embargo, la division “aleatoria” de los ejemplos puede resultar en un problema
llamado de cambio de covarianza, es decir, hay una distribucion de datos diferente
en las divisiones de entreamiento y prueba. En la clasificacion de bases de datos
no balanceadas este problema es mds severo. Para evitar este problema, este traba-
jo [Lopez et al., 2013]] propone el uso de una técnica de validacion especifica para
la division de datos, conocida como ~Validaciéon Cruzada basada en una distribu-
cién Optima, equilibrada y estratificada” (Distribution optimally balanced stratified
cross-validation). Esta técnica intenta que cada region del espacio de busqueda esté
representada en cada division. Los autores muestran los beneficios de esta técnica
usando un SFG, especificamente, el algoritmo FARC-HD (Fuzzy Association Rule

Classification model for High-Dimensional problems).

Evolutionary fuzzy classifiers for imbalanced datasets: An experimental com-
parison (2013)

En este trabajo [Antonelli et al., [2013]] se compara tres Clasificadores Fuzzy
Evolutivos (CFE) para bases de datos no balanceadas. El primer CFE realiza el
aprendizaje evolutivo simultdneo de la BR y la BD. El segundo CFE aprende un
SCFBR mediante un proceso jerarquico: primero, un algoritmo de programacion
genética se utiliza para aprender la BR y luego un post-procesamiento, que incluye
la seleccion genética de reglas fuzzy y la optimizacioén de los pardmetros de las
funciones de pertenencia de los conjuntos fuzzy. El tercer CFE es una extension
de un método multiobjetivo de aprendizaje que los autores proponen: la BR y los
pardmetros de las funciones de pertenencia de los conjuntos fuzzy en un SCFBR

son simultineamente aprendidos mediante la optimizacion de la sensibilidad, la
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especificidad y la complejidad. Mediante la realizacion de pruebas estadisticas no
paramétricas, se muestra que, sin realizar un proceso de balanceamiento de los
ejemplos de entrenamiento, el tercer CFE es mejor que los otros dos métodos en

términos del area bajo la curva ROC.

A hierarchical genetic fuzzy system based on genetic programming for addres-
sing classification with highly imbalanced and borderline data-sets (2013)

En este trabajo [Lopez et al., [2013]] los autores proponen un método para obte-
ner un SCFBR jerarquico para clasificar bases de datos no balanceadas. Un SCFBR
jerdrquico indica que cada regla fuzzy puede ser generada en varios niveles en vez
de generar reglas fuzzy en un solo nivel, cada nivel usa un nimero fijo de términos
lingiiisticos para cada variable lingiliistica, por ejemplo, si las reglas fuzzy en el
primer nivel tendrian dos términos lingiiisticos en cada variable lingiiistica; en el
segundo nivel cada término lingiiistico del primer nivel es dividido en dos, por lo
cual cada variable lingiiistica tendria cuatro términos lingiiisticos; y asi sucesiva-
mente hasta un nivel V.

El método propuesto sigue los siguientes pasos:

1. El pre-procesamiento de los datos, basado en el método SMOTE para balan-

cear los datos o ejemplos de entrenamiento.

2. La generacion de las BC jerarquica fuzzy usando el método basado en pro-

gramacion genética propuesto en [Berlanga et al., 2010].

3. El post-procesamiento que incluye la seleccion de reglas fuzzy y la aplica-
cién de una optimizacidon genética para mejorar el desempeiio general del
SCFBR.

La combinacién de esos pasos constituyen un método para resolver el proble-
ma de clasificacion en bases de datos no balanceadas. Uno de los problema de este
método es que genera reglas fuzzy del tipo DNF (Disjunctive Normal Form) asi co-
mo reglas fuzzy en los diferentes niveles con pesos para cada una de ellas, lo cual
tienden a deteriorar la interpretabilidad del modelo fuzzy. Este método es llamado

GP-COACH-H (Genetic Programming-based learning of COmpact and ACcurate
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fuzzy rule-based classification systems for High-dimensional problems Hierarchi-
cal) y es uno de los métodos que utilizamos para comparar el método propuesto en

este trabajo en el Capitulo [6]

An experimental study on evolutionary fuzzy classifiers designed for managing
imbalanced datasets (2014)

En este trabajo [Antonelli et al., [2014a] los autores realizan un estudio experi-
mental en un conjunto de CFE disefiados para tratar el problema de bases de datos
no balanceadas. Tres de estos CFE representan métodos encontrados en la litera-
tura. El cuarto CFE es una extension de un método de aprendizaje multiobjetivo
propuesto por los autores. Mediante el uso de pruebas no paramétricas son compa-
rados los cuatros métodos, los resultados obtenidos muestran que el cuarto método,
en términos del drea bajo la curva ROC, supera a los dos primeros métodos y resulta
ser estadisticamente equivalente al tercer método. Ademas, los SCFBR generados
por el método propuesto se caracteriza por un menor nimero de reglas fuzzy que

los otros métodos.

Cost-Sensitive Learning of Fuzzy Rules for Imbalanced Classification Pro-
blems Using FURIA (2014)

Este trabajo [Palacios et al., | 2014] tiene por objetivo analizar si el aprendizaje
sensible al costo es un enfoque competitivo para el aprendizaje de reglas fuzzy en
problemas de clasificacién en bases de datos no balanceadas. Los autores muestran
que existe una matriz de costos que junto a un clasificador adecuado mejoran los
resultados obtenidos por las técnicas mas populares a nivel de datos. El algorit-
mo FURIA (Fuzzy Unordered Rule Induction Algorithm) [Hiihn and Hiillermeier,
2009]] se extiende para aprovechar esta definicion. Un estudio numérico, en sesenta
y cuatro bases de datos no balanceadas, se lleva a cabo para comparar el método
propuesto basado en el algoritmo FURIA con otros algoritmos encontrados en la

literatura, basados en reglas fuzzy y en otros métodos de aprendizaje de maquina.

Sistemas de Clasificacion Basados en Reglas Difusas para Problemas no Ba-
lanceados. Aproximaciones y Uso de Nuevas Estrategias para Resolver Pro-

blemas Intrinsecos a los Datos no Balanceados (2014)
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Este trabajo [Morales, 2014] es una tesis doctoral de la Univesidad de Granada
(Espaiia) cuyo principal interés reside en el estudio de los problema de clasificacion
con bases de datos no balanceadas bajo la perspectiva de las caracteristicas inter-
nas que presentan este tipo de problemas. Analizando todos los métodos propues-
tos, esta tesis desarrolla nuevos métodos de aprendizaje para SCFBR que permiten
abordar las caracteristicas internas. Por dltimo se pretende extender este estudio de
la clasificacion en bases de datos no balanceadas al campo de big data. El estu-
dio experimental demostré que el esquema propuesto tiene un importante impacto
en el rendimento de los clasificadores ya que son incluidos varios enfoques que

representan diferentes paradigmas de aprendizaje automatico.

A Proposal for Evolutionary Fuzzy Systems using Feature Weighting: Dealing
with Overlapping in Imbalanced Datasets (2015)

En un contexto general de clasificacion, uno de los principales inconvenientes
para mejorar la precision de los modelos es la alta superposicidn entre los conceptos
a aprender. Este inconveniente se agrava cuando estamos tratando bases de datos no
balanceadas, donde el error al identificar los ejemplos de la clase minoritaria suele
estar relacionado con las dreas de frontera donde se pueden encontrar ejemplos de
las clases mayoritaria y minoritaria superpuestos. Este trabajo [Alshomrani et al.,
2015]] propone un método de ponderacion de caracteristicas o varibles lingiiisti-
cas que tiene como objetivo analizar la importancia de las variables del problema
ponderando el grado de pertenencia dentro del proceso de inferencia. Esto se hace
mediante la aplicacion de un peso diferente para las variables que representan un
conjunto de datos, lo que permite suavizar o destacar las dreas de frontera entre las
clases mayoritaria y minoritaria. Estos pesos son aprendidos por medio de un pro-
ceso de optmizacion utilizando algoritmos evolutivos en un SCFBR. Los resultados
experimentales, que utilizan un gran nimero de problemas con diferentes grados de

desbalanceamiento y superposicion, muestran el buen desempefio de este método.

Cost-Sensitive Linguistic Fuzzy Rule Based Classification Systems under the
MapReduce Framework for Imbalanced Big Data (2015)

Clasificacion en grandes volimenes de datos se ha convertido en una tendencia
en el aprendizaje de maquina. El crecimiento de datos en los dltimos afios ha des-

pertado el interés en métodos de adquisicion de conocimiento para analizar y prede-
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cir las nuevas tendencias. La variedad y la veracidad que se relacionan a los grandes
conjuntos de datos introducen un grado de incertidumbre ha manejar, ademés del
volumen y velocidad. Estos datos por lo general también presenta el problema de
bases de datos no balanceadas. Con el objetivo de tratar adecuadamente grandes
volimenes de datos no balanceados, este trabajo [Lopez et al.l 2015] propone el
algoritmo Chi-FRBCS-BigDataCS, que permite aprender un SCFBR capaz mane-
jar la incertidumbre que se introduce en los grandes volimenes de datos sin perder
de vista el aprendizaje de la clase minoritaria. Se utilizaron veinticuatro bases de
datos no balanceadas de gran volumen para probar el desempefio del método pro-
puesto, obteniendo SCFBR competitivos tanto en la precision del modelo como en

el tiempo computacional.

5.5 Consideraciones Finales

En este capitulo fueron explicados resumidamente algunos de los dltimos traba-
jos relacionados sobre la generacion genética de sistemas fuzzy. Dentro de ellos
también los utilizados para resolver el problema de bases de datos no balanceadas
tratando uno o multiples objetivos.

Se detallaron los trabajos segun la taxonomia de dos niveles de los SFEM, la
primera categoria de acuerdo a la naturaleza de los objetivos y la segunda categoria
de acuerdo a los componentes a optimizar.

En el Capitulo [6] mostramos el método propuesto en este trabajo que permite
la generacion genética multiobjetivo de bases de conocimiento fuzzy usando el
enfoque iterativo para el aprendizaje de reglas fuzzy, y que tiene como base varios

trabajos mencionados en este capitulo.
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Método Propuesto:
MO-FRBCS-IRL-ID

Este capitulo presenta el método propuesto de generacién genética multiobje-
tivo de bases de conocimento fuzzy para clasificacién en bases de datos no balan-
ceadas usando el enfoque iterativo (Multi-Objective Fuzzy Rule-Based Classifica-
tion Systems based on Iterative Rule Learning approach for Imbalanced Datasets
(MO-FRBCS-IRL-ID)). Este método estd basado en tres etapas, como muestra la

Figura[6.1] A continuacién son listadas y detalladas cada una de estas estapas.

1. Pre-procesamiento o balanceamiento de la base de datos no balanceada.

2. Aprendizaje genético multiobjetivo iterativo de reglas fuzzy de clasificacién

sobre una base de datos balanceada.

3. Optmizacién genética multiobjetivo de la BD o conjuntos fuzzy.
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Base de Datos No

Balanceada

4

Pre-
procesamiento
de la Base de
Datos no
Balanceada
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Base de Datos
Balanceada

\_/
A 4
Aprendizaje

Pre-definir la Base de Datos Genético
Base de Datos |- Fuzzy — Multiobjetivo
Fuzzy Pre-definida Iterativo de la Base
de Reglas Fuzzy
|
N A

Base de Reglas
Fuzzy Final

|
A 4
Optimizacion
Genética
L — — p{Multiobjetivo de [« —
la Base de Datos
Fuzzy

¥

Base de Datos Base de Reglas ]
Fuzzy Final Fuzzy Final

Base de Conocimiento Fuzzy para
Clasificacién en Bases de Datos No
Balanceadas
Figura 6.1: Método propuesto de generacion genética multiobjetivo de bases de cono-
cimento fuzzy para clasificacion en bases de datos no balanceadas usando el enfoque

iterativo.
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6.1 Pre-procesamiento de la Base de Datos no Balanceada

6.1 Pre-procesamiento de la Base de Datos no Balan-

ceada

En esta etapa es utilizada una de las técnicas de sobremuestreo, submuestreo o
hibrido (detalladas en el Capitulo [2)) para balancear la cantidad de ejemplos nega-
tivos y positivos en la base de datos de entrenamiento. El resultado de esta etapa es

la base de datos balanceada segtin la técnica seleccionada.

6.2 Aprendizaje Genético Multiobjetivo Iterativo de

la Base de Reglas Fuzzy para Clasificacion

Esta etapa utliza una BD uniformemente distribuida, la técnica de optimizacién
multiobjetivo NSGA-II (detallada en el Capitulo [3) y el enfoque IRL (detallado
en el Capitulo [)), sobre la base de datos balanceada obtenida de la etapa anterior.
El resultado de esta etapa es la BR final que contiene el conjunto de reglas fuzzy
para clasificacion. Para llegar a ese resultado, seguimos los pasos mostrados en la
Figura[6.2]

A continuacion detallamos el proceso de como pre-definir la BD fuzzy, los com-
ponentes utilizados en la técnica NSGA-II y el proceso de marcacion de ejemplos

para la generacién de la BR fuzzy:

6.2.1 Pre-definir la Base de Datos Fuzzy

En este trabajo utilizamos conjuntos fuzzy triangulares detallados en el Capitulo
Para cada variable lingiiistica se define el valor minimo (min) y el valor madximo
(max) encontrados en la base de datos balanceada. Después, el espacio de valores
de cada variable lingiiistica es dividido dependiendo la cantidad de conjuntos fuzzy
o términos lingiiisticos a definir (entre tres y nueve), el mismo para todas las varia-
bles lingiiisticas. Cada punto de division es el punto medio de cada conjunto fuzzy
(m), y punto izquierdo (a) o punto derecho (b) del conjunto fuzzy adyacente. Esta
forma de definir los conjuntos fuzzy es conocida como conjuntos fuzzy uniforme-

mente distribuidos, la cual es una manera simple y rdpida de generar bases de datos
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Figura 6.2: Etapa de aprendizaje genético multiobjetivo iterativo de la BR fuzzy.

fuzzy con alta interpretabilidad. Todos los conjuntos fuzzy deben estar normaliza-
dos, es decir, el grado de pertenencia del conjunto en el punto medio es uno. Un

ejemplo, para cinco conjunto fuzzy, es mostrado en la Figura[6.3]

6.2.2 Representacion de las Reglas Fuzzy

En la mayoria de trabajos que utilizan AG o AGMO los cromosomas o individuos,

en este caso reglas fuzzy, son representados por cadenas de binarios o cadenas
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6.2 Aprendizaje Genético Multiobjetivo Iterativo de la Base de Reglas Fuzzy
para Clasificacion
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Figura 6.3: Ejemplo de base de datos fuzzy uniformemente distribuida.

de nimeros. En el método propuesto en este trabajo, como en otros trabajos rela-
cionados [Abadeh and Habibi, [2007] [Gonzalez and Perez, 2009] [Hinojosa and
Camargo, 2011]], cada regla fuzzy es representada por una cadena de niimeros en-
teros.

El tamafio de cada cromosoma, o cantidad de numeros enteros o genes, depen-
de de la cantidad de variables lingiiisticas ordenadas que considera el problema,
adicionando un gen para la clase positiva o negativa. Por ejemplo, en el caso que el
problema considere cinco variables lingiiisticas, el tamafio de la regla fuzzy seria

de seis como muestra la Figura[6.4]

4 0 2 0 3 1

L» Clase de Regla Fuzzy

3er Término Linguistico de la 5ta Variable Lingiistica

» Condicién don't care

» 2do Término Linguistico de la 3ra Variable Linguistica

» Condicién don't care

» 4to Término Linglistico de la 1ra Variable Lingistica

Figura 6.4: Representacion de las Reglas Fuzzy.
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6. METODO PROPUESTO: MO-FRBCS-IRL-ID

Cada numero entero o gen del cromosoma representa el indice u orden del
término lingiifstico dentro de una variable lingiiistica. El primer gen representa el
término lingiiistico de la primera variable lingiiistica, el segundo gen representa el
término lingiiistico de la segunda variable lingiiistica, y asi sucesivamente. El valor
maximo de cada gen depende de la cantidad de términos lingiiisticos en la variable
lingiiistica. El valor minimo de cada gen es cero, en el caso el valor sea cero la
variable lingiiistica no es considerada en la regla fuzzy (condicién don’t care). El

ultimo gen representa la clase de la regla fuzzy.

6.2.3 Poblacion Inicial en la Generacion de Reglas Fuzzy

La generacion de la poblacidn incial de reglas fuzzy es de forma aleatoria, conside-
rando las restricciones de la cantidad de variables lingiiisticas, términos lingiiisticos

y la cantidad de clases para el tltimo gen.

6.2.4 Funcion de Aptitud del Objetivo de Precision en la Gene-
racion de Reglas Fuzzy

Este es un tema crucial en la generacién de la BR fuzzy, ya que nos indica que
reglas fuzzy son seleccionadas para evolucionar y convergir para las soluciones
cercanas a la(s) optima(s).

La funcion de aptitud es calculada para cada regla fuzzy dentro de la poblacion
R, en todas las iteraciones de la técnica NSGA-II. Dicha funcién estd basada en
dos critérios: 1) la integridad de la regla fuzzy, y 2) la consistencia de la regla
fuzzy [Gonzalez and Perez, 1999].

En este trabajo, consideramos la integridad como la suma de los grados de com-
patibilidad de la regla fuzzy con todos los ejemplos de entrenamiento de la misma
clase que la regla fuzzy, multiplicado por la cantidad de ejemplos no marcados de
la misma clase de la regla fuzzy; menos, la suma de los grados de compatibilidad
de la regla fuzzy con todos los ejemplos de entrenamiento de otra clase que la regla
fuzzy, multiplicado por la cantidad de ejemplos de otra clase que la regla fuzzy.

Formalmente, definimos la Integridad (/) por la siguiente ecuacion:
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6.2 Aprendizaje Genético Multiobjetivo Iterativo de la Base de Reglas Fuzzy
para Clasificacion

I(R,) = L+) g(e#)] X |Ve| (6.1)
e=1

L+ gle ¢ lm)] x |Ve. ¢ Im| —

Donde:
R, : Regla fuzzy con consecuente o clase c.
g : Funcién que define el grado de compatibilidad de un ejemplo con
la regla fuzzy.
e. : Ejemplo que pertenece a la clase c.
e+, : Ejemplo que no pertenece a la clase c.

Im : Lista de ejemplos marcados.

La consistencia de una regla fuzzy es definida como la cantidad de nuevos ejem-
plos marcados con la misma clase de la regla fuzzy, entre, la cantidad de ejemplos
marcados con diferente clase de la regla fuzzy. La marcacion de un ejemplo se
da cuando la regla fuzzy tiene un grado de compatibilidad alto (mayor a un valor

gm) con el ejemplo. Formalmente, definimos la Consistencia (C'o) por la siguiente

ecuacion:
1+ |Vg(e. ¢ lm) >
1+ [Vg(ese) = gml
Donde:
R. : Regla con consecuente o clase c.
g : Funcién que define el grado de compatibilidad de un ejemplo con

la regla fuzzy.
e. : Ejemplo que pertenece a la clase c.
e+, : Ejemplo que no pertenece a la clase c.
Im : Lista de ejemplos marcados.
gm : Grado o valor de compatibilidad que define si un ejemplo es mar-

cado o no.

109



6. METODO PROPUESTO: MO-FRBCS-IRL-ID

El objetivo de precision es un objetivo de minimizacién. La funcién de aptitud
para este objetivo (F'Ap,..) de una regla R es formalmente difinido por la siguiente

ecuacion:

FAp,ee(R) = Minimizar — (I x Co) (6.3)

6.2.5 Funcion de Aptitud del Objetivo de Interpretabilidad en el
Aprendizaje de Reglas Fuzzy

Asi como la funcién de aptitud del objetivo de precision, este objetivo es crucial en
la etapa de aprendizaje de la BR fuzzy.

La funcién de aptitud para la interpretabilidad es definida por la cantidad de
condiciones del cromosoma o regla fuzzy, en otras palabras la cantidad de condi-
ciones diferentes a condiciones don’t care en la regla fuzzy o genes diferentes a
cero en el cromosoma, obviamente sin considerar el dltimo gen que representa la
clase de la regla fuzzy. Este también es un objetivo a minimizar, dado que entre
menor sea la cantidad de condiciones de la regla fuzzy, la misma serd mas interpre-
table. Formalmente, definimos este objetivo (¥ Ay,;.) de una regla fuzzy R por la

siguiente ecuacion:

FArne(R) = Minimizar |Veond # don't care] (6.4)
Donde:
R : Regla fuzzy.
cond : Condicién de la regla fuzzy R.

don't care : Condicion don’t care.

En este punto es importante sefialar que en caso una regla fuzzy tenga todas
sus condiciones don’t care, por resultado de la generacion en la poblacién inicial,
cruzamiento y/o mutacion; dicha regla fuzzy tendra valores altos (o infinitos) para

ambos objetivos.
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6.2 Aprendizaje Genético Multiobjetivo Iterativo de la Base de Reglas Fuzzy
para Clasificacion

6.2.6 Operadores Genéticos en la Generacion de Reglas Fuzzy

A continuacion mostramos los operadores genéticos utilizados en la técnica NSGA-

Il para la generacién genética multiobjetivo de la BR fuzzy:

1. Operador de Seleccion: El operador utilizado para la seleccidn es la seleccion
por torneo de dos soluciones, detallado en el Capitulo |3] Antes del cruza-
miento, el siguiente proceso es repetido dos veces, cada uno para seleccionar
una regla fuzzy padre. Son seleccionadas dos reglas fuzzy de forma aleato-
ria, y comparadas segun su dominancia, siendo seleccionada la regla fuzzy
dominante; en caso ninguna solucién sea dominante, se comparan las dis-
tancias de multitud, siendo seleccionada la regla fuzzy con mayor distancia
de multitud; en caso las distancias de multitud sean iguales, una de las dos

reglas fuzzy es seleccionada de forma aleatoria.

2. Operador de Cruzamiento: Una vez obtenidas las dos reglas fuzzy padres
mediante el operador de seleccién, segin una probalidad ProbCruzaBR es
utilizado el cruzamiento SBX, detallado en el Capitulo (3| para generar dos
nuevas reglas fuzzy o soluciones. En este caso consideramos las siguientes

restricciones:

e En caso el valor de algin gen o condicion en una regla fuzzy hija sea

un numero decimal, el valor es redondeado a su entero inferior.

e En caso el valor de algin gen o condicion en una regla fuzzy hija sea

menor al limite inferior, el valor es modificado al limite inferior.

e En caso el valor de algin gen o condicion en una regla fuzzy hija sea

mayor al limite superior, el valor es modificado al limite superior.

Un ejemplo de cruzamiento de dos reglas fuzzy utilizado en este trabajo es

mostrado en la Figura[6.5]

3. Operador de Mutacién: Después del cruzamiento, sobre ambas reglas fuzzy
hijas es aplicado o utilizado el operador de mutacion segin una probabilidad
ProbMutaB R. Utilizamos la mutacién polinomial, detallado en el Capitu-

lo[3] En este caso consideramos las siguientes restricciones:
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Regla Fuzzy Padre 1 4 0 2 0 3 1

Regla Fuzzy Padre 2 0 3 1 5 0 2

Pre-regla Fuzzy Hijal | 3.5 0.3 1.9 0.6 2.7 1.1

Pre-regla Fuzzy Hija2 | 0.5 2.7 1.1 4.4 0.3 1.9

Regla Fuzzy Hija 1 3 0 1 0 2 1

Regla Fuzzy Hija 2 0 2 1 4 0 1

Figura 6.5: Ejemplo de Cruzamiento SBX en la Generacion de Reglas Fuzzy.
u=03-n=1-p5=0,7746

e En caso el valor de algin gen o condicién en una regla fuzzy hija sea

un numero decimal, el valor es redondeado a su entero inferior.

e En caso el valor de algun gen o condicion en la regla fuzzy mutada sea

menor al limite inferior, el valor es modificado al limite inferior.

e En caso el valor de algin gen o condicion en la regla fuzzy mutada sea

mayor al limite superior, el valor es modificado al limite superior.

Un ejemplo de mutacién de una regla fuzzy utilizado en este trabajo es mos-

trado en la Figura [6.6|donde cambian los valores del segundo y dltimo gen.

Los tres operadores son repetidos hasta completar la poblacién (); segin la
técnica NSGA-IL
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para Clasificacion

Regla Fuzzy 3 0 1 0 2 1

Pre Regla Fuzzy Mutada 3 2.2 1 0 2 2.1

Regla Fuzzy Mutada 3 2 1 0 2 2

Figura 6.6: Ejemplo de Mutacion Polinomial en la Generacion de Reglas Fuzzy.
u=08—-n=1

6.2.7 Condicion de Parada y Seleccion de la Mejor Regla Fuzzy

Como condicion de parada utilizamos la cantidad de iteraciones para la técnica
NSGA-II (BR_Cantlter NSGA — II) a definir antes de empezar el proceso de

aprendizaje de reglas fuzzy.

Una vez que la condicion de parada es alcanzada, el resultado es un conjunto de
reglas fuzzy no dominadas en ambos objetivos o frontera de Pareto. Ese conjunto es
ordenado de mayor a menor segun el objetivo de precision y seleccionada la regla
fuzzy que se encuentre en la posicion central. En caso existan dos reglas fuzzy en
la posicion central, una de ellas es seleccionada de forma aleatoria. Dicha regla es
inserida en la BR final. En caso la tasa clasificacién mejore, utilizando el método
de clasificacion fuzzy clasico detallado en el Capitulod] se procede a la marcacién
de los ejemplos y el proceso de generacion de reglas fuzzy es repetido. En caso
contrario, dicha regla fuzzy no mejore la tasa de clasificacion, la regla fuzzy es
eliminada de la BR final y de la frontera de Pareto, y el proceso de seleccion de
la mejor regla es repetido. Cuando todas las reglas fuzzy de la frontera de Pareto
son eliminadas, ninguna regla fuzzy es adicionada a la BR final y el proceso de

aprendizaje de reglas fuzzy termina.

113



6. METODO PROPUESTO: MO-FRBCS-IRL-ID

6.2.8 Marcacion de Ejemplos en el Aprendizaje de Reglas Fuzzy

En caso una regla fuzzy de la frontera de Pareto sea seleccionada e inserida en
la BR final, los ejemplos, de la base de ejemplos balanceada, con un grado de
compatibilidad superior a gm y de la misma clase de la regla fuzzy son marcados.

Los ejemplos marcados, como mencionado anteriormente, influyen en el cdlcu-
lo de la funcién de aptitud del objetivo de precision. Especificamente, en la integri-
dad y la consistencia de la regla fuzzy los ejemplos marcados no son considerados

cuando se analizan los ejemplos que tengan la misma clase de la regla fuzzy.

6.3 Optimizacion Genética Lateral Multiobjetivo de

la Base de Datos Fuzzy

Una vez terminadas las etapas de pre-procesamiento de los ejemplos y aprendizaje
de la BR fuzzy, comienza la etapa de optimizacién genética lateral multiobjetivo
de la BD fuzzy.

Esta estapa estd basada en el método propuesto en [Gacto et al.,|2010]], detallado
en el Capitulo [3] y en la técnica de optimizacién multiobjetivo NSGA-II detallada
en el Capitulo 3| Principalmente, esta etapa consiste en cambiar los parametros a, m
y b de los conjunto fuzzy en la BD fuzzy, dentro de los intervalos permitidos, para
disminuir la tasa de error del SCFBR en la base de datos balanceada. Como en la
etapa anterior, en esta etapa utilizamos el método de clasificacion fuzzy clasico por
lo que al cambiar los pardmetros de los conjuntos fuzzy, el grado de compatibilidad
de las reglas con cada ejemplo cambia y por consiguiente puede cambiar la tasa de
error.

El resultado de esta etapa es la BD fuzzy optimizada que contiene el conjunto de
parametros para cada conjunto fuzzy. A continuacion detallamos los componentes

utilizados en la técnica NSGA-II para alcanzar dicho resultado:

6.3.1 Representacion de la Base de Datos Fuzzy

Cada cromosoma en la técnica NSGA-II, definido por una cadena de nimeros deci-

males, representa una BD fuzzy completa. El cromosoma es de tamaiio fijo y cada
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6.3 Optimizacion Genética Lateral Multiobjetivo de la Base de Datos Fuzzy

gen es un parametro de algin conjunto fuzzy triangular en la BD fuzzy.

El cromosoma comienza con los pardmetros a, m y b, del primer conjunto fuzzy
de la primera variable lingiiistica del problema; continua con el segundo conjunto
fuzzy de la primera variable lingiiistica del problema; y asi sucesivamente para
todos los conjuntos fuzzy de la primera variable lingiiistica. Después de ello, el
proceso es repetido con la segunda, tercera, hasta la dltima variable lingiiistica del
problema. Por ejemplo, la Figura muestra el cromosoma que representa una
BD fuzzy en el caso que el problema considere dos variables lingiiistica y cada
variable con tres términos lingiiisticos. El nombre de cada gen estd representado
por el nombre del pardmetro (a, m o b), el indice de la variable lingiiistica y como

subindice el indice del término lingiiistico.

-0.49| 0.00 | 0.50 |-0.03| 0.38 | 1.00 | 0.49 | 1.00 | 1.50 |-0.11|-0.07 | 0.29 |-0.06 | 0.26 | 0.44 | 0.26 | 0.44 | 0.63

al;, ml; bl; al, ml, bl, aly; mlz; bly a2; m2; b2; a2, m2, b2, a2; m2; b2,

Figura 6.7: Representacion de una BD fuzzy.

6.3.2 Generacion de la Poblacion Inicial en la Optimizacion de la

Base de Datos Fuzzy

La generacion de los cromosomas iniciales que representa una BD fuzzy completa
es de forma aleatoria, en otras palabras, los pardmetros a, m y b para cada término
lingiiistico en cada variable lingiiistica son definidos de forma aleatoria consideran-
do los intervalos o limites segtin [Gacto et al.,2010] y detallado en la Seccién[5.2]

La BD fuzzy utilizada para definir los intervalos para cada parametro es la
BD fuzzy uniformente distribuida generada en la etapa de aprendizaje de la BR
fuzzy. También, un cromosoma o individuo de la poblacion inicial es la BD fuzzy

uniformente distribuida.

6.3.3 Funcion de Aptitud del Objetivo de Precision en la Optimi-

zacion de la Base de Datos Fuzzy

Cada cromosoma, que representa una BD fuzzy completa, es utilizada junto a la

BR final en el método fuzzy de clasificacion clédsico para definir el porcentaje de
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error o tasa de error en la base de datos balanceada. Este objetivo es un objetivo a
minimizar; formalmente definimos la funcién de aptitud del objetivo de precision

(F' Apre.) mediante la siguiente ecuacion:

FAp,ee(BD) = Minimizar (CantEjemErr/CantiEjem) (6.5)

Donde:
BD : Base de Datos fuzzy.
CantEjemErro : Cantidad de ejemplos clasificados de forma incorrecta
usando la BD fuzzy codificada en un cromosoma y la BR
final, en la base de datos balanceada.

CantiEjem : Cantidad de ejemplos en la base de datos balanceada.

6.3.4 Funcion de Aptitud del Objetivo de Interpretabilidad en la

Optimizacion de la Base de Datos Fuzzy

Este objetivo es calculado en base al IIS definido como GM3M, propuesto en tra-
bajo [Gacto et al.,[2010] y detallado en la seccién Este objetivo es un objetivo
a minimizar por lo cual consideramos el negativo del GM3M; formalmente defi-
nimos la funcién de aptitud del objetivo de interpretabilidad (¥ A;,,;.) mediante la

siguiente ecuacion:

FApue(BD) = Minimizar (—GM3M) (6.6)

En este punto es importante indicar que la funcién aptitud del objetivo de in-
terpretabilidad para la BD con conjuntos fuzzy uniformente distribuido es uno y
en base a la misma se calcula las métricas de desplazamiento, amplitud lateral y
similaridad de 4reas dentro del GM3M.

6.3.5 Operadores Genéticos en la Optimizacion de la Base de Da-

tos Fuzzy

A continuacién detallamos y explicamos que operadores genéticos son utilizados

en la optimizacion genética multiobjetivo de la BD fuzzy, que son los mismo utili-
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zados en el aprendizaje genético multiobjetivo de la BR fuzzy:

1. Operador de Seleccidn: Se realiza una seleccion por torneo de dos soluciones.
Antes del cruzamiento, el siguiente proceso es repetido dos veces, uno para
cada BD fuzzy padre. Son seleccionadas dos BD fuzzy de forma aleatoria,
y son comparadas segin su dominancia; en caso ninguna solucién domine
a la otra (estdn en la misma frontera), se comparan las distancias de multi-
tud seleccionando la BD fuzzy con mayor distancia de multitud; en caso las
distancias de multitud sean iguales, una de las BD fuzzy es seleccionada de

forma aleatoria.

2. Operador de Cruzamiento: Una vez obtenidas las BD fuzzy padres mediante
el operador de seleccion, segin una probalidad ProbCruzaBD, utilizamos
el cruzamiento SBX, detallado en el Capitulo 3| En este caso consideramos

las siguientes restricciones:

e En caso el valor de algin gen o parametro de algin conjunto fuzzy sea
menor al limite inferior para ese parametro, el valor es modificado al

limite inferior.

e En caso el valor de algtin gen o parametro de algin conjunto fuzzy sea
mayor al limite superior para ese pardmetro, el valor es modificado al

limite superior.

Un ejemplo de cruzamiento de dos reglas BD fuzzy utilizado en este trabajo
es mostrado en la Figura considerando que todos los valores de las BD

fuzzy hijas estan dentro de los limites permitidos para cada parametro.

3. Operador de Mutacion: Después del cruzamiento, sobre ambas BD fuzzy hi-
jas es aplicado o utilizado el operador de mutacién segin una probabilidad
ProbMutaBD. Utilizamos la mutacién polinomial, detallado en el Capitu-

lo 3l En este caso consideramos las siguientes restricciones:

e En caso el valor de algun gen o condicion de algtin conjunto fuzzy des-
pués de la mutacion sea menor al limite inferior, el valor es modificado

al limite inferior.
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6. METODO PROPUESTO: MO-FRBCS-IRL-ID

BD Fuzzy Padre 1 -0.49|0.00 0.50 -0.03|0.38 1.00 0.49|1.00 1.50 -0.11|-0.07 0.29 -0.06|0.26 0.44 | 0.26|0.44 0.63

BD Fuzzy Padre2 -0.30|0.25 0.47 -0.41|0.38 1.24 0.54|1.04 1.64|0.02|-0.10 0.31 -0.04/0.29 0.550.31|0.47 0.60

BD Fuzzy Hijal -0.52|-0.04 0.50 0.03 |0.38 0.97 | 0.48|0.99 1.48 -0.13|-0.07 0.29 -0.06|0.26 0.42 0.25|0.44 0.63

BD Fuzzy Hija2 -0.27|0.29 0.47 -0.47/0.38 1.27 0.55|1.05 1.66 0.04|-0.10 0.31 -0.04/0.29 0.57 0.32|0.47 0.60

Figura 6.8: Ejemplo de Cruzamiento SBX en la Optimizacién de la BD Fuzzy.
u=07-n=1-p=12909

e En caso el valor de algin gen o condicién de algtin conjunto fuzzy des-
pués de la mutacion sea mayor al limite superior, el valor es modificado

al limite superior.

Un ejemplo de mutacion de una BD fuzzy utilizado en este trabajo es mostra-
do en la Figura donde cambian los valores del primer y pentltimo gen,

considerando que esos valores estan dentro de los limites permitidos.

BD Fuzzy [-0.52|-0.04|0.50|0.03 | 0.38 | 0.97 | 0.48 | 0.99 | 1.48 |-0.13|-0.07| 0.29 |-0.06| 0.26 | 0.42 | 0.25 | 0.44 | 0.63

BD Fuzzy Mutada |-0.29|-0.04| 0.50 | 0.03 | 0.38 | 0.97 | 0.48 | 0.99 | 1.48 |-0.13|-0.07| 0.29 |-0.06| 0.26 | 0.42 | 0.25 | 0.38 | 0.63

Figura 6.9: Ejemplo de Mutacién Polinomial en la Optimizacién de la BD Fuzzy.
u=03—-n=1

Los tres operadores son repetidos hasta completar la poblaciéon (); segin la
técnica NSGA-II. Un ejemplo de una posible BD fuzzy con conjunto fuzzy optimi-
zados es mostrado en la Figura[6.10, donde vemos que la interpetabilidad de la BD

fuzzy ha disminuido pero la precision pudo aumentar.

6.3.6 Condicion de Parada y Seleccion de la Base de Datos Fuzzy

Como condicién de parada utilizamos la cantidad de iteraciones para la técnica
NSGA-II (BDCantlterNSGA — II) a definir antes de empezar el proceso de

optimizacion de la BD fuzzy.
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Figura 6.10: Ejemplo de posible BD fuzzy optimizada.

Una vez que la condicion de parada es alcanzada, el resultado es un conjunto
de BD fuzzy no dominadas en ambos objetivos o frontera de Pareto. Ese conjunto
es ordenado de mayor a menor segun el objetivo de precision y seleccionada la
BD fuzzy que se encuentre en la posicion central. En caso existan dos BD fuzzy
en la posicion central, una de ellas es seleccionada de forma aleatoria. Con dicha

seleccidn el proceso de optimizacidn de la BD fuzzy termina.

6.4 Consideraciones Finales

En este capitulo es presentado un nuevo método para la generacion de SFCBR
para bases de datos no balanceadas llamado MO-FRBCS-IRL-ID. El método MO-
FRBCS-IRL-ID presenta algunas diferencias en relacién a otros métodos para el
mismo proposito, principalmente la combinacion del balanceamiento o pre-procesamiento
de datos con el enfoque IRL basado en un AGMO en la generacion de la BR
fuzzy. En el proximo capitulo es realizado un andlisis experimental del método
MO-FRBCS-IRL-ID y comparadado con otros métodos encontrados en la literatu-

ra.
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Experimentos

En este capitulo son presentados los experimentos realizados aplicando el méto-
do propuesto, llamado MO-FRBCS-IRL-ID, para resolver el problema de clasifi-
cacion en bases de datos o ejemplos no balanceadas.

Con el objetivo de realizar un analisis comparativo se utilizaron los resultados
de precision e interpretabilidad obtenidos por los métodos GA-FS+GL [VILLAR
et al., 2012]], GP-COACH-H [Lopez et al., |2013] y PAES-30bj [Antonelli et al.,
2013]], vistos en el Capitulo [5] y compararlos con el método propuesto. Los resul-

tados de ese andlisis comparativo también son discutidos en este capitulo.

7.1 Plan Experimental

Para la validacion del método propuesto para la generacién genética multiobjetivo
de bases de conocimiento fuzzy para clasificacion en bases de datos no balanceada
usando el enfoque iterativo, son utilizadas bases de datos o ejemplos no balancea-
das con un radio de no balanceamiento o desbalanceamiento mayor a9 IR > 9.
Esas bases de datos son obtenidas del repositorio de datos para aprendizaje de
maquina KEEL (Knowledge Extraction based on Evolutionary Learning [Alcala-
Fdez et al.l 2011]]), incluyendo abalone, ecoli, glass, page-blocks, shuttle, vowel,

yeast y las variantes de cada base de datos no balanceada mediante la agrupacion
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7.1 Plan Experimental

de las clases para considerar solo dos clases: clase positiva y clase negativa. En la
Tabla son presentadas las caracteristicas de cada base de datos no balanceada,
especificamente el nimero de ejemplos, el nimero de variables del problema y el
IR, para cada una de las veintidds bases de datos no balanceadas utilizadas en este

trabajo.

Base de Datos # ejemplos # variables IR

Abalonel9 4174 8 128.87
Abalone9vs18 731 8 16.68
Ecoli0137vs26 281 7 39.15
Ecoli4 336 7 13.84
Glass016vs2 192 9 10.29
Glass016vs5 184 9 19.44
Glass2 214 9 10.39
Glass4 214 9 15.47
Glass5 214 9 22.81
Page-blocks13vs2 472 10 15.85
ShuttleOvs4 1829 9 13.87
Shuttle2vs4 129 9 20.5

VowelO 988 13 10.1

Yeast05679vs4 528 8 9.35

Yeast1289vs7 947 8 30.56
Yeast1458vs7 693 8 22.1

Yeast1lvs7 459 8 13.87
Yeast2vs4 514 8 9.08

Yeast2vs8 482 8 23.1

Yeast4 1484 8 28.41
Yeast5 1484 8 32.78
Yeast6 1484 8 39.15

Tabla 7.1: Bases de datos no balanceadas utilizadas en los experimentos.

El método seleccionado para la validacion de cada método es la validacion cru-

zada con cinco particiones, altamente utilizado y recomentado para la validacién
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7. EXPERIMENTOS

de métodos de aprendizaje de maquina. Es importante mencionar que todos los
métodos, es decir, el método propuesto y los tres métodos utilizados para la com-
paracion, utilizan las mismas particiones (conjuntos de entrenamiento y prueba) de
las bases de datos no balanceadas.

Para cada método son obtenidos los siguientes valores: la precision definida por
el AUC en los conjuntos de prueba; y la interpretabilidad definida por el nimero
de reglas fuzzy y el niimero de condiciones en todas las reglas fuzzy de los SFCBR
generados por cada método.

Los pardmetros del método MO-FRBCS-IRL-ID fueron determinados median-

te el conocimiento previo de los autores y son mostrados en la Tabla[7.2]

Pardmetro Valor
Numero de individuos en la poblacion de la generacion de la BR fuzzy 100
Numero de individuos en la poblacion de la optimizacion de la BD fuzzy 50
Numero maximo de generaciones de la generacion de la BR fuzzy 1000
Numero maximo de generaciones de la optimizacion de la BD fuzzy 500
Probabilidad de cruzamiento (ProbCruzaBR'y ProbCruzaBD) 90 %
Probabilidad de mutacién (ProbMutaBR'y ProbMutaBD) 10 %
Grado de marcacion (gm) 0.3

Tabla 7.2: Parametros utilizados por el método MO-FRBCS-IRL-ID en los experi-

mentos.

Para verificar la significancia estadisticas de las diferencias en los resultados
observados por cada método, par a par, fue utilizado la prueba no paramétrica de
rangos con signo de Wilcoxon [Wilcoxon, [1945] [Mann and Whitney, [1947]. Los
datos utilizados son los valores medios de las AUC para cada base de ejemplos
no balanceada, asi como la cantidad de reglas fuzzy y condiciones. La prueba de

rangos con signo de Wilcoxon es utilizado con un nivel de significacién a = 0,05.

7.2 Experimentacion

Los resultados obtenidos para el método MO-FRBCS-IRL-ID son presentados en
la Tabla[Z.3l
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7.2 Experimentacion

Base de Datos Pre-Proc. AUC #Regl. #Condi. IIS
by o U e
abalone9-18 Borderline SMOTE %‘71211) ?1%85? ?2(3?9()) 2)%2615;
ecoli-0-1-3-7.vs 2-6  SMOTE_TL ?Ofgi (712?5? 1(2-181%0 %ﬁ?
ccolid SMOTEENN 000 (o ane o
glass-0-1-6_vs_2 Safe_Level SMOTE ?O'ZJ:;' ﬁ??(g (62'226? (()03?99)
glass-0-1-6_vs_5 Borderline SMOTE ?O'zi? (71323? 1(3"5 6]8)0 %.})3%
glass2 Safe Level SMOTE 0 /#¢ 2200 9000 0144
glass4 Borderline SMOTE 2)’2359) (61?3()) 1(2.'0 658)0 (()0-876;:
wss  owomn G G
page-blocks-1-3.vs.4 Borderline SMOTE 000 100 2000 08
shuttle-c0-vs-c4 None (10'2(?0(; (30'8(?(8 (30-‘(0)(())0(: ?Oi?;
shuttle-c2-vs-c4 NCL (10-8(())(3 (20-337()) (20-337()) 2)}650())
o o SR
yeast-0-5-6-7-9_vs 4  SMOTE P (61§?7()) 13400 0113
yeast-1-2-8:9.vs. 7 ADASYN cwy sm ome o
SN
s vew G
yeast-2_vs_4 Safe Level SMOTE ?022185) i)-;‘gg iggg %gjﬁ
yeast-2_vs_8 SMOTE_ENN 2)?;5()’ (20-.?%? i-i?g (()0(3;171)
e swomn BB
yeasts Borderline SMOTE (()021615) fogfg (71-‘2?7(; 2)(1)9692)
yeast6 Borderline SMOTE ?027127) (70..45‘4(1)8? 1(3.-169?)0 ?0577)

Tabla 7.3: Valores medios obtenidos por el método propuesto.
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7. EXPERIMENTOS

Los valores de desviacion estdndar son mostrados entre paréntesis. Para cada
base de datos no balanceada es utilizado el método MO-FRBCS-IRL-ID con di-
ferentes técnicas de balanceamiento. La Tabla [7.3] muestra la técnica de balancea-
miento donde se obtuvo mejor resultado en base a la precision. En esos resultados
apenas una base de datos, shuttle-cO-vs-c4, muestra mejores resultados cuando no
se aplica ninguna técnica de balanceamiento (none) y también apenas una base de
datos shuttle-c2-vs-c4 muestra mejores resultados al utilizar una técnica de sub-
muestreo (NCL). Las demas bases de datos, muestran mejores resultados al utilizar
alguna técnica de sobremuestreo o hibrido, especificamente, quince que utilizan
una técnica de sobre muestreo y cinco que utilizan una técnica hibrida. Por lo cual
podemos considerar que las técnicas de sobremuestreo e hibridos al poblar el area
de los pequeiios grupos disyuntos y disminuir la superposicion de ejemplos ayudan
a la generacion genética multiobjetivo iterativa para generar reglas fuzzy y opti-
mizar la BD fuzzy que describan los ejemplos de la clase positiva y de la clase
negativa.

Los resultados para cada técnica de balancemiento, asi como los resultados
obtenidos por la generacion de reglas fuzzy, es decir, antes de la optimizacion de
la BD fuzzy, para las veintidds bases de datos no balanceadas son mostrados en el
Anexo[Al

La Tabla muestra el valor de la media del AUC para el método propuesto
en este trabajo y los tres métodos utilizados para la comparacion. Para cada base de
datos no balanceada, el mejor resultado es resaltado en negrita. En caso de empate,
los resultados son resaltados en negrita.

El método propuesto MO-FRBCS-IRL-ID obtiene mejores resultados en la ma-
yoria de bases de datos no balanceadas, especificamente en quince de las veintidos
bases de datos no balanceadas. El método PAES-30bj obtuvo mejores resultados
en seis bases de datos no balanceadas. Seguida del métdo GP-COACH-H que ob-
tuvo mejores resultados en dos bases de datos no balanceadas, siendo una de ellas
empate con el método MO-FRBCS-IRL-ID. Por ultimo el método GA-FS+GL no
obtuvo mejor resultado en ningtn caso, pero esos resultados estdn cerca de la me-
dia de los otros métodos, incluso obteniendo mejor media general que el método
GP-COACH-H. Por consiguiente, el método propuesto MO-FRBCS-IRL-ID obtu-

vo una mejor media de clasificacion basado en el AUC que los otros métodos.
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7.2 Experimentacion

GA-FS GP-COACH PAES MO-FRBCS
Base de Datos
+GL -H -3obj -IRL-ID

abalone19 0.699 0.594 0.727 0.785
abalone9-18 0.628 0.780 0.811 0.791
ecoli-0-1-3-7_vs_2-6 0.790 0.898 0.892 0.852
ecoli4 0.860 0.934 0.909 0.959
glass-0-1-6_vs_2 0.626 0.646 0.662 0.714
glass-0-1-6_vs_5 0.867 0.871 0.885 0.980
glass2 0.729 0.609 0.705 0.746
glass4 0.853 0.793 0.864 0.949
glass5 0.755 0.856 0.898 0.891
page-blocks-1-3_vs_4  0.937 0.884 0.951 0.990
shuttle-c0-vs-c4 0.999 0.996 0.996 1.000
shuttle-c2-vs-c4 0.992 1.000 0.937 1.000
vowel0 0.928 0.946 0.903 0.975
yeast-0-5-6-7-9_vs 4  0.793 0.785 0.835 0.841
yeast-1-2-8-9_vs_7 0.750 0.696 0.688 0.758
yeast-1-4-5-8_vs_7 0.641 0.588 0.645 0.662
yeast-1_vs_7 0.754 0.681 0.775 0.684
yeast-2_vs_4 0.884 0.897 0.944 0.915
yeast-2_vs_8 0.710 0.731 0.814 0.810
yeast4 0.835 0.813 0.868 0.859
yeastS 0.935 0.928 0.952 0.965
yeast6 0.870 0.880 0.888 0.917
Media 0.811 0.809 0.843 0.866

Tabla 7.4: Comparacién de medias del AUC para los datos de prueba.

Para mostrar si los valores medios del AUC obtenidos con el método propuesto
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MO-FRBCS-IRL-ID son significativamente diferentes, se comparé el método pro-
puesto con cada uno de los otros métodos utilizando la prueba no paramétrica de
rangos con signo de Wilcoxon. La Tabla muestran los valores de p, en el caso

que p sea menor al nivel de significacion o = 0,05 se rechaza la hip6tesis nula (no



7. EXPERIMENTOS

existe diferencia significativa) y se concluye que existe diferencia significativa. En
el caso de la comparacion entre el método MO-FRBCS-IRL-ID y GP-COACH-H
el valor de /V es veintiuno porque existe un valor medio del AUC igual para am-
bos métodos. Los resultados muestran que existe diferencia significativa entre los
valores del método propuesto y los tres métodos utilizados en la comparacion de

acuerdo a la prueba de rangos con signo de Wilcoxon.

GA-FS GP-COACH PAES
+GL -H -3obj

MO-FRBCS N =22 N =21 N =22
ARL-ID  p=0,000 p=0000 p=0,035

Tabla 7.5: Resultados de la prueba de rangos con signo de Wilcoxon para la precision
(medias del AUC). Nivel de significacién 0.05. Intervalo de Confianza 95 %.

Se analiz¢ la interpretabilidad del SCFBR para bases de datos no balanceadas
segun la cantidad de reglas fuzzy y la cantidad de condiciones en la BR. La Ta-
bla[7.6| muestra la cantidad de reglas fuzzy obtenidas por el método GA-FS+GL y
el método propuesto MO-FRBCS-IRL-ID en este trabajo. No se muestra la canti-
dad de reglas obtenidas por el método GP-COACH-H porque en el trabajo [Lopez
et al.,[2013] los autores no proveen informacion acerca de esas cantidad, y por otro
lado, las reglas generadas son del tipo DNF, las cuales son reglas fuzzy de baja
interpretabilidad. También, se muestra la cantidad media, entre la cantidad media
minima y la cantidad media médxima de reglas fuzzy, del método PAES-30bj dado
que ese método genera un conjunto de SCFBR no dominados para bases de datos
no balanceadas.

Comparando las medias de las cantidad de reglas fuzzy es posible notar que el
método PAES-30bj levemente obtiene una cantidad de reglas fuzzy menor que los
otros métodos. El método PAES-30bj es mejor que los otros métodos en nueve de
las veintidds bases de datos, asi como que la media total es menor; mientras que el
método GA-FS+GL es mejor que los otros métodos en siete de las veintidés bases
de datos, pero muestra una media mayor, dado que en algunas bases de datos la

cantidad de reglas es considerablemente mayor, por ejemplo, en el caso de Ecoli4;
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7.2 Experimentacion

GA-FS PAES MO-FRBCS

Base de Datos
+GL  -3obj -IRL-ID

Abalone19 7.400  7.785 5.800
Abalone9-18 4.400 7.350 4.800
Ecoli0137vs26 4.200 5.030 7.000
Ecoli4 58.200 4.500 6.800
Glass016vs2 3.600 6.965 4.600
Glass016vs5 4.000 3.550 7.200
Glass2 8.200  5.900 5.200
Glass4 8.400 5.015 6.800
Glass5 5200 4.100 8.200
Page-Blocks13vs4d  6.600 4.580 5.400
shuttleOvs4 14.800 2.635 3.000
shuttle2vs4 4200  2.050 2.200
Vowel0 4.400 5.335 9.600
Yeast05679vs4 9.400 6.900 6.600
Yeast1289vs7 13.800 7.300 6.600
Yeast1458vs7 3.800 6.865 5.200
yeast1vs7 6.800  6.730 8.600
Yeast2vs4 2200 5.700 4.400
Yeast2vs8 5.000 5.550 2.800
Yeast4 6.400 6.365 7.200
Yeast5 4.800 6.165 4.600
Yeast6 5.000 7.400 7.400
Mean 8.670  5.630 5.909

Tabla 7.6: Comparacién de medias de las cantidades de reglas fuzzy para los datos de

prueba.

por ultimo el método propuesto MO-FRBCS-IRL-ID en este trabajo solo obtiene
mejores resultados en seis de las veintidos bases de datos, aunque su media es
similar a la del método PAES-30b;.

Para mostrar si los valores medios de la cantidad de reglas fuzzy obtenidos
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7. EXPERIMENTOS

con el método propuesto MO-FRBCS-IRL-ID son significativamente diferentes,
se comparé el método propuesto con cada uno de los otros métodos utilizando la
prueba no paramétrica de rangos con signo de Wilcoxon. La Tabla muestra
los valores de p. En el caso que p sea menor al nivel de significaciéon a@ = 0,05
se rechaza la hipétesis nula (no existe diferencia significativa) y se concluye que
existe diferencia significativa. Esos resultado muestran que no existe diferencia
significativa entre los valores del método propuesto y los tres métodos utilizados
en la comparacion de acuerdo con la prueba de rangos con signo de Wilcoxon.
El valor de NV es veintiuno cuando se compar6 el método PAES-30bj y el método
MO-FRBCS-IRL-ID porque en una base de datos las medias de cantidad de reglas

fuzzy son iguales.

GA-FS PAES
+GL -3obj

MO-FRBCS N =22 N =21
-IRL-ID p=0,758 p=0,677

Tabla 7.7: Resultados de la prueba de rangos con signo de Wilcoxon para la interpre-
tabilidad (medias de la cantidad de reglas fuzzy). Nivel de significacién 0.05. Intervalo
de Confianza 95 %.

La Tabla muestra la cantidad de condiciones obtenidas por el método GA-
FS+GL y el método MO-FRBCS-IRL-ID propuesto en este trabajo. No se muestra
la cantidad de condiciones del método GP-COACH-H por la misma razén que no
se mostraron la cantidad media de reglas fuzzy. También, se muestra la cantidad
media de condiones, entre la cantidad media minima y la cantidad media méxima
de condiciones, del método PAES-3o0b;.

Después de realizar la comparacion de las medias de las cantidad de condicio-
nes es posible notar que el método propuesto MO-FRBCS-IRL-ID obtiene meno-
res cantidades que los otros métodos. En dieciséis de las veintidds bases de datos
no balanceadas el método propuesto obtiene mejores resultados, mientras que los
métodos GA-FS+GL y PAES-obj obtienen mejores resultados en seis bases de da-

tos no balanceadas, tres bases para cada método. La media general de cantidad de
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7.2 Experimentacion

GA-FS PAES MO-FRBCS

Base de Datos
+GL -3obj -IRL-ID

Abalone19 14.800 37.450 9.400
Abalone9-18 12.320  33.865 8.000
Ecoli0137vs26 10.080 14.050 10.800
Ecoli4 162.960 14.265 12.400
Glass016vs2 10.800 33.580 6.600
Glass016vs5 12.000 8.770 12.600
Glass2 24.600 26.500 9.000
Glass4 26.880 18.450 13.600
Glass5 15.600 11.920 16.200
Page-Blocks13vs4  21.120 20.985 9.600
shuttleOvs4 32.560 6.350 3.000
shuttle2vs4 12.600  2.065 2.200
Vowel0 22.880 33.870 21.400
Yeast05679vs4 20.680 30.100 13.400
Yeast1289vs7 41.400 33.085 15.000
Yeast1458vs7 8.360 32.265 10.200
yeast1vs7 19.040 27.185 17.600
Yeast2vs4 6.600 23.535 8.200
Yeast2vs8 27.000 23.115 4.200
Yeast4 17.920 28.570 13.200
Yeast5 14.400 26.400 7.600
Yeast6 14.000 33.035 12.600
Mean 24940 23.610 10.764

Tabla 7.8: Comparacién de medias de las cantidades de condiciones para los datos de

prueba.

condiciones es similar entre los métodos GA-FS+GL y PAES-obj, los cuales son
superiores a la media general obtenida por el método propuesto.
Para mostrar si los valores medios de la cantidad de condiciones obtenidos

con el método propuesto MO-FRBCS-IRL-ID son significativamente diferentes,
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7. EXPERIMENTOS

se comparé el método propuesto con cada uno de los otros métodos utilizando la
prueba no paramétrica de rangos con signo de Wilcoxon. La Tabla muestran
los valores de p. En el caso que p sea menor al nivel de significacion o = 0,05
se rechaza la hipoétesis nula (no existe diferencia significativa) y se concluye que
existe diferencia significativa. Esos resultado muestran que existe diferencia signi-
ficativa entre los valores del método propuesto y los otros dos métodos utilizados

en la comparacién de acuerdo con la prueba de rangos con signo de Wilcoxon.

GA-FS  PAES
+GL -30bj

MO-FRBCS N =22 N =22
-IRL-ID p=10,001 p=0,000

Tabla 7.9: Resultados de la prueba de rangos con signo de Wilcoxon para la interpre-
tabilidad (medias de la cantidad de condiciones). Nivel de significacién 0.05. Intervalo
de Confianza 95 %.

La media de valores de IIS no son comparados con los otros métodos dado
que el método GA-FS+GL utiliza diferentes valores de granularidad en la BD, el
método GP-COACH-H utiliza conjuntos fuzzy de 2-tuplas (donde cada término
lingiiistico estd compuesto por un término lingiiistico y un nimero [Herrera et al.,
1999]]), el método PAES-obj utiliza particiones fuertes fuzzy (los pardmetros de
los conjuntos fuzzy consecutivos en cada variable lingiiistica estdn relacionados),
y no es un objetivo que los otros métodos utilizaron en la generacién de la BC en

SFCBR para bases de datos no balanceadas.

7.3 Consideraciones Finales

Este capitulo presenté un andlisis experimental del método MO-FRBCS-IRL-ID
propuesto en este trabajo. Los resultados obtenidos fueron comparados con tres
métodos actuales que generan SFCBR para bases de datos no balanceadas. Los
resultados muestran que el método MO-FRBCS-IRL-ID puede obtener mejor pre-

cision que los otros tres métodos utilizando una técnia de sobremuestreo o hibrida
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7.3 Consideraciones Finales

en el procesamiento de los datos, asi como una menor cantidad de condiciones,
siendo la cantidad de reglas fuzzy similar a los otros métodos.
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Conclusiones

Los SCFBR han sido ampliamente utilizados para resolver el problema de cla-
sificaciéon dado que son modelos con alta precision e interpretabilidad, principal-
mente porque la reglas fuzzy se asemejan al raciocinio humano. Los AGs, asi como
los AGMO, han sido utilizados para generar diferentes o todos los componentes de
los SCFBR. Una nueva tendencia, utiliza los AGMO para generar SCFBR en el
problema de bases de datos no balanceadas. Siguiendo esa tendencia, varios traba-
jos han sido propuestos en base a diferentes enfoques y diferenes objetivos. Este
trabajo se une a los otros proponiendo el uso del balanceamiento de datos no balan-
ceados junto al enfoque iterativo en la generacion de reglas fuzzy de clasificacion
e intenta encontrar SCFBR con equilibrados entre los objetivos de precision e in-
terpretabilidad, para la generacion de BC fuzzy (BR y BD) en la clasificacion en
bases de datos no balanceadas.

Este trabajo propone un método definido como MO-FRBCS-IRL-ID (Multi-
Objective Fuzzy Rule-Based Classification Systems based on Iterative Rule Lear-
ning approach for Imbalanced Datasets). Este método difiere esencialmente de los
demds métodos encontradas en la literatura en tres aspectos: la utilizacion del ba-
lancemiento de datos junto al enfoque IRL; el enfoque IRL est4 basado en un AG-

MO que genera una conjunto de reglas fuzzy no dominadas para bases de datos
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8.1 Trabajos Futuros

balanceadas artificialmente; y las funciones de aptitud en los objetivos de preci-
sion utilizadas en el aprendizaje de reglas fuzzy y la optimizacion de los conjuntos
fuzzy.

Los resultados obtenidos en veintidds bases de de datos no balanceadas, en
diversos problemas de clasificacion, muestran estadisticamente que el método pro-
puesto MO-FRBCS-IRL-ID tuvo mejor desempefio al obtener mejores resultados
en la media del AUC que los métodos GA-FS+GL, GP-COACH-H y PAES-3obj
encontrados en la literatura.

Los resultados obtenidos también muestran que el método propuesto obtie-
ne mejores resultados usando técnicas de sobremuestreo o hibridas para el pre-
procesamiento de los datos no balanceados. Ello se debe a que el balanceamiento
de los datos, especificamente los métodos de sobremuestreo o hibridos, ayudan a
resolver el problema de pequefios grupos disyuntos y sobre posicion de ejemplos,
tanto en el aprendizaje de cada regla fuzzy usando al enfoque IRL basado en un
AGMO, asi como la optimizacién de los conjuntos fuzzy basado en un AGMO.

Por ultimo, podemos concluir que la cantidad de reglas fuzzy obtenida por el
método propuesto MO-SCFRB-IRL-ID no muestra una mejora significativa com-
parado con los otros tres métodos. Sin embargo, la principal diferencia en la in-
terpretabilidad de los SCFBR obtenidos, incluso mayor diferencia que la obtenida
en la precision, es el menor numero de condiciones en la BR final de los SCFBR,
dado que se utilizan condiciones tipo don’t care en la generacion de reglas fuzzy

de clasificacion.

8.1 Trabajos Futuros

A continuacion presentamos algunas ideas de trabajos futuros, asi como las mejo-
ras que se pueden hacer al método propuesto en este trabajo definido como MO-
FRBCS-IRL-ID.

Ademas de la técnica de optimizacion genética multiobjetivo NSGA-II, existen
otras técnicas de optimizacion multiobjetivo que se pueden utilizar tanto para el
aprendizaje de reglas fuzzy o para la optimizacion de los conjuntos fuzzy. Dentro
de los mds conocidos tenemos la técnica Strength Pareto Evolutionary Algorithm
2 (SPEA2) y la técnica Pareto Achieved Evolution Strategy (PAES).
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8. CONCLUSIONES

Se pretende incorporar otras formas de seleccién de la mejor solucién de la
frontera de Pareto obtenida por la técnica de optimizacién multiobjetivo. Princi-
palmente, en la seleccion de la mejor regla fuzzy en el proceso iterativo basado en
el enfoque IRL, por ejemplo, la reglas fuzzy que se encuentre mds cerca al punto
medio de la curva generada por la frontera de Pareto. Asi como, la posibilidad de
escoger o combinar mds de una regla fuzzy de la frontera Pareto para disminuir el
tiempo de entrenamiento del método propuesto.

Seria interesante que ademds de considerar como caracteristicas de interpreta-
bilidad la cantidad de reglas fuzzy, la cantidad de condiciones en cada reglas fuzzy
y el IIS, considerar otras caracteristicas, por ejemplo, reglas fuzzy utilizadas o lan-
zadas (grado de compatibilidad mayor a cero con un ejemplo) al mismo tiempo
para clasificar un ejemplo, o disminuir el nimero de reglas fuzzy contradictorias,
es decir, reglas con antecedentes similares y diferentes consecuentes; que pueden
ser considerados como objetivos adicionales de interpretabilidad en la generacion
de reglas fuzzy o en la optimizacién de conjuntos.

Finalmente, se pretende extender el método propuesto MO-FRBCS-IRL-ID pa-
ra tratar otra nueva tendencia en la generacion de SCFBR usando AGMO, la cual
estd relacionada al problema de clasificacion en bases de datos no balanceadas. Esa
nueva tendencia es el problema de clasificacion en grandes bases de datos, dado que
ese gran tamafio puede afectar el cdlculo de las funciones de aptitud al incrementar
demasiado el tiempo de procesamiento (por el gran espacio de biisqueda), pudien-
do generar también modelos fuzzy mas complejos al generar més reglas fuzzy y

condiciones.
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Resultados Obtenidos con el
Método Propuesto

En este anexo mostramos todos los resultados obtenidos por el método pro-
puesto en este trabajo definido como MO-FRBCS-IRL-ID, para las veintidos bases
de datos no balanceadas utilizadas en los experimentos y comparacion de resulta-
dos. Para cada una de las bases de datos no balanceadas utilizadas se muestran los

siguientes resultados:
e BDNB: Base de Datos No Balanceada.
e MB: Método de Balanceamiento.

e AUC_BR: Media del AUC o area bajo la curva ROC después del aprendizaje
de la BR fuzzy del SCFBR utilizando el enfoque IRL y un AGMO. La des-
viacion estandar de las cinco particiones de la validacion cruzada es mostrada

entre paréntesis.

e AUC_BD: Media del AUC o érea bajo la curva ROC después del aprendiza-
je de la BR fuzzy y la optimizacion de la BD fuzzy del SCFBR utilizando
un AGMO. La desviacion estandar de las cinco particiones de la validacion

cruzada es mostrada entre paréntesis.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

e # Regl.: Cantidad de reglas fuzzy en el SCFBR obtenido por el método pro-
puesto. La desviacion estdndar de las cinco particiones de la validacién cru-

zada es mostrada entre paréntesis.

e # Cond.: Cantidad de condiciones en el SCFBR obtenido por el método pro-
puesto. La desviacion estdndar de las cinco particiones de la validacion cru-

zada es mostrada entre paréntesis.

e # IIS: Indice de Interpretabilidad Seméntica en el SCFBR obtenido por el
método propuesto. La desviacion estandar de las cinco particiones de la va-

lidacién cruzada es mostrada entre paréntesis.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.500 0.500 2.800 2.800 0.260
abalonel9 None (0.000) (0.000) (1.095) (1.095) (0.414)
0.771 0.785 5.800 9.400 0.179
abalonel9 SMOTE (0.101) (0.106) (1.924) (3.647) (0.138)
balonel9 Borderline._- 0.676 0.680 6.200 11.400 0.457
abalone SMOTE (0.103) (0.105) (1304) (3.847) (0.059)
0.767 0.770 5.400 9.400 0.097
abalonel9 ADASYN 0.114) (0.110) 2.191) (5.683) (0.099)
balone19 Safe_Level_- 0.783 0.784 5.600 10.600 0.246
abalone SMOTE (0.106) (0.106) (1.817) (4393) (0.156)
0.500 0.500 3.200 3.200 0.227
abalonel9 TL (0.000) (0.000) (1.095) (1.095) (0.432)
0.500 0.500 1.800 2.000 0.632
abalonel9 0SS (0.001) (0.001) (0.447) (0.707) (0.504)
0.500 0.500 2.400 2.400 0.073
abalonel9 NCL (0.000) (0.000) (0.894) (0.894) (0.102)
0.500 0.500 1.000 1.000 1.000
abalonel9 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.775 0.776 6.200 11.400 0.201
abalonel9 SMOTE-TL (0.102) (0.102) (1.789) (4.037) (0.183)
balone19 SMOTE_- 0.773 0.776 6.400 12.200 0.347
abalone ENN (0.109) (0.106) (1.140) (3.564) 0.137)

Tabla A.1: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada abalone19.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.497 0.500 1.000 1.000 0.109
abalone9-18  None (0.003) (0.000) (0.000) (0.000) (0.103)
0.730 0.736 3.000 4.600 0.357
abalone9-18  SMOTE (0.106) (0.106) 0.707) (2.881) (0.240)
baloned-18 Borderline _- 0.772 0.791 4.800 8.000 0.265
abalonez- SMOTE 0.127) 0.101) (1.095) (2.449) 0.121)
0.736 0.752 4.400 7.000 0.257
abalone9-18  ADASYN (0.135) 0.112) (1.140) (3.000) (0.164)
balone9-18 Safe_Level_- 0.685 0.706 2.800 3.200 0.167
abalonez- SMOTE (0.074) (0.068) (0.447) (1.095) (0.150)
0.498 0.500 1.400 1.600 0.361
abalone9-18  TL (0.003) (0.000) (0.548) (0.894) (0.397)
0.658 0.640 2.200 2.600 0.091
abalone9-18  OSS (0.134) 0.122) (0.447) (0.894) (0.125)
0.498 0.500 1.200 1.200 0.224
abalone9-18 ~ NCL (0.003) (0.000) (0.447) (0.447) (0.435)
0.647 0.716 2.600 3.600 0.009
abalone9-18  SBC (0.041) (0.063) (0.894) (1.673) 0.012)
0.714 0.745 3.600 5.600 0.098
abalone9-18  SMOTE.-TL (0.094) 0.114) (1.140) (2.881) (0.082)
balone9-18 SMOTE_- 0.724 0.719 2.800 4.600 0.222
abalone>- ENN (0.066) (0.058) (0.837) (3.130) (0.152)

Tabla A.2: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada abalone9-18.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS

ecoli-0-1-3- 0.546 0.648 4.400 4.600 0.206
7 vs.2-6 None (0.109) 0.223) (0.894) (1.140) (0.444)
ecoli-0-1-3- 0.842 0.845 7.800 11.600 0.299
7 vs.2-6 SMOTE (0.196) (0.204) (1.483) (2.702) (0.051)
ecoli-0-1-3-  Borderline_- 0.815 0.832 6.600 7.400 0.194
7 vs.2-6 SMOTE (0.219) 0.216) (1517) (1.817) (0.089)
ecoli-0-1-3- 0.809 0.814 6.200 9.400 0.239
7 vs.2-6 ADASYN 0.197) (0.199) (2.683) (4.336) (0.152)
ecoli-0-1-3-  Safe_Level_- 0.820 0.831 8.000 12.800 0.244
7 vs.2-6 SMOTE (0.206) (0.198) @.121) (2.588) (0.199)
ecoli-0-1-3- 0.846 0.846 5.200 5.800 0.427
7 v$.2-6 TL (0.221) 0.221) (0.447) (0.447) (0.524)
ecoli-0-1-3- 0.772 0.779 2.200 2.600 0.804
7 v$.2-6 0SS (0.082) (0.067) (0.447) (0.548) (0.439)
ecoli-0-1-3- 0.796 0.848 5.400 6.000 0.223
7 v$.2-6 NCL (0.275) (0.222) (0.548) (0.707) (0.435)
ecoli-0-1-3- 0.500 0.500 1.000 1.000 1.000
7 v$.2-6 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
ecoli-0-1-3- 0.849 0.852 7.000 10.800 0.128
7 vs.2-6 SMOTE.TL 0.201) (0.203) (1.225) (3.114) ©0.161)
ecoli-0-1-3-  SMOTE_- 0.845 0.847 7.400 9.600 0.181
7 vs.2-6 ENN (0.198) (0.199) (1517) (3.050) (0.245)

Tabla A.3: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada ecoli-0-1-3-7_vs_2-6.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
. 0.500 0.500 3.000 4.000 0.240
ecoli4 None (0.000) (0.000) (0.000) (1.000) (0.426)
. 0.935 0.939 6.800 11.600 0.284
ecoli4 SMOTE 0.071) (0.069) (0.837) (2.966) (0.139)
L4 Borderline_- 0.890 0.918 5.400 9.600 0.204
ccolt SMOTE (0.056) 0.071) (1.517) (3.715) (0.250)
. 0.923 0.924 6.000 11.600 0.211
ecoli4 ADASYN (0.082) 0.078) (1.732) 4.561) (0.225)
L4 Safe_Level - 0.899 0.905 7.600 13.400 0.146
ccoli SMOTE (0.060) (0.064) (1.140) (2.408) 0.227)
. 0.622 0.622 3.200 5.000 0.254
ecoli4 TL 0.171) 0.171) (0.837) (2.739) (0.427)
. 0.899 0.884 2.400 4.600 0.105
ecoli4 0SS 0.078) 0.061) (0.548) (1.140) (0.129)
. 0.619 0.619 4.000 6.200 0.437
ecoli4 NCL (0.166) (0.166) 0.707) .775) 0.514)
. 0.500 0.500 1.000 1.000 1.000
ecoli4 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
. 0.927 0.931 7.200 14.000 0.256
ecoli4 SMOTE.-TL (0.076) 0.078) (2.280) (3.808) (0.154)
L4 SMOTE _- 0.957 0.959 6.800 12.400 0.371
ccoli ENN (0.030) 0.031) (1.304) (3.435) 0.121)

Tabla A.4: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada ecoli4.
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BDNB MB AUC BR AUCBD #Regl. #Cond. IS

glass-0-1-6_- 0.500 0.500 3.000 3.800 0.622
vs.2 None (0.000) (0.000) 0.707) (1.304) (0518)
glass-0-1-6_- 0.575 0.584 5.400 9.600 0.172
vs.2 SMOTE 0.050) (0.058) (1817) (4.099) 0.207)
glass-0-1-6_-  Borderline_- 0.617 0.620 4.800 9.000 0.203
vs.2 SMOTE 0.062) (0.055) (0.447) (1414) 0.168)
glass-0-1-6_- 0.650 0.659 5.000 9.600 0.132
vs.2 ADASYN 0.060) 0.049) (1581) (5.683) 0.121)
glass-0-1-6_-  Safe Level - 0.706 0.714 4.600 6.600 0.209
vs.2 SMOTE 0.068) 0.071) (1.140) (2.966) 0219)
glass-0-1-6_- 0.494 0.494 2.400 2.600 0.664
vs.2 TL 0.008) 0.008) (0.548) (0.894) 0.470)
glass-0-1-6_- 0.449 0.469 1.600 1.800 0.602
vs.2 0SS 0.055) 0.021) (0.548) (0.837) (0.545)
glass-0-1-6_- 0.491 0.491 2.600 2.600 0.838
vs.2 NCL 0.008) 0.008) (0.548) (0.548) 0362)
glass-0-1-6_- 0.500 0.500 1.000 1.000 1.000
vs.2 SBC 0.000) 0.000) 0.000) 0.000) 0.000)
glass-0-1-6_- 0.633 0.641 4.600 8.400 0.153
vs.2 SMOTE.TL 0.022) 0.024) (1.140) (5.177) 0.074)
glass-0-1-6_-  SMOTE_- 0.694 0.683 6.800 12.200 0.096
vs.2 ENN 0.121) 0.105) 0.447) 2.775) 0.110)

Tabla A.5: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada glass-0-1-6_vs_2.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IS

glass-0-1-6_- 0.497 0.497 2.600 2.800 0.077
vs.S None (0.006) (0.006) (0.894) (1.304) (0.106)
glass-0-1-6_- 0.896 0.946 7.200 14200  0.254
vs.5 SMOTE (0.127) (0.040) (2.049) (6.535) (0.145)
glass-0-1-6_-  Borderline - 0.827 0.980 7.200 12.600  0.188
vs.5 SMOTE (0.233) (0.016) (1.483) (2.510) (0.087)
glass-0-1-6_- 0.934 0.934 5.600 9.400 0.195
vs.5 ADASYN (0.036) (0.036) (0.548) (1.817) (0.209)
glass-0-1-6_-  Safe Level - 0.826 0.929 6.000 11.800  0.103
vs.5 SMOTE (0.238) (0.023) (1.581) (2.387) (0.133)
glass-0-1-6._- 0.600 0.647 3.000 3.600 0.202
vs.5 TL (0.224) (0.218) (1.000) (1.817) (0.446)
glass-0-1-6_- 0.713 0.780 3.200 5.800 0.115
vs.S 0SS (0.244) (0.194) (1.095) (1.643) (0.137)
glass-0-1-6._- 0.647 0.697 3.200 3.600 0.223
vs.S NCL (0.226) (0.270) (0.837) (1.342) (0.436)
glass-0-1-6_- 0.500 0.500 1.000 1.000 1.000
vs.5S SBC (0.000) (0.000) (0.000) (0.000) (0.000)
glass-0-1-6._- 0.946 0.951 7.400 15.600  0.249
vs.5 SMOTE-TL (0.027) (0.030) (0.548) (3.578) (0.081)
glass-0-1-6_-  SMOTE - 0.943 0.943 5.600 13.000  0.168
vs.5 ENN (0.045) (0.045) (1.342) (4.848) (0.078)

Tabla A.6: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada glass-0-1-6_vs_5.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.500 0.500 2.600 2.600 0.609

glass2 None (0.000) (0.000) (0.548) (0.548) (0.536)
0.678 0.690 4.800 6.800 0.125

glass2 SMOTE (0.039) (0.031) (0.837) (1.924) (0.184)
lass? Borderline._- 0.693 0.698 5.400 8.000 0.145
glass SMOTE (0.059) (0.063) (0.894) 2.121) (0.109)
0.673 0.693 3.600 5.000 0.062

glass2 ADASYN (0.045) (0.046) (0.894) (1.414) (0.104)
lass? Safe_Level_- 0.731 0.746 5.200 9.000 0.144
glass SMOTE (0.059) (0.061) (1.483) (3.742) (0.197)
0.497 0.497 2.600 2.600 0.604

glass2 TL (0.006) (0.006) (0.548) (0.548) (0.542)
0.477 0.511 1.600 1.800 0.800

glass2 0SS (0.019) (0.076) (0.894) (1.304) (0.447)
0.497 0.497 2.200 2.200 0.438

glass2 NCL (0.006) (0.006) (0.447) (0.447) 0.513)
0.500 0.500 1.000 1.000 1.000

glass2 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.670 0.688 3.800 4.800 0.049

glass2 SMOTE-TL (0.039) (0.041) (0.837) (1.924) (0.069)
lass? SMOTE_- 0.708 0.713 4.400 7.800 0.205
glass ENN (0.036) (0.030) (0.548) (2.490) (0.182)

Tabla A.7: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada glass?2.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
lassd 0.640 0.738 5.000 8.800 0.072
glass None (0.096) (0.148) 0.707) (1.789) (0.096)
0.905 0.910 6.800 14.800 0.050
glass4 SMOTE (0.107) (0.103) (1.483) (2.280) (0.070)
lased Borderline _- 0.942 0.949 6.800 13.600 0.064
glass SMOTE (0.070) (0.075) (1.643) (3.050) (0.079)
0.908 0.908 8.400 18.800 0.171
glassd ADASYN (0.103) (0.109) (3.209) (7.855) (0.065)
lassd Safe_Level - 0.902 0.935 7.200 18.200 0.124
glass SMOTE 0.075) 0.017) (2.490) 8.075) (0.087)
0.744 0.823 4.800 10.000 0.080
glass4 TL 0.151) (0.150) (0.837) (2.550) 0.115)
0.834 0.832 3.200 5.800 0.317
glass4 0SS (0.125) (0.129) (0.837) (1.483) (0.410)
0.897 0.930 5.600 11.400 0.421
glass4 NCL (0.105) (0.102) (1.140) (2.608) (0.530)
0.450 0.450 1.000 1.000 1.000
glass4 SBC 0.112) 0.112) (0.000) (0.000) (0.000)
0.913 0.915 6.000 12.200 0.140
glass4 SMOTE.-TL 0.114) 0.114) (1.225) (1.924) (0.139)
lassd SMOTE_- 0.908 0.905 6.600 13.800 0.133
glass ENN (0.109) (0.109) (1.140) (4.025) 0.131)

Tabla A.8: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada glass4.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.498 0.500 2.200 2.600 0.600
glassS None (0.005) (0.000) (0.447) (1.342) (0.547)
0.813 0.818 8.200 16.200 0.092
glass> SMOTE (0.218) (0.222) (2.168) (6.907) (0.150)
lass5 Borderline._- 0.878 0.880 7.800 13.000 0.166
glass SMOTE (0.123) (0.125) (1.095) (2.345) (0.169)
0.884 0.884 6.200 12.600 0.222
glassS ADASYN (0.088) (0.088) (1.643) (5.505) 0.167)
lassS Safe_Level_- 0.805 0.810 6.200 12.200 0.097
glass SMOTE 0.127) 0.131) 2.775) (7.190) (0.107)
0.498 0.598 2.600 2.800 0.800
glassS TL (0.005) 0.218) (0.894) (1.304) (0.447)
0.685 0.688 3.400 6.000 0.606
glassS 0SS (0.260) 0.263) (1517 (3.808) (0.540)
0.495 0.548 3.000 3.400 0.600
glassS NCL (0.007) (0.106) 0.707) (1.517) (0.548)
0.500 0.500 1.000 1.000 1.000
glassS SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.889 0.891 8.200 16.200 0.192
glassS SMOTE-TL (0.106) (0.100) (3.347) (6.058) (0.154)
lassS SMOTE_- 0.832 0.882 7.600 15.800 0.135
glass ENN (0.209) (0.096) (1517) (4.604) (0.138)

Tabla A.9: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada glass5.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUC BR AUCBD #Regl. #Cond. IS

page-blocks- N 0.676 0.692 3.800 5.800 0.029
1-3.vs 4 one 0.101) (0.087) (0.837) (2.387) (0.042)
page-blocks- 0.908 0.950 3.600 7.800 0.260
13 vs 4 SMOTE 0.051) 0.030) (1.140) 4207) 0.199)
page-blocks-  Borderline - 0.980 0.990 5.400 9.600 0.154
13 vs 4 SMOTE 0.009) 0.005) (1.140) (1.949) 0.134)
page-blocks- 0.950 0.959 6.400 11.800 0.347
13 vs 4 ADASYN 0.035) 0.037) @.191) 4.764) (0.231)
page-blocks-  Safe_Level - 0.871 0.917 3.200 6.200 0.109
13 vs 4 SMOTE 0.048) 0.027) (1.643) (1.924) 0.052)
page-blocks- TL 0.711 0.716 4.600 6.800 0.043
13 vs 4 (0.145) 0.141) (0.548) (1.095) (0.036)
page-blocks- 0.746 0.812 3.000 4.200 0.128
13 vs. 4 0SS 0.116) 0.070) (1.000) 0.837) 0.131)
page-blocks- NCL 0.707 0.739 4.000 6.600 0.203
123 vs 4 0.099) 0.107) 0.707) 2.702) (0.445)
page-blocks- SBC 0.500 0.500 1.000 1.000 1.000
1:3.vs 4 0.000) 0.000) 0.000) 0.000) 0.000)
page-blocks- 0.945 0.964 3.200 6.200 0.137
1-3.vs 4 SMOTE.TL 0.018) 0.016) (1304) (2.683) 0.106)
page-blocks-  SMOTE_- 0.896 0.932 4.000 8.000 0.158
1-3.vs 4 ENN 0.060) 0.044) (1732) 4.743) 0.175)

Tabla A.10: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada page-blocks-1-3_vs_4.
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BDNB MB AUCBR AUCBD #Regl. #Cond. IIS

shuttle-c0- 0.992 1.000 3.000 3.000 0.185
vs-cd None 0.011) (0.000) (0.000) (0.000) (0.265)
shuttle-c0- 0.992 1.000 3.600 5.000 0.116
vs-cd SMOTE (0.011) (0.000) (0.548) (1.225) (0.136)
shuttle-c0- Borderline._- 0.992 1.000 3.000 3.000 0.044
vs-cd SMOTE (0.011) (0.000) (0.000) (0.000) (0.039)
shuttle-c0- 0.986 0.996 2.800 3.400 0.216
vs-cd ADASYN (0.018) (0.006) (1.095) (1.673) (0.178)
shuttle-c0- Safe Level - 0.992 1.000 3.400 3.600 0.015
vs-cd SMOTE (0.011) (0.000) (0.548) (0.548) (0.017)
shuttle-c0- 1L 0.992 1.000 3.000 3.000 0.099
vs-cd 0.011) (0.000) (0.000) (0.000) (0.075)
shuttle-c0- 0.959 0.996 2.800 3.200 0.464
vs-cd 0SS (0.047) (0.008) (0.447) (0.837) (0.496)
shuttle-c0- 0.992 1.000 3.400 3.400 0.232
vs-cd NCL 0.011) (0.000) (0.548) (0.548) (0.432)
shuttle-c0- 0.496 0.500 1.600 1.600 0.606
vs-cd SBC (0.009) (0.000) (0.548) (0.548) (0.539)
shuttle-c0- 0.992 1.000 4.800 6.400 0.061
vs-cd SMOTE-TL 0.011) (0.000) (1.095) (2.074) (0.039)
shuttle-c0- SMOTE - 0.992 1.000 4.600 6.200 0.369
vs-cd ENN 0.011) (0.000) (1517 (2.490) (0.387)

Tabla A.11: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada shuttle-cO-vs-c4.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. 1IS

shuttle-c2- 0.892 0.900 2.000 2.000 0.226
Vs-cA None (0.219) (0.224) (0.707) (0.707) (0.433)
shuttle-c2- 0.892 0.896 2.800 3.400 0.229
vecd SMOTE (0.219) 0.221) (1.095) (1.140) (0.137)
shuttle-c2- Borderline._- 0.842 0.950 2.600 2.600 0.129
vecd SMOTE 0.217) 0.112) (0.548) (0.548) (0.180)
shuttle-c2- 0.888 0.996 3.000 4.600 0.188
vecd ADASYN 0.217) (0.009) (1.000) (1.140) (0.190)
shuttle-c2- Safe_Level - 0.818 0.927 3.000 4.000 0.207
vecd SMOTE (0.196) (0.101) (1.000) (1.581) (0.123)
shuttle-c2- 0.992 1.000 2.400 2.400 0.042
vecd TL 0.011) (0.000) (0.894) (0.894) (0.050)
shuttle-c2- 0.822 0.922 2.000 2.000 0.418
veecd 0SS (0.200) (0.097) (0.000) (0.000) (0.532)
shuttle-c2- 0.992 1.000 2.200 2.200 0.150
vs-cd NCL ©.011) (0.000) (0.447) (0.447) (0.160)
shuttle-c2- 0.500 0.500 1.000 1.000 1.000
veecd SBC (0.000) (0.000) (0.000) (0.000) (0.000)
shuttle-c2- 0.892 0.896 3.200 3.600 0.191
veecd SMOTE.TL (0.219) 0.222) (0.837) (1342) (0.245)
shuttle-c2- SMOTE - 0.892 1.000 3.600 4.000 0.079
veecd ENN (0.219) (0.000) (0.894) (1.414) (0.095)

Tabla A.12: Valores medios obtenidos por el método propuesto para la base de datos
no balanceada shuttle-c2-vs-c4.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.868 0.889 7.000 11.000 0.076
vowel() None 0.078) (0.070) (1.581) (3.240) (0.099)
0.934 0.937 9.000 16.800 0.327
vowel() SMOTE (0.039) (0.037) (0.000) (0.837) (0.139)
10 Borderline _- 0.917 0.938 7.000 12.000 0.126
vowe SMOTE 0.012) 0.023) (3.240) (7.348) (0.120)
0.957 0.975 9.600 21.400 0.153
vowel() ADASYN (0.036) (0.008) (2.966) (11.261) (0.169)
10 Safe_Level_- 0.964 0.965 11.000 23.600 0.191
vowe SMOTE (0.009) (0.007) (1.000) (3.847) 0.118)
0.838 0.863 6.200 9.200 0.146
vowel() TL (0.080) (0.056) (1.789) (4.764) (0.138)
0.898 0.902 5.800 10.200 0.078
vowel() 0SS 0.071) (0.065) (1.789) (4.764) (0.064)
0.863 0.879 6.000 8.800 0.256
vowel() NCL (0.070) (0.057) (1.581) (3.962) (0.429)
0.751 0.758 4.400 7.600 0.433
vowel() SBC (0.230) (0.236) (2.510) (5.899) 0.521)
0.948 0.950 9.600 19.400 0.108
vowel() SMOTE-TL (0.037) (0.037) (2.302) (6.066) (0.123)
10 SMOTE_- 0.936 0.955 9.800 20.000 0.196
vowe ENN (0.056) (0.026) (1.095) (2.449) (0.176)

Tabla A.13: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada vowel0.

149



A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUC BR AUCBD #Regl. #Cond. IS

yeast-0-5-6- N 0.497 0.507 2.200 3.800 0.650
7.9 vs 4 one (0.005) (0.022) (1.304) (3271) (0.485)
yeast-0-5-6- 0.831 0.841 6.600 13.400 0.113
7.9 vs 4 SMOTE 0.035) 0.032) (1517) (3362) (0.148)
yeast-0-5-6-  Borderline_- 0.821 0.825 4.400 9.200 0.232
7.9 vs 4 SMOTE 0.050) 0.049) (0.894) (2.280) 0.153)
yeast-0-5-6- 0.811 0.813 6.000 13.000 0.183
7.9 vs 4 ADASYN (0.051) 0.048) 0.707) (3.162) (0.124)
yeast-0-5-6-  Safe Level - 0.816 0.823 4.200 7.600 0.129
7.9 vs 4 SMOTE (0.057) (0.057) 0.837) 2.702) (0.149)
yeast-0-5-6- TL 0.563 0.582 4.200 9.000 0.190
7.9 vs. 4 0.073) 0.082) 0.837) (3.162) 0.143)
yeast-0-5-6- 0.726 0.726 2.600 4.000 0.298
7.9 vs. 4 0SS 0.155) 0.150) (1.140) (2.550) (0.407)
yeast-0-5-6- NCL 0.608 0.682 4.600 10.200 0.130
7.9 vs. 4 0.078) 0.050) (0.548) (1.643) 0.061)
yeast-0-5-6- SBC 0.500 0.500 1.000 1.000 1.000
7.9 vs. 4 0.000) 0.000) 0.000) 0.000) 0.000)
yeast-0-5-6- 0.812 0.834 6.000 12.000 0.106
7.9 vs. 4 SMOTE-TL 0.030) 0.037) (1581) (1225) 0.168)
yeast-0-5-6-  SMOTE_- 0.814 0.823 5.600 10.000 0.182
7.9 vs. 4 ENN 0.052) 0.036) (1.140) (1225) 0.185)

Tabla A.14: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-0-5-6-7-9 _vs_4.
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BDNB MB AUC BR AUCBD #Regl. #Cond. IS

yeast-1-2-8- 0.495 0.496 1.400 1.600 0.607
9 vs.7 None (0.004) (0.004) (0.548) (0.894) (0.538)
yeast-1-2-8- 0.697 0.710 7.400 14.200 0.149
9 vs.7 SMOTE 0.056) 0.065) 2.702) (6.140) 0.105)
yeast-1-2-8-  Borderline_- 0.686 0.690 6.200 13.200 0.272
9 vs.7 SMOTE 0.076) 0.076) (1.789) (4.764) 0.153)
yeast-1-2-8- 0.748 0.758 6.600 15.000 0.163
9 vs.7 ADASYN 0.055) 0.065) (1817) (3.742) 0.125)
yeast-1-2-8-  Safe Level - 0.706 0.736 6.800 12.600 0.097
9 vs.7 SMOTE 0.108) 0.119) (1.643) (3912) 0.133)
yeast-1-2-8- 0.497 0.498 1.800 1.800 0.603
9 vs.7 TL 0.002) 0.002) (0.447) 0.447) (0.543)
yeast-1-2-8- 0.577 0.578 1.800 2.200 0.607
9 vs.7 0SS 0.099) 0.099) 0.837) (1304) (0.538)
yeast-1-2-8- 0.497 0.498 1.800 1.800 0.575
9 vs.7 NCL 0.002) 0.002) (0.447) 0.447) (0.394)
yeast-1-2-8- 0.500 0.500 1.000 1.000 1.000
9 vs.7 SBC 0.000) 0.000) 0.000) 0.000) 0.000)
yeast-1-2-8- 0.717 0.725 7.000 13.800 0.210
9 vs.7 SMOTE.TL 0.072) 0.067) (2.236) (4.658) 0.251)
yeast-1-2-8-  SMOTE_- 0.697 0.703 6.200 15.200 0.223
9 vs.7 ENN 0.096) 0.107) (1.924) (5.805) 0.123)

Tabla A.15: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-1-2-8-9_vs_7.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUC BR AUCBD #Regl. #Cond. IS

yeast-1-4-5- 0.498 0.498 1.800 1.800 1.000
8 vs.7 None (0.002) (0.002) (0.837) (0.837) (0.000)
yeast-1-4-5- 0.660 0.662 5.200 10.200 0.256
8 vs.7 SMOTE 0.056) 0.055) (2387) (5263) 0.164)
yeast-1-4-5-  Borderline_- 0.620 0.630 7.000 15.000 0.187
8 vs.7 SMOTE 0.069) 0.068) (3.162) (7.176) 0.084)
yeast-1-4-5- 0.635 0.640 6.000 11.800 0.363
3 vs 7 ADASYN 0.037) 0.030) (2.000) (5.805) 0.205)
yeast-1-4-5-  Safe Level - 0.632 0.636 7.200 15.200 0.237
8 vs 7 SMOTE 0.050) 0.047) (2.168) (5.630) 0.137)
yeast-1-4-5- 0.497 0.497 1.200 2.200 0.803
3 vs 7 TL 0.002) 0.002) (0.447) (2.683) (0.441)
yeast-1-4-5- 0.497 0.497 1.000 1.000 1.000
8 vs.7 0SS 0.002) 0.002) 0.000) 0.000) 0.000)
yeast-1-4-5- 0.496 0.496 1.000 1.000 1.000
8 vs.7 NCL 0.000) 0.000) 0.000) 0.000) 0.000)
yeast-1-4-5- 0.500 0.500 1.000 1.000 1.000
8 vs.7 SBC 0.000) 0.000) 0.000) 0.000) 0.000)
yeast-1-4-5- 0.627 0.621 7.000 14.600 0.217
8 vs.7 SMOTE.TL 0.031) 0.027) (3317) (7.893) 0.125)
yeast-1-4-5- SMOTE_- 0.641 0.643 8.200 18.800 0.266
8 vs.7 ENN 0.083) 0.083) (2.864) (8.167) (0.154)

Tabla A.16: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-1-4-5-8_vs_7.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.498 0.498 1.200 1.600 0.807
yeast-1.vs.7  None (0.003) (0.003) (0.447) (1.342) (0.431)
0.640 0.642 8.400 16.200 0.393
yeast-1.vs.7 SMOTE (0.060) (0.060) (2.793) (7.225) (0.165)
1 Borderline _- 0.649 0.667 9.000 18.400 0.146
yeast-1.vs.7 SMOTE (0.075) (0.097) (1.225) (3.286) (0.229)
0.659 0.684 8.600 17.600 0.228
yeast-1.vs.7 ADASYN (0.057) (0.060) (3.130) (8.989) (0.153)
| 7 Safe_Level - 0.635 0.650 7.000 13.800 0.390
yeast-lvs-1 <V IOTE (0.042) (0.054) (2.739) (8.871) (0.134)
0.499 0.499 1.600 1.800 0.806
yeast-l.vs.7  TL (0.003) (0.003) (0.894) (1.095) (0.434)
0.504 0.542 1.600 2.200 0.638
yeast-1.vs. 7 OSS (0.050) (0.063) (0.894) (2.168) (0.500)
0.495 0.529 1.800 2.400 0.811
yeast-1.vs.7  NCL (0.008) (0.067) (0.837) (1.342) (0.422)
0.500 0.500 1.000 1.000 1.000
yeast-1.vs.7  SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.632 0.683 8.200 15.400 0.192
yeast-1.vs.7 SMOTE-TL (0.087) (0.032) (2.168) (4.037) (0.184)
| 7 SMOTE_- 0.647 0.650 7.600 14.800 0.293
yeast-1_vs_ ENN (0.044) (0.045) (2.302) (6.301) (0.164)

Tabla A.17: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-1_vs_7.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.730 0.806 4.200 8.600 0.037
yeast-2.vs.4  None (0.104) (0.083) (1.095) (3.507) (0.037)
0.903 0.910 5.400 10.600 0.147
yeast-2.vs.4  SMOTE (0.023) (0.027) (1.342) (2.510) (0.125)
5 ved Borderline _- 0.894 0.907 5.000 9.600 0.125
yeast-Zvs-4 o MOTE (0.031) (0.032) (1.225) (2.881) (0.156)
0.891 0.892 5.200 8.200 0.280
yeast-2.vs.4  ADASYN (0.033) (0.032) (0.837) (1.483) (0.202)
2 vs.d Safe_Level_- 0.894 0.915 4.400 8.200 0.050
yeast-Zvs4 o MOTE (0.038) (0.028) (0.894) (2.588) (0.074)
0.777 0.843 4.000 6.800 0.056
yeast-2.vs.4  TL 0.115) (0.081) (1.000) (2.168) (0.056)
0.881 0.888 4.000 7.800 0.109
yeast-2.vs.4  OSS (0.043) (0.044) 0.707) (0.447) (0.087)
0.758 0.850 4.000 7.200 0.079
yeast-2.vs.4  NCL ©.111) (0.070) 0.707) (1.483) (0.092)
0.500 0.500 1.000 1.000 1.000
yeast-2.vs.4  SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.905 0.904 5.800 11.000 0.150
yeast-2.vs.4  SMOTE.TL (0.025) (0.023) (1.304) (3.317) (0.103)
2 vs.d SMOTE_- 0.910 0.910 5.800 11.400 0.226
yeast-2_vs. ENN (0.029) 0.022) (1304) (2.793) (0.232)

Tabla A.18: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-2_vs_4.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.499 0.550 1.800 2.000 0.675
yeast-2.vs.8  None (0.002) 0.112) (0.447) (0.707) (0.457)
0.749 0.809 2.600 4.600 0.001
yeast-2.vs.8  SMOTE (0.152) 0.122) (0.894) (2.074) (0.001)
5 vs.8 Borderline _- 0.570 0.747 3.800 6.200 0.097
yeast-2_vs_ SMOTE (0.108) (0.085) (1.483) (4.087) 0.072)
0.564 0.619 9.000 20.000 0.187
yeast-2.vs.8  ADASYN (0.059) (0.104) (2.345) (5.612) (0.166)
5 vs.8 Safe_Level - 0.749 0.764 2.600 4.800 0.095
yeast-2_vs_ SMOTE (0.088) (0.103) (0.548) (2.280) (0.105)
0.499 0.499 1.600 1.600 1.000
yeast-2.vs.8  TL (0.002) (0.002) (0.548) (0.548) (0.000)
0.599 0.746 3.000 4.000 0.006
yeast-2.vs.8  OSS (0.106) (0.089) 0.707) (1.871) (0.008)
0.499 0.499 1.600 1.600 1.000
yeast-2.vs.8  NCL (0.002) (0.002) (0.548) (0.548) (0.000)
0.549 0.530 1.200 1.400 0.801
yeast-2.vs.8  SBC ©.111) (0.067) (0.447) (0.894) (0.444)
0.786 0.788 2.800 5.600 0.123
yeast-2.vs.8  SMOTE.TL (0.103) (0.104) (0.837) (3.286) (0.152)
5 vs.8 SMOTE_- 0.791 0.810 2.800 4.200 0.041
yeast-2.vs_ ENN (0.106) (0.105) (0.447) (1.643) (0.067)

Tabla A.19: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast-2_vs_8.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.500 0.500 2.800 4.400 0.222

yeast4 None (0.001) (0.000) (0.447) (0.894) (0.435)
0.853 0.854 7.000 13.800 0.101

yeast4 SMOTE (0.025) 0.023) (2.739) (9.365) (0.107)
4 Borderline._- 0.856 0.858 5.800 12.000 0.133
yeast SMOTE (0.030) (0.029) (1.483) (2.739) 0.115)
0.842 0.854 7.400 15.800 0.205

yeast4 ADASYN (0.031) (0.032) (1.140) 4.919) 0.127)
4 Safe_Level - 0.848 0.857 4.800 8.800 0.240
yeast SMOTE (0.028) 0.022) (0.837) 2.775) (0.179)
0.499 0.500 2.800 4.400 0.046

yeast4 TL (0.001) (0.001) (0.447) (0.894) (0.036)
0.498 0.498 1.400 1.600 0.801

yeast4 0SS (0.002) (0.002) (0.548) (0.894) (0.444)
0.498 0.500 3.200 4.800 0.261

yeast4 NCL (0.003) (0.001) (0.447) (0.837) (0.414)
0.500 0.500 1.000 1.000 1.000

yeast4 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.851 0.859 7.200 13.200 0.224

yeast4 SMOTE.-TL (0.024) 0.022) (2.588) (5.119) (0.205)
4 SMOTE_- 0.848 0.849 7.200 14.000 0.204
yeast ENN (0.029) (0.028) (1.643) (3.391) (0.200)

Tabla A.20: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast4.
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BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.500 0.500 4.200 5.000 0.417

yeasts None (0.000) (0.000) (0.837) (1.000) (0.532)
0.954 0.954 5.000 9.200 0.202

yeastS SMOTE (0.032) (0.032) (1.000) (2.280) 0.171)
5 Borderline _- 0.952 0.965 4.600 7.600 0.162
yeast SMOTE (0.034) (0.011) (0.548) (1.817) (0.099)
0.949 0.964 5.000 9.000 0.220

yeast5 ADASYN (0.033) (0.009) (1.225) (3.464) (0.225)
5 Safe_Level_- 0.957 0.959 4.200 6.800 0.078
yeast SMOTE (0.014) 0.014) (0.447) (1.304) (0.029)
5 TL 0.500 0.500 4.600 5.800 0.802
yeast (0.000) (0.000) (0.548) (0.837) (0.444)
0.891 0.924 3.000 4.400 0.029

yeasts 0SS (0.025) 0.022) 0.707) (1.673) (0.050)
0.652 0.707 6.000 9.800 0.237

yeasts NCL (0.104) (0.155) 0.707) (2.280) (0.428)
0.500 0.500 1.000 1.000 0.800

yeasts SBC (0.000) (0.000) (0.000) (0.000) (0.447)
0.951 0.964 4.200 7.000 0.085

yeastS SMOTE-TL (0.034) (0.009) (0.447) (1.732) (0.088)
5 SMOTE_- 0.959 0.964 4.200 7.200 0.187
yeast ENN 0.016) 0.013) (0.447) (1.924) (0.187)

Tabla A.21: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast5.
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A. RESULTADOS OBTENIDOS CON EL METODO PROPUESTO

BDNB MB AUCBR AUCBD #Regl. # Cond. IIS
0.500 0.500 3.000 3.400 0.805

yeast6 None (0.000) (0.000) (0.000) (0.548) (0.435)
0.902 0.905 9.200 18.400 0.336

yeast6 SMOTE (0.070) (0.069) (1.095) (2.302) (0.185)
Borderline _- 0914 0.917 7.400 12.600 0.177

yeast6 SMOTE (0.069) 0.072) (0.548) 2.191) (0.147)
0.893 0.896 7.000 12.400 0.175

yeast6 ADASYN (0.065) (0.067) (1.225) (2.510) 0.077)
6 Safe_Level - 0.893 0.901 6.800 11.400 0.209
yeast SMOTE (0.071) (0.064) (1.005) (2.510) (0.192)
0.500 0.500 3.000 3.400 0.848

yeast6 TL (0.000) (0.000) (0.000) (0.548) (0.339)
0.636 0.620 2.400 4.200 0.509

yeast6 0SS (0.156) (0.146) (1.342) (3.347) (0.458)
0.500 0.500 3.000 3.800 1.000

yeast6 NCL (0.000) (0.000) (0.000) (0.447) (0.000)
0.500 0.500 1.000 1.000 1.000

yeast6 SBC (0.000) (0.000) (0.000) (0.000) (0.000)
0.887 0.897 7.400 13.400 0.175

yeast6 SMOTE.-TL (0.070) (0.063) (1.949) (3.362) (0.189)
6 SMOTE_- 0.903 0.905 7.000 12.400 0.162
yeast ENN (0.067) (0.065) (1.414) (3.209) 0.167)

Tabla A.22: Valores medios obtenidos por el método propuesto para la base de datos

no balanceada yeast6.
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